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Abstract

Each data warehouse requires loading properly processed transactional data. The process that performs this task is
known as extract-transform-load (ETL). The efficiency of its implementation affects how quickly the user will have the
access to the current analytical data. The paper presents the results of research efficiency of ETL performance of its
stage with the use of Azure Synapse (AS) and Azure Data Factory (ADF). The research included selection, sorting and
aggregating data, joining tables, and loading data into target tables. To evaluate the efficiency of these operations, the
criterion of their execution time has been used. The obtained results indicate that the ADF tool provides a much higher
time efficiency of loading transactional data into the data warehouse comparing to AS.
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Streszczenie

Kazda hurtownia danych wymaga tadowania odpowiednio przetworzonych danych transakcyjnych. Procesy realizujace
to zadanie okreslane sa jako ekstrakcja-transformacja-tadowanie (ETL). Od efektywnosci ich wykonania zalezy jak
szybko uzytkownik bedzie miat dostgp do biezacych danych analitycznych. W artykule przedstawiono istot¢ procesu
ETL oraz wyniki badan efektywnosci realizacji jego etapow z uzyciem Azure Synapse (AS) oraz Azure Data Factory
(ADF). Badania obejmowaty selekcje¢, sortowanie i agregacj¢ danych, ztaczenie tabel oraz zapis danych do tabel doce-
lowych. Do oceny efektywnosci tych operacji zastosowano kryterium czasu ich wykonania. Uzyskane wyniki wskazuja,
iz narzedzie ADF zapewnia znacznie wyzsza efektywno$¢ czasowa tadowania danych transakcyjnych do hurtowni
danych w poréwnaniu do AS.
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1. Wstep

Przeksztalé

Kazda wspolczesna organizacja staje dzi§ przed wy-

. . .. . . Wyodrebnij Zatadyj
zwaniem przechowywania duzej ilosci danych o zr6zni-
cowanej jako$ci oraz ich efektywnej analizy. Transak- 1 - l -
cyjna posta¢ tych danych, pochodzacych z systemoéw St g
ERP, nie jest jednak wlasciwa dla osob, ktore podejmu- :> S |:> i

ja decyzje i muszg postugiwaé si¢ danymi o pewnym
stopniu agregacji. Z tego wzgledu przedsigbiorstwa
coraz czeSciej korzystajg z systemow klasy business
intelligence (BI), ktore znacznie zwigkszajg efektyw-
no$¢ analizy danych oraz zaspokajaja potrzeby anali-

(Staging area)

Rysunek 1: Idea procesu ETL.

tyczne os6b decyzyjnych. Glownym zrédlem danych Etap ekstrakcji 'danych polega na ich Wy(?drf;bnieniu
dla tego rodzaju systemow jest hurtownia danych. Jest z©e Z’réd‘ﬁ 1 zapisaniu W miejscu Okr§s'1anym J.ako o.bsz.ar
to miejsce sktadowania danych analitycznych, ktore sa POéfedm (staging area). W tym etapie dane nie zmienia-
uzywane do dokonywania bardziej trafnych wyborow ja jeszcze swojej pierwotnej, transakcyjnej postaci.
w procesach decyzyjnych [1]. W procesie transformacji, ktory jest realizowany
Podejmowanie decyzji wymaga posiadania informa- w obszarze posrednim, dane sg oczyszczane, integrowa-
cji o aktualnej sytuacji w organizacji. Dlatego tez ko- ne, grupowane, a takze konwertowane do wymaganej
nieczne jest, by dane w hurtowniach byly okresowo postaci, zgodnej ze s.trukturq przpchowywama danych
uzupetniane i aktualizowane. Zadanie to wykonywane w hurtowni. Na etapie 1gdowan1a dage 53 pobierane
jest w ramach dziatan okre§lanych jako ekstrakcja, z obszaru pos’rednle.go i bezposrednio umieszczane
transformacja i tadowanie danych (ETL - Extract, w tabelach hurtowni danych. Nalezy zauwazy¢, ze
Transform, Load), ktore opisuja sposob pobierania w procesie ETL nie wszystkie dane transakcyjne sg
danych ze zrdédel, logike¢ ich transformacji zgodna brape _POd uwagg, ale tylko te, ktore s3 nowe lub zostaty
z wymaganiami biznesowymi oraz miejsce ich docelo- Zmienmone [_2]' _ o . .
wego sktadowania w hurtowni danych. Ideg procesu W niniejszej publikacji dokonano analizy wydajno-
ETL przedstawiono na Rysunku 1. $ci dwoch wspoélezesnych narzedzi ETL firmy Micro-
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soft, tj. Azure Data Factory i Azure Synapse. Wykorzy-
stujac rézne scenariusze procesow ETL i ten sam zro-
dlowy system transakcyjny, przeprowadzono badania,
ktorych rezultaty umozliwity wskazanie narze¢dzia za-
pewniajacego wyzszg efektywnosé realizacji tych pro-
cesow.

2. Charakterystyka narzedzi ETL firmy Microsoft

Azure Data Factory (ADF) to ustuga ETL w chmurze
platformy Microsoft Azure umozliwiajaca skalowalng
w poziomie integracj¢ danych i ich transformacj¢ bez
uzycia odrgbnego, dedykowanego serwera. Ustuga ta
dostepna jest poprzez interfejs uzytkownika zapewnia-
jacy intuicyjne tworzenie, monitorowanie i zarzadzanie
procesem ETL w jednym panelu [3]. Narzgdzie ADF
zapewnia migracj¢ danych migdzy wieloma lokalnymi
i chmurowymi zrodtami danych. Lista obstugiwanych
platform jest rozbudowana i obejmuje zar6wno rozwig-
zania firmy Microsoft jak i innych dostawcow. Jest to
zaawansowane narzg¢dzie zapewniajace pelng elastycz-
no$¢ przenoszenia ustrukturyzowanych i nieustruktury-
zowanych zestawow danych, w tym RDBMS, XML,
JSON i réznych magazynéw danych typu NoSQL. Jego
podstawowa zaletg jest duza elastyczno$¢ wynikajaca
z mozliwosci wykorzystania jezyka U-SQL lub HiveQL
[4-5].

Azure Synapse (AS) jest kolejng ustugg wykorzy-
stywang zaré6wno do realizacji proceséw ETL jak i do
analizy danych. Z jej pomoca mozliwa jest integracja
i transformacja danych transakcyjnych jak rowniez
danych typu big data. Narzgdzie AS zapewnia wykony-
wanie zapytan do réznych baz danych bez koniecznos$ci
uzycia zasobdw serwerowych. W ustudze tej rozproszo-
ne zasoby danych zréodlowych sa taczone w ujednolico-
ne $rodowisko umozliwiajace pozyskiwanie, eksploro-
wanie, przygotowywanie i udostgpnianie danych oraz
zarzadzanie nimi na potrzeby analizy biznesowej oraz
uczenia maszynowego.

Azure Synapse zapewnia wysoka elastyczno$¢ ta-
czenia danych nierelacyjnych oraz relacyjnych. Narzg-
dzie umozliwia tatwy podglad danych za pomoca wysy-
fania zapytan do bazy danych Azure SQL. Tworzac
przeptywy danych przy pomocy predefiniowanych
blokéw zadaniowych, mozna zaimplementowac zaa-
wansowane scenariusze transformacji i analizy danych
bez koniecznosci pisania kodu zrodtowego [6].

Azure Synapse posiada wbudowang bezserwerowa
pule SQL, czyli logiczng przestrzen, w ktorej udostep-
niane sg w elastyczny sposob rézne zasoby umozliwia-
jace efektywng realizacje¢ procesow ETL. Kazdy obszar
roboczy posiada rozbudowang pule SQL bez mozliwo-
$ci usunigcia takiej puli. Bezserwerowe pule SQL za-
pewniaja mozliwos$¢ uzycia jezyka SQL bez konieczno-
$ci rezerwowania okreslonej wielko$ci zasobow pamig-
ci. W przeciwienstwie do dedykowanych pul SQL,
rozliczanie dla bezserwerowej puli SQL jest oparte na
ilosci danych przeskanowanych w celu uruchomienia
zapytania, a nie pojemnosci przydzielonej do puli [7].

3. Metodyka badan

Poréwnanie wydajnosci badanych narzedzi ETL wyma-

gato przeprowadzeniu operacji ekstrakcji, transformacji

i fadowania danych. Dokonano pomiaru czasu wykona-

nia podstawowych operacji ETL oraz dodatkowo czasu

napehniania tabeli faktu w przyktadowej hurtowni da-
nych.

Na potrzeby badan, w kazdym z narzgdzi utworzony
zostal zasdb bezserwerowej bazy danych Azure SQL
Database o pojemnos$ci 5 GB oraz wydajnosci 100 DTU
(Data Transaction Unit). DTU jest to pakiet miary zaso-
bow obliczeniowych (przydzielonych do bazy danych),
operacji we/wy i magazynu [8]. W kazdej tabeli, stano-
wigcej zrodlo danych dla procesow ETL, zostaty utwo-
rzone klastrowane indeksy kolumnowe w celu zwigk-
szenia wydajnosci zapytan SQL.

Jako szczegotowe kryteria oceny wydajnosci narze-
dzi w kazdym scenariuszu badawczym przyjeto:

e czas uruchamiania klastra — czas potrzebny na uru-
chomienie izolowanego klastra Apache Spark, ktory
jest uzywany podczas uruchamiania przeptywow
danych [9];

e czas ekstrakcji danych ze zrédta — czas potrzebny na
odczyt danych z tabeli zrodtowej do pierwszego
bloku zadaniowego w przeptywie danych;

e czas transformacji danych — czas potrzebny do wy-
konania operacji przeksztalcenia oraz czyszczenia
danych w przeplywie;

e czas zapisywania danych w zasobie docelowym -
czas potrzebny na zatadowanie danych do tabeli do-
celowej (np. tabela wymiaru lub faktu w hurtowni
danych).

W kazdym z narzedzi zostalo utworzonych 9 przepty-

wow danych opisujacych wykonanie podstawowych

operacji przeksztalcenia danych w procesie ETL. Wy-
kaz tych operacji oraz ich szczegdtowy opis biznesowy

zostaty przedstawione w Tabeli 1.

Tabela 1: Operacje ETL w scenariuszach badawczych

Lp. Operacja Opis
1 Selekcja wszyst- Selekcja wszystkich kolumn
kich kolumn z tabeli zawierajacej dane

o klientach.
Selekcja wybranych kolumn
z tabeli zawierajacej dane
o klientach.

2 Selekcja wybra-
nych kolumn

3 Sortowanie Sortowanie danych w tabeli
zawierajacej dane o produktach.
4 Zliczanie Zliczanie faktur wszystkich
klientow.
5 Zliczanie unikal- Zliczanie liczby sprzedanych

nych wartosci produktow.

6 Sumowanie Sumowanie wartos$ci sprzeda-
nych produktow.
7 Ztaczenie Ztaczenie danych o nagtowkach
i pozycjach faktur sprzedazy.
8 Ztaczenie + Ztaczenie danych o produktach i
Sumowanie pozycjach faktur oraz sumowa-

nie warto$ci sprzedazy wedhug
grupy zapotrzebowania.
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9 Filtrowanie Wyszukiwanie faktur koryguja-
cych z podanym kodem przy-

czyny korekty.

Dodatkowo, w ramach przeprowadzonych badan,
zbudowano 6 przeptywow danych realizujacych zadanie
napetnienia tabel w hurtowni danych. Pi¢¢ przeptywow
danych stuzylo do napelnienia tabel wymiaréw oraz
jeden — do napehiania tabeli faktu opisujacego sprze-
daz. Schemat konceptualny wykorzystanej hurtowni
danych zostatl przedstawiony na Rysunku 2.

dostarczenia

Rysunek 2: Schemat konceptualny hurtowni danych wykorzystanej
w badaniach.

Kazdy z przeptywow danych, tj. 9 do wykonania
podstawowych operacji ETL i 1 do napelniania tabeli
faktu, zostal uruchomiony 10 razy. Wyniki przeprowa-
dzonych badan zostaly zapisane w plikach csv. Czas
wykonania badanych operacji byt mierzony przy pomo-
cy wbudowanego w kazde z narzedzi srodowiska moni-
torowania, ktore podaje szczegdtowe informacje o wy-
konanych przeptywach danych [10].

4. Wyniki badan

Wyniki przeprowadzonych badan wydajno$ciowych
zostang przedstawione dla kazdego kryterium czasowe-
go wymienionego w rozdziale 3. Dodatkowo, na wste-
pie rozdziatu zaprezentowano rezultaty badan dotycza-
cych szybkosci uruchomienia klastra Apache Spark,
w ktorym zlokalizowane sa dane zrodtowe. Czas wyko-
nania tej operacji ma istotny wptyw na catkowity czas
realizacji procesu ETL. Dlatego tez zasadne jest, aby
okresli¢ jego wielko$¢ dla poszczegdlnych narzedzi.

4.1. Uruchomienie klastra

Na Rysunku 3 przedstawiono wyniki badan dotycza-
cych szybkosci uruchomienia klastra Apache Spark
przez ten sam proces ETL wykonywany 10-cio krotnie
w kazdym z badanych narzedzi. Mozna zauwazy¢, ze
czas uruchomienia klastra w narzedziu Azure Synapse
jest srednio 9 razy krétszy niz w srodowisku Azure Data
Factory.
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Rysunek 3: Czas uruchomienia klastra Apache Spark.

Ponadto, na podstawie 10-krotnego powtdrzenia te-
go badania dla wszystkich 10-ciu scenariuszy mozna
stwierdzi¢, ze klaster uzywany w narz¢dziu Azure Sy-
napse jest bardziej stabilny niz w narzedziu Azure Data
Factory (Rysunek 4).
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Rysunek 4: Czasy wielokrotnego uruchomienia klastra dla wszystkich
scenariuszy badawczych.

4.2. Ekstrakcja danych ze zrédia

Kolejne badanie mialo na celu identyfikacje wptywu
liczno$ci kolumn w zapytaniu do tabeli Zrédlowej na
dhugos$¢ czasu jego wykonania. Operacje odczytu wy-
konano z uzyciem tabeli zawierajacej 49 383 rekordy
opisujgce klientéw. W pierwszej kolejnosci zmierzono
czas odczytu danych ze wszystkich szesnastu kolumn
tej tabeli (Rysunek 5), a nastgpnie z pigciu wybranych
(Rysunek 6).
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Rysunek 5: Czasy odczytow danych ze wszystkich kolumn tabeli
Klienci.

Na podstawie otrzymanych wynikow badan mozna
stwierdzi¢, ze czas odczytu danych ze wszystkich ko-
lumn tabeli zrédlowej jest ponad 2 razy dluzszy
w §rodowisku Azure Synapse niz w Azure Data Facto-
ry.
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Rysunek 6: Czasy odczytow z wybranych 5 kolumn tabeli Klienci.

Natomiast zapytanie zawierajace 5 wybranych ko-
lumn tabeli zrodlowej, przy tej samej liczbie rekordow,
wykonuje si¢ niemal 4 razy szybciej w narzedziu Azure
Data Factory niz w Azure Synapse.

Na podstawie przeprowadzonych eksperymentow
stwierdzono, ze zwigkszenie liczby odczytywanych
rekordow i kolumn z tabeli Zrodlowej prowadzi do
zmniejszenia roéznicy w czasie wykonania zapytan
w badanych $rodowiskach. W przypadku ekstrakcji
danych =z tabeli opisujacej produkty, zawierajacej
921 855 rekordy i 41 kolumn, zaobserwowano, iz zapy-

tanie w $rodowisku Azure Data Factory wykonywato
si¢ juz tylko 1,3 razy szybciej niz w narzedziu Azure
Synapse.
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Rysunek 7: Czasy odczytu wszystkich kolumn z tabeli Produkty.
4.3. Transformacja danych

W nastgpnym etapie badan dokonano poréwnania $red-
niego czasu przeksztalcenia danych w poszczegbdlnych
srodowiskach. Pod uwage wzi¢to nastgpujace operacje:
sortowanie,
zliczanie,
zliczanie unikalnych wartosci,
sumowanie,
zlaczenie,
zlaczenie + sumowanie,
filtrowanie.
Sortowanie danych zostato wykonane z uzyciem danych
z tabeli Produkty, zawierajacej 921 855 rekordow. Zro-
ditem danych dla operacji agregacji, tj. zliczania rekor-
doéw, zliczania unikalnych warto$ci i sumowania, oraz
zlaczenia danych byla tabela opisujaca naglowek faktu-
ry sprzedazowej oraz tabela opisujaca poszczegdlne
pozycje tych faktur. Zawieraly one odpowiednio 44 570
166 995 rekordow. W operacji filtrowania danych zo-
stata ponownie uzyta tabela naglowkow faktur sprzeda-
zy oraz tabela kodow przyczyny zwrotu produktu, za-
wierajaca 5 018 rekordow. Operacje ztaczenia i agrega-
cji danych przeprowadzono z wykorzystaniem tabeli
Produkty i tabeli z pozycjami faktur sprzedazy.
Uzyskane czasy 10-ciokrotnego wykonania po-
szczegolnych operacji zostaly usrednione i przedsta-
wione na Rysunku 8. Na podstawie przeprowadzonych
badan mozna stwierdzi¢, ze wszystkie dziatania prze-
ksztalcenia danych wykonuja si¢ znacznie szybciej
w srodowisku Azure Data Factory niz w Azure Synap-
se, przy czym najmniejsza roznica Srednich czasow
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wykonania dotyczy operacji sortowania rekordow (ADF
jest niemal 3-krotnie szybszy niz AS), natomiast naj-
wigksza roznica wystepuje w przypadku operacji zli-
czania unikalnych wartosci (ADF jest 35 razy szybszy
od AS).

Zliczanie
unikalnych
wartosci

Zliczanie

Filtrowanie

Zigczenie
+ sumawanie

Zigczenie
Sumowanie

Sortowanie
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=}
it

50 75

-
1]
wn
=
1T
[=]

175

Sredni czas przeksztalcenia danych [s]
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Rysunek 8: Sredni czas transformacji danych dla réznych operacji.
4.4. Zapis danych w zasobie docelowym

Kolejnym etapem badan byta identyfikacja diugosci
czasu tadowania danych do docelowych tabel wymia-
row 1 faktu przy uzyciu analizowanych narzedzi.
W wyniku transformacji transakcyjnych danych o klien-
tach, do tabeli wymiaru Klient zaladowano 49 383 re-
kordy. Czasy wykonania serii 10-ciu prob tej operacji
zostaty przedstawione na Rysunku 9.
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Rysunek 9: Czasy zapisu danych do tabeli wymiaru Klient.

Na podstawie otrzymanych rezultatow badan mozna
stwierdzi¢, ze tadowanie danych z uzyciem narzedzia
Azure Data Factory odbywa si¢ dwukrotnie szybciej niz
przy wykorzystaniu srodowiska Azure Synapse.

W celu zweryfikowania wplywu liczby rekordow na
czas wykonania ladowania danych, przeprowadzono
eksperyment polegajacy na wstawieniu 921 855 rekor-
déw do tabeli wymiaru Produkt. Wyniki serii 10-ciu
prob tej operacji zobrazowano na Rysunku 10.
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Rysunek 10: Czasy zapisu danych do tabeli wymiaru Produkt.

Otrzymane wyniki badania potwierdzaja przewage
Azure Data Factory na Azure Synapse rowniez w przy-
padku tadowania bardzo duzych zbiorow danych. Jed-
nak warto zauwazy¢ znaczne zmniejszenie si¢ roznicy
pomigdzy czasami wykonania tej operacji z uzyciem
wspomnianych narzedzi w miar¢ wzrostu liczby tado-
wanych rekordéw. Obecnie rdznica ta wynosi 39%,
podczas gdy dla mniejszej ilosci danych byta ona rowna
91%.

W ostatnim etapie prac badawczych dokonano ana-
lizy czasow trwania petnego cyklu tadowania danych do
tabeli faktu Sprzedaz z uzyciem prezentowanych narze-
dzi ETL. Uwzgledniono tutaj wszystkie operacje, po-
czawszy od pobrania danych ztabel transakcyjnych,
opisujacych faktury i ich pozycje, poprzez ich transfor-
macj¢ do postaci analitycznej, a skonczywszy na zata-
dowaniu zagregowanych danych do tabeli faktu. Dodat-
kowo, w badaniu tym wykorzystano uprzednio utwo-
rzone tabele wymiaréw Klient i Produkt. Cykl tadowa-
nia zostat powtorzony 10-cio krotnie w kazdym $rodo-
wisku. W kolejnych powtoérzeniach tego procesu zmie-
rzono czasy trwania kazdej operacji, a nastgpnie doko-
nano ich usrednienia. Otrzymane wyniki zostaty zapre-
zentowane na Rysunku 11.

Na podstawie otrzymanych rezultatow badan mozna
stwierdzi¢, ze proces ETL, odpowiedzialny za tadowa-
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nie danych do tabeli faktu, jest realizowany znacznie
efektywniej z wykorzystaniem narzedzia Azure Data
Factory niz z uzyciem Azure Synapse.

Zapis 51,0

w tabeli 208,6

43,7
Tansformacja
157,0
Odczyt 58,5
zeirodia 163,0
Uruchomienie 11,0
klastra 12
0 50 100 150 200 250

Sredni czas wykonania operacji[s]

W Azure Data Fatory W Azure Synapse

Rysunek 11: Sredni czas realizacji etapéw procesu ETL podczas
tadowania danych do tabeli faktu Sprzedaz.

Przewaga Azure Synapse jest dostrzegalna tylko
w fazie uruchamiania klastra z danymi zrédlowymi.
Jednak wszystkie dalsze etapy procesu ETL sg wyko-
nywane 3-4 krotnie szybciej w srodowisku Azure Data
Factory.

5. Whioski

Celem niniejszego artykutu byla analiza poréwnawcza
wydajnosci narzedzi ETL Azure Synapse oraz Azure
Data Factory oferowanych przez firm¢ Microsoft. Na
potrzeby badan utworzono analityczng baze danych,
w ktorej alokowano dane przetworzone zgodnie z przy-
jetymi scenariuszami badawczymi, uwzgledniajagcymi
wszystkie typowe operacje realizowane w ramach dzia-
fan ETL.

Uzyskane rezultaty badan pozwalajg jednoznacznie
stwierdzi¢, iz w pordwnaniu do Azure Synapse, narzg-
dzie Azure Data Factory zapewnia znacznie wyzsza
efektywnos¢ czasowa tadowania danych z systemow
transakcyjnych do hurtowni danych. Przewaga ADF nad
AS jest widoczna zar6wno podczas wykonywania zasi-
lania tabel wymiarow jak i tabel faktow. Szczegdlowa
analiza czasow wykonania poszczegélnych etapow
petnego cyklu ETL pozwala dostrzec znaczne rdznice
wich wielkosci na korzys¢ ADF. Wprawdzie Azure
Synapse zapewnia krotszy czas uruchomienia klastra
z danymi zrodlowymi, to jednak proces ten jest realizo-
wany tylko raz, na poczatku procesu ETL, w celu za-
pewnienia dostepu do danych transakcyjnych. Z punktu

widzenia catosci przetwarzania danych w ramach ETL,
najistotniejsza jest efektywno$é czasowa wykonania
transformacji danych i ich tadowania do tabel docelo-
wych, a w tym obszarze Azure Data Factory dominuje
nad Azure Synapse.

Warto jednak zauwazy¢, ze przewaga ADF nad AS
maleje wraz ze wzrostem liczby przetwarzanych rekor-
déw. Oznacza to, ze wybdr wlasciwego narzedzia do
realizacji zadan ETL, ktére zapewni wysoka efektyw-
no$¢ tego dzialania, powinien by¢ poprzedzony gleboka
analizg specyfiki zrédlowych tabel relacyjnych.

Literatura

[1]1 L. Bielak, P. Muryjas, Integracja Big Data i Business
Intelligence jako innowacyjne rozwigzanie
wspomagajace funkcjonowanie nowoczesnych
organizacji, Journal of Computer Sciences Institute

1(2016) 6-13.

[2]1 A. C. Yepnses, ETL: 0630p mHCTpyMeHTOB, Momooit
yuensi, 1 (2019) 23-26,

https://moluch.ru/archive/239/55368/, [16.04.2021].

[31 Azure Data Factory documentation,
https://docs.microsoft.com/en-us/azure/data-factory/.

[16.04.2021].

[4] R. Sudhir, A. Narain, Understanding Azure Data Factory:
Operationalizing Big Data and Advanced Analytics

Solutions, Apress, Berkeley, 2019.

[5] A. Leonard, K. Bradshaw, SQL Server Data Automation
Through  Frameworks. Building Metadata-Driven
Frameworks with T-SQL, SSIS, and Azure Data Factory,

Apress, Berkeley, 2020.

[6] Dokumentacja narz¢dzia Azure Synapse Analytics,
https://azure.microsoft.com/pl-pl/services/synapse-

analytics/, [16.04.2021].

Architektura dedykowanej puli SQL (dawniej SQL DW)
w ustudze Azure Synapse Analytics,
https://docs.microsoft.com/pl-pl/azure/synapse-
analytics/sql-data-warehouse/massively-parallel-
processing-mpp-architecture, [16.04.2021].

(71

[8] Wybdér miedzy modelami zakupéw rdzen wirtualny
i DTU — Azure SQL Database i wystapienie zarzadzane
SQL, https://docs.microsoft.com/pl-pl/azure/azure-
sql/database/purchasing-models#dtu-based-purchasing-

model, [16.04.2021].

[9] Przewodnik dotyczacy wydajnosci 1  dostrajania
przeptywu danych, https://docs.microsoft.com/pl-
pl/azure/data-factory/concepts-data-flow-performance,

[16.04.2021].

[10] Monitorowanie przeptywdéw danych,
https://docs.microsoft.com/pl-pl/azure/data-

factory/concepts-data-flow-monitoring, [16.04.2021].

131


https://moluch.ru/archive/239/55368/
https://docs.microsoft.com/en-us/azure/data-factory/
https://azure.microsoft.com/pl-pl/services/synapse-analytics/
https://azure.microsoft.com/pl-pl/services/synapse-analytics/
https://docs.microsoft.com/pl-pl/azure/synapse-analytics/sql-data-warehouse/massively-parallel-processing-mpp-architecture
https://docs.microsoft.com/pl-pl/azure/synapse-analytics/sql-data-warehouse/massively-parallel-processing-mpp-architecture
https://docs.microsoft.com/pl-pl/azure/synapse-analytics/sql-data-warehouse/massively-parallel-processing-mpp-architecture
https://docs.microsoft.com/pl-pl/azure/azure-sql/database/purchasing-models#dtu-based-purchasing-model
https://docs.microsoft.com/pl-pl/azure/azure-sql/database/purchasing-models#dtu-based-purchasing-model
https://docs.microsoft.com/pl-pl/azure/azure-sql/database/purchasing-models#dtu-based-purchasing-model
https://docs.microsoft.com/pl-pl/azure/data-factory/concepts-data-flow-performance
https://docs.microsoft.com/pl-pl/azure/data-factory/concepts-data-flow-performance
https://docs.microsoft.com/pl-pl/azure/data-factory/concepts-data-flow-monitoring
https://docs.microsoft.com/pl-pl/azure/data-factory/concepts-data-flow-monitoring

