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Abstract

Reinforcement learning algorithms are gaining popularity, and their advancement is made possible by the presence of
tools to evaluate them. This paper concerns the applicability of machine learning algorithms on the Unity platform
using the Unity ML-Agents Toolkit library. The purpose of the study was to compare two algorithms: Proximal Policy
Optimization and Soft Actor-Critic. The possibility of improving the learning results by combining these algorithms
with Generative Adversarial Imitation Learning was also verified. The results of the study showed that the PPO
algorithm can perform better in uncomplicated environments with non-immediate rewards, while the additional use
of GAIL can improve learning performance.
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Streszczenie

Algorytmy uczenia ze wzmocnieniem zyskuja coraz wieksza popularno$é, a ich rozwéj jest mozliwy dzieki istnieniu
narzedzi umozliwiajacych ich badanie. Niniejszy artykut dotyczy mozliwosci zastosowania algorytmdéw uczenia maszy-
nowego na platformie Unity wykorzystujacej biblioteke Unity ML-Agents Toolkit. Celem badania bylo poréwnanie
dwoch algorytméw: Proximal Policy Optimization oraz Soft Actor-Critic. Zweryfikowano réwniez mozliwo$é popra-
wy wynikéw uczenia poprzez taczenie tych algorytméw z metoda uczenia przez nasladowanie Generative Adversarial
Imitation Learning. Wyniki badania wykazaly, ze algorytm PPO moze sprawdzié sie lepiej w nieskomplikowanych §ro-
dowiskach o nienatychmiastowym charakterze nagréd, za$é dodatkowe zastosowanie GAIL moze wplynaé¢ na poprawe
skutecznosci uczenia.
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1. Wstep godnym, graficznym interfejsem uzytkownika. Polacze-
nie jej z otwartozrédlows biblioteka Unity ML-Agents
Toolkit sprawia, ze staje sie ona rozbudowanym i ela-
stycznym narzedziem do pracy z algorytmami uczenia

Na zaobserwowany w ostatnim czasie duzy postep
w dziedzinie algorytmoéw uczenia ze wzmocnieniem

wplyw mialo istnienie odpowiednich do badan nad ni- maszynowego. W ramach pakietu ML-Agents Toolkit
mi narzedzi [1]. Zapewniaja one dostep do Srodowisk dostepne sa dwa algorytmy uczenia ze wzmocnieniem
o coraz wiekszym stopniu zlozonosci, jak i o bardziej — Proximal Policy Optimization (PPO) [2] oraz Soft
realistycznej grafice, czy tez dokladniejszej fizyce. Sa Actor-Critic (SAC) [3]. Narzedzie wspiera réwniez ucze-
tez one dla badaczy gléwnym narzedziem umozliwia- nie przez nagladowanie, a wéréd udostepnianych algo-
jacym projektowanie, a takze testowanie algorytmow. rytméw mozna wskazaé¢ Generative Adversarial Imita-

7 tego powodm.7 jakosé oraz m(')ZI.iwoéci tych platfo?m 53 tion Learning (GAIL) [4,5].

bardzo czesto istotnym czynnikiem postepu w dziedzi-

nie uczenia ze wzmocnieniem. Niniejszy artykut dotyczy Pomimo ze poczatki algorytméw uczenia ze wzmoc-
platformy Unity, przedstawiajac jego mozliwosci w kon- nieniem siegaja juz lat 50. [6], to wlasnie w ciagu ostat-
tekscie badan nad algorytmami uczenia ze wzmocnie- nich kilku lat zaobserwowano znaczny postep w tej dzie-
niem. Unity to narzedzie pozwalajace na tworzenie gier dzinie. Przejawia si¢ on w szczegdlnosci powstawaniem
i symulacji zawierajacych dokladna fizyke, a takze re- nowych algorytmoéw, takich jak PPO oraz SAC. Pierw-
alistyczna oprawe graficzna. Platforma ta pozwala na szy z nich powstal na podstawie réwnie niedawno przed-
tworzenie rozgrywki postugujac sie w duzej mierze wy- stawionego algorytmu Trust Region Policy Optimiza-
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tion (TRPO) [7]. Metoda PPO okazala si¢ nie tylko wy-
dajniejsza od swojego poprzednika, ale tez o wiele prost-
sza w implementacji [2]. Z kolei algorytm SAC zostal
poréwnany z kilkoma innymi wspotczesnymi algorytma-
mi uczenia ze wzmocnieniem, w tym PPO. W rezulta-
cie, SAC wykazal si¢ wyzszg wydajnoscig oraz szyb-
koscia uczenia w stosunku do pozostalych badanych
metod [3]. Dostepne sa tez wyniki uczenia obu algo-
rytméw PPO i SAC na platformie Unity. Obie me-
tody zastosowano w siedemnastu przyktadowych éro-
dowiskach wchodzacych w sktad biblioteki ML-Agents
Toolkit [1]. Nie podjeto jednak préby analizy tych re-
zultatéw. Unity wykorzystywano réwniez do treningu
agentow w innych, indywidualnych projektach srodo-
wisk [8]. Jednak nie zostaly one szczegbélowo opisane,
ani nie wskazano zastosowanych algorytméw uczenia.
Platforma Unity oraz biblioteka Unity ML-Agents To-
olkit postuzyla réwniez do badania skutecznosci spo-
sobéw definiowania przestrzeni akcji agenta [9]. Wér6d
narzedzi pozwalajacych na testowanie algorytméw ucze-
nia ze wzmocnieniem w symulowanych srodowiskach,
obok Unity, mozna wyréznié¢ platforme¢ Arcade Lear-
ning Environment [7, 10-13] oraz OpenAI Gym [14].
Algorytm uczenia przez nasladowanie GAIL okazal sie
skuteczniejszy od kilku innych poréwnywanych metod,
takich jak Behavioral Cloning (BC), Feature Expecta-
tion Matching (FEM), czy Game-Theoretic Apprenti-
ceship Learning (GTAL) [4]. Jako podsumowanie ak-
tualnego stanu wiedzy warto zwréci¢ uwage na to, ze
dotychczas wykonane poréwnania PPO z SAC opiera-
ly sie na eksperymentach przeprowadzonych w predefi-
niowanych srodowiskach, bez mozliwosci wprowadzania
w nich zmian. Trudno jest odnalezé prace dotyczace za-
leznosci pomiedzy specyfika $§rodowiska agenta, a sku-
tecznoscia algorytméw PPO oraz SAC. Brakuje tez ba-
dan nad mozliwosciami laczenia algorytméw uczenia ze
wzmocnieniem z uczeniem przez nasladowanie.

Celem przedstawionego w niniejszej pracy bada-
nia byto poréwnanie algorytméw uczenia maszynowego
udostepnianych w ramach biblioteki Unity ML-Agents
Toolkit, wspoélpracujacej z platformg Unity. Badanie
skupilo sie¢ na dwbéch wspotezesnych algorytmach ucze-
nia ze wzmocnieniem — PPO oraz SAC. Weryfika-
cji poddano réwniez hipoteze o mozliwosci poprawy
skutecznosci uczenia poprzez taczenie tych algorytmow
z metoda GAIL. Uczenie z wykorzystaniem badanych
metod przeprowadzono w Srodowisku zaprojektowanym
za pomocyg platformy Unity.

Kolejny rozdzial artykulu zawiera opis metody badan.
Dalsza czesé przedstawia projekt wykonanego w Unity
srodowiska agentéw sztucznej inteligencji. Ostatnie dwa
rozdzialy zostaly poswiecone na wyniki badania, a takze
wnioski, w ktérych zawarto krotkie podsumowanie pra-
cy oraz wynikle konkluzje. W koncowej treéci wskazano
rowniez mozliwe dalsze kierunki prac.

2. Metoda badan

Poréwnanie algorytméw zostato przeprowadzone na
podstawie rezultatéw uczenia agentéw w grze 2D zapro-
jektowanej za pomoca platformy Unity wykorzystujacej
biblioteke ML-Agents Toolkit. Przygotowana gra skla-
dala sie z trzech wariantéw, ktére charakteryzowaly sie
innym poziomem trudnoéci rozgrywki. Gléwnym zada-
niem agenta bylo strzelanie z tuku do tarczy treningo-
wej, zdobywajac przy tym jak najwieksza sume punktow
(Rysunek 1). Poszczegdlne warianty srodowiska mozna
scharakteryzowaé nastepujaco:

1. Sita oddawanego strzalu byla zawsze stala, ponad-
to tarcza nigdy nie zmieniala swojego polozenia.

2. Sita strzatu byla stala, jak w przypadku wariantu
pierwszego, jednak po kazdym celnym strzale tar-
cza zmieniala swojg pozycje, pojawiajac sie losowo
w jednym z 25 mozliwych miejsc.

3. Sita strzalu byla nadawana przez agenta, kontrolu-
jacego naciagniecie cieciwy tuku. Tarcza zmieniala
tez swoje potozenie, jak w wariancie drugim.

Algorytmy zostaly wiec poréwnane na podstawie re-
zultatow eksperymentu, zakladajacego zwigkszanie zto-
zonosci $rodowiska agenta, rozpoczynajac od zadania
najbardziej podstawowego. Kazda z wersji przygotowa-
nego $rodowiska charakteryzowala si¢ rowniez tym, ze
zdobywane przez agenta nagrody nie byty nigdy natych-
miastowe, a wymagaly wykonania korzystnej sekwen-
cji krokow. Porownanie opieralto sie na wynikach prze-
biegu uczenia, jak réwniez nauczonego przez agentow
zachowania. Wytrenowane modele sprawdzono w roz-
grywce uwzgledniajacej liczbe zdobytych punktow, cel-
nos$é (stosunek strzaléw trafionych w cel do wszystkich
oddanych), a takze czas ukofczenia zadania przy ogra-
niczonym zasobie strzal.

Mozliwosci taczenia algorytméw PPO i SAC z GA-
IL w celu poprawy wynikéw uczenia zbadano w trze-
cim, najbardziej zlozonym wariancie $rodowiska. Zasto-
sowane demonstracje pochodzily z rozgrywki czlowieka,
trwajacej 8 i 48 minut. Rezultaty uczenia taczonych me-
tod zostaly poréwnane w ten sam sposéb, co samodziel-
ne algorytmy PPO oraz SAC — na podstawie przebiegu
uczenia i rozgrywki wytrenowanych agentéw.

— 0

Rysunek 1: Widok z rozgrywki przygotowanej na potrzeby bada-
nia gry.
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3. Projekt Srodowiska

Zadaniem agenta w przygotowanym na potrzeby ekspe-
rymentu Srodowisku jest strzelanie z tuku do tarczy tre-
ningowej. Kazdy celny strzat jest nagradzany odpowied-
nia liczba punktow, zalezng od koloru trafionego okre-
gu tarczy — od 0,7 do 1 (Rysunek 2). Sterowanie dla
gracza jest realizowane za pomoca klawiatury. Uzycie
strzalki lewej lub prawej obraca tuk, zas sterowanie cie-
ciwa odbywa si¢ za pomoca spacji. W przypadku dwdch
prostszych wariantéw gry do oddania strzalu wystarczy
pojedyncze wcisniecie tego klawisza, za§ w najtrudniej-
szym trybie rozgrywki mozliwe jest jego przytrzymanie
w celu nadania wigkszej sity wystrzatu.

Rysunek 2: Punktacja dla gracza, a takze warto$ci wzmocnienia
zdobywane przez agenta w zaleznosci od trafionego okregu tarczy.

Obserwacje agenta, zbierane w kazdym kroku uczenia,
skladaja sie z nastepujacych elementow:
e gotowos¢ luku do oddania strzatu (1 dla prawdy,
0 dla falszu),
e kat obrotu tuku,
e wartodci zarejestrowane przez 10 promieni kompo-
nentu RayPerceptionSensor3D, wykrywajace tar-
cze oraz Sciany otaczajace agenta (Rysunek 3),
e wartos¢ naciagu cieciwy (tylko w przypadku 3. wa-
riantu §rodowiska).
Ponadto obserwacje te sa kumulowane dwukrotnie, co
oznacza, ze agent podejmuje decyzje na podstawie bie-
zacego oraz poprzedniego stanu srodowiska.

Rysunek 3: Rozmieszczenie promieni komponentu RayPerception-
Sensor3D z widocznymi $cianami otaczajacymi agenta.

Akcje agenta zaimplementowano jako dyskretne, sto-
sujac galezie akcji (z ang. action branching), ktore po-
zwalaja uproéci¢ przestrzen akcji, rozdzielajac ja na gru-
py, z ktérych agent moze wybiera¢ wartosci jednocze-
$nie [9,15]. Ponadto akcje podejmowane sa co 5 krokéw
Srodowiska i sg one automatycznie powtarzane pomie-
dzy kolejnymi decyzjami. Maksymalna dtugo$é epizodu
zostala ustawiona na 1000 krokéw.

Srodowisko przewiduje nastepujace wartosci wzmoc-
nienia:

e 0d 0,7 do 1 w zaleznoéci od koloru trafionego okregu

tarczy (Rysunek 2),
e - 0,01 za trafienie w $ciane za agentem (czerwona
na rysunku 3)
e - 0,001 za trafienie w $ciang boczna lub przednia,
e - 0,001 za zwtoke, gdy zostala podjeta akcja inna
niz oddanie strzatu, gdy tuk jest w stanie gotowosci
lub napigcie cieciwy osiagneto maksymalny poziom.
Przy projektowaniu systemu nagrod, zdecydowano, aby
nie zniecheca¢ agenta do préb oddawania strzatéw. Dla-
tego zastosowano niewielkie wartosci kar za trafianie
w otaczajace Sciany. Nalezy tez dodaé, ze agent nie
otrzymuje przedstawionych nagréd i kar natychmiasto-
wo. Co oznacza, ze nie nastepuje to od razu po pod-
jeciu korzystnej akcji, lecz dopiero po wielu kolejnych
krokach, w ktérych réwniez podejmowane sa decyzje.
Najdluzsza sekwencja sprzyjajacych dzialan agenta wy-
magana jest w najtrudniejszym wariancie srodowiska, co
wynika z dodatkowej koniecznoéci naciagniecia cieciwy
tuku w celu oddania strzatu.

Dobér hiperparametréw uczenia zostal przeprowa-
dzony w sposob eksperymentalny, recznie regulujac ich
wartosci i obserwujac rezultaty uczenia. W badaniu wy-
korzystano nastepnie te parametry, dla ktérych uczenia
osiagneto najwyzszy wynik skumulowanej wartosci na-
grody, przy zachowaniu stabilno$ci uczenia. W celu oce-
ny skutecznoéci testowanych hiperparametréw wykorzy-
stano dodatkowo funkcje strat polityki, ktora pozwolita
okredli¢ jak bardzo w trakcie uczenia zmieniata si¢ po-
lityka agenta, a takze wyznaczyé odpowiedni moment
zakonczenia treningu. Maksymalna liczbe krokéw ucze-
nia ustalono na podstawie najmniejszej warto$ci wspol-
nej dla obu algorytméw, dla ktérej nastapito ustalenie
sie maksymalnej skumulowanej wartoéci nagrody. Za-
kres testowanych wartosci hiperparametréw dostosowa-
no na podstawie zalecen umieszczonych w dokumentacji
projektu ML-Agents Toolkit [16]. Najistotniejsze hiper-
parametry zastosowane w badaniu zebrano w tabelach
1 (PPO) oraz 2 (SAC). Ich nazwy pozostawiono zgodnie
z definicja pliku konfiguracyjnego yaml. W przypadku
algorytmu GAIL zastosowano stala uczenia (parametr
learning_rate) réwna 0,0006. Wage sygnalu wzmocnie-
nia (parametr strength) ustawiono na 0,01, co pozwolito
zapobiec bezposredniemu kopiowaniu przez agenta za-
chowania przedstawionego w demonstracjach.

Trening w przypadku kazdego wariantu gry urucho-
miono na dziesigciu instancjach érodowiska. Zrealizowa-
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Tabela 1: Hiperparametry uczenia zastosowane dla algorytmu
PPO

Wariant srodowiska
1. 2. ] 3.
learning rate | 0,001 0,0006
batch_size 32
buffer_size 5000 \ 12000
beta 0,005
epsilon 0,2
lambd 0,95
num_epoch 3
normalize true
hidden_units | 32 [ 64 | 128
num_layers 2
max_steps | 504000 | 900000 [ 1008000

Tabela 2: Hiperparametry uczenia zastosowane dla algorytmu
SAC

Wariant srodowiska
1. 2. \ 3.
learning_rate 0,0008 0,0006
batch_size 32
buffer_size 50000 | 100000
tau 0,005
steps_per_update 10
init_entcoef 0,5
normalize: true
hidden _units 32 [ 64 [ 256
num_layers 2
max_steps 504000 [ 900000 | 1008000

no to poprzez powielenie obiektu agenta oraz srodowiska
w pojedynczej scenie. Kazda z instancji agenta podej-
muje niezalezne decyzje na podstawie lokalnych obser-
wacji, ale wykorzystuje i przyczynia sie do aktualizo-
wania wspolnej polityki. Zabieg ten wptywa na szybsze
zapelnianie bufora doswiadczen, a tym samym na skro-
cenie czasu oczekiwania na rezultat uczenia.

4. Wyniki

Wyniki badan przedstawiajace skumulowana wartoscé
nagrody zdobywana przez agenta opracowano na pod-
stawie Sredniej z pieciu préb pochodzacych z niezalez-
nych proceséw uczenia z przedzialem ufnosci 95%. Prze-
biegi treningéw w poszczegdlnych wariantach $rodowi-
ska z wykorzystaniem metod PPO oraz SAC przedsta-
wiono na rysunku 4. Na ich podstawie mozna zaobser-
wowad, ze algorytm PPO uzyskal bardzo dobry rezul-
tat w kazdym z testowanych Srodowisk, czyniac duze
podstepy juz na samym poczatku uczenia. Chociaz dal-
szy trening przebiegal mniej intensywnie, skumulowa-
na warto$¢ nagrody rosta konsekwentnie, aby osiagnaé
swoja najwicksza warto$¢ w poblizu maksymalnej licz-
by krokéw. Wynik ten byl tez za kazdym razem wyzszy
niz w przypadku uczenia z wykorzystaniem SAC. Algo-
rytm PPO okazal si¢ tez bardzo stabilny. W przypadku
uczenia z zastosowaniem SAC, zauwazy¢ mozna zdecy-

dowanie wigksze wahania wartosci nagrody, ktore staja
sie coraz bardziej widoczne wraz ze wzrostem zlozonosci
$rodowiska. Najwieksze réznice pomiedzy algorytmami
sa widoczne w przypadku najtrudniejszego trybu gry,
w ktorym wystepuja zaréwno najwieksze dysproporcje
skumulowanej wartosci nagrody pomiedzy dwoma algo-
rytmami, jak i bardziej widoczna niestabilno$é¢ algoryt-
mu SAC.

Przebiegi uczenia algorytméw PPO oraz SAC wspo-
maganych GAIL w trzecim wariancie $rodowiska zebra-
no na rysunku 5. Rozgrywka trwajaca 8 minut odpowia-
da 5 tysiacom krokéw demonstracji, z kolei ta o dlugosci
48 minut dostarczyta 30 tysiecy przyktadéw. Dodatko-
we zastosowanie uczenia przez nasladowanie pozwolilo
znaczaco poprawi¢ wynik uczenia w przypadku algoryt-
mu SAC. Maksymalna skumulowana wartosé¢ nagrody
zwiekszyla sie z 6,5 do zakresu w okolicy 8,5. Pomi-
mo ze zastosowanie GAIL nie wplynelo na stabilizacje
przebiegu, zyskal on bardziej wzrostowa tendencje, gdy
samodzielny algorytm SAC posiadal sktonnosé do zaha-
mowania wzrostu skumulowanej warto$ci nagrody juz
w polowie treningu. Warto tez zauwazy¢, ze zastoso-
wanie GAIL mogloby pozwoli¢ na otrzymanie lepsze-
go rezultatu w mniejszej liczbie krokéw. Pomimo po-
zytywnego wplywu wykorzystania GAIL w potaczeniu
z SAC, nie jest to juz widoczne w przypadku algorytmu
PPO. Przebiegi uczenia samodzielnej metody PPO, jak
i tych taczonych z GAIL, okazaly si¢ by¢ do siebie bar-
dzo podobne, co sprawia, ze trudno jest wskazaé popra-
we wyniku. Zastosowanie wickszej liczby demonstracji
nie wplyneto na skutecznos¢ uczenia w przypadku algo-
rytmu PPO. Niewielka réznice mozna zas zaobserwowadé
w przebiegu uczenia SAC przy wykorzystaniu 30 tysiecy
przykladéw dla GAIL, w ktérym nieznacznie zwiekszyta
sie maksymalna skumulowana warto$¢ nagrody (o mniej
niz ok. 0,5).

Wyniki rozgrywki agentow z modelami wytrenowany-
mi za pomocy algorytméw PPO oraz SAC w poszcze-
gblnych wariantach srodowiska przedstawiono na rysun-
ku 6. Rezultat poszczegélnych algorytméw otrzymano
na podstawie 500 rozgrywek w danym trybie gry. Pomi-
mo stabszego przebiegu uczenia algorytmu SAC, agen-
ci z wynikowym modelem zachowania osiagneli bardzo
wyréwnany rezultat w stosunku do PPO w przypadku
pierwszego wariantu gry, a nawet zdobywali Srednio pra-
wie dwa punkty wiecej. Réznice zaczely sie jednak po-
jawiaé¢ w drugim wariancie $rodowiska, w ktérym SAC
posiadal przewage jedynie w postaci krotszego Sredniego
czasu ukonczenia zadania. Algorytm PPO z kolei osia-
gnal wyzsza Srednig celno$é strzatu, jak i wieksza éred-
nig liczbe zdobytych punktéw. Najwieksze dyspropor-
cje pomiedzy dwiema badanymi metodami mozna za-
obserwowaé¢ jednak w przypadku najtrudniejszego wa-
riantu srodowiska. Agenci z modelami wytrenowanymi
za pomocg SAC konczyli zadanie Srednie o prawie 4 se-
kundy pézniej, a takze posiadali niska celno$é¢, trafia-
jac w cel tylko w 80% strzaléw. Algorytm PPO okazal
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Rysunek 4: Przebieg uczenia algorytméw SAC oraz PPO w poszczegdlnych wariantach srodowiska: (a) pierwszym, (b) drugim, (c) trzecim.
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Rysunek 5: Przebieg uczenia algorytméw (a) SAC oraz (b) PPO,
wspomaganych GAIL dla réznej liczby wykorzystanych demon-
stracji.

sie bardzo skuteczny, uzyskujac niemal idealng celnosé
(0,998), a takze zdobywajac wysoka Srednig liczbe punk-
tow (47,144). Metoda SAC uzyskala w tym czasie $red-
nio jedynie 34,385 punktow.

Wyniki rozgrywki agentéw z zachowaniem nauczo-
nym z wykorzystaniem taczenia metod PPO oraz SAC

z GAIL w trzecim wariancie srodowiska przedstawiono
w tabeli 3. Podobnie jak w przypadku samego przebie-
gu uczenia, tak i wynik pochodzacy z gry agentéow nie
zyskal wyraznych réznic po zastosowaniu GAIL z PPO.
Wykorzystanie demonstracji przyniosty jednak popra-
we rezultatow w przypadku SAC w kazdej z ocenianych
kategorii, skracajac czas ukonczenia zadania, a takze
zwiekszajac celnosé i liczbe zdobytych punktéw. Nie wy-
starczylo to jednak na wyréwnanie do wynikéw osiaga-
nych przez PPO.

Tabela 3: Wyniki rozgrywki agentow w trzecim wariancie srodo-
wiska trenowanych za pomoca samodzielnych algorytméw PPO
i SAC oraz tych samych metod laczonych z GAIL dla zastosowa-
nej réznej liczby demonstracji

Sredni . i . .
Srednia Srednia
czas
, . celnosé suma
ukoniczenia
2 strzatu punktow
s
PPO | SAC | PPO | SAC | PPO | SAC
B
“ 89,473 193,302 | 0,998 | 0,803 | 47,144 | 34,385
GAIL
GAIL
(5000 [90,557 (92,118 0,995 | 0,958 | 47,162 | 43,824
krokéw)
GAIL
(30000 |90,577|90,568 | 0,995 | 0,961 | 47,043 | 44,294
krokéw)

Sredni czas trwania treningu z wykorzystaniem algo-
rytméw PPO, SAC oraz tych metod taczonych z GA-
IL zebrano w tabeli 4. Jak mozna zauwazy¢, czas ten
wydtuzal si¢ wraz ze wzrostem zlozonoéci srodowiska,
czego przyczyng byta koniecznos$é stosowania coraz to
wiekszej sieci neuronowej, jak i stopniowego zwicksza-
nia liczby krokéw uczenia. Algorytm PPO charaktery-
zowal sie krétszym czasem treningu niz SAC w kaz-
dym z wariantéw gry. Réznica ta rosla wraz ze zwigk-
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Rysunek 6: Wyniki rozgrywki w poszczegdlnych wariantach srodowiska uzyskane przez agentéw trenowanych za pomocy algorytméw SAC

i PPO.

szaniem trudnosci zadania wykonywanego przez agen-
ta. W najtrudniejszym wariancie srodowiska SAC po-
trzebowal érednio okoto 6 minut wigcej na ukonczenie
uczenia w przewidzianej liczbie krokéow. W przypadku
PPO laczonego z GAIL dla 5 tysiecy krokéw czas ucze-
nia zostal wydtuzony o prawie 19%. Zwigkszenie liczby
przykladéw wplynelo za$ na wzrost tego czasu o blisko
22%. Wigksza réznice mozna zaobserwowad jednak przy
zastosowaniu GAIL z SAC. Dla malej liczby demonstra-
¢ji $redni czas uczenia zwiekszyl sie o 36%, wydtuzajac
trening z 37,5 do okoto 51 minut. Wykorzystanie przy-
ktadow odpowiadajacych 30 tysiacom krokéw poskut-
kowalo wzrostem czasu uczenia do niewielu ponad 50
minut.

Tabela 4: Srednia oraz odchylenie standardowe czasu uczenia al-
gorytméw PPO oraz SAC w trzecim wariancie §rodowiska oraz
wynik tych samych algorytméw taczonych z metoda GAIL

PPO [s]| o |SAC[s]| o
Wariant 1. 927,6 |26,1| 968,2 |37,2
Wariant 2. 1719,4 |14,6| 1789,2 | 33
Wariant 3. 1881,4 19,9 | 2250,6 | 70,6
Wariant 3.
z GAIL 2233 | 27,6 | 3065,4 | 70,7
(5000 krokéw)
Wariant 3.
z GAIL 2300,8 |32,9| 3003,6 | 37,7
(30000 krokdw)

Przy podsumowaniu rezultatéw badania, nalezy pod-
kresli¢ istotny wplyw wyboru hiperparametréow na wy-
niki uczenia. Metode recznej ich regulacji nie mozna
uznaé za najskuteczniejsza, a bardziej wynikajaca z ko-
niecznodci. Pakiet ML-Agents Toolkit nie posiada, jak
dotad, narzedzi umozliwiajacych automatyzacje tego
procesu. Zawodno$é¢ recznego doboru hiperparametrow
mogla mieé¢ tym bardziej istotny wplyw na wynik bada-
nia ze wzgledu na wigksze odchylenia przebiegdéw ucze-

nia z SAC. Moglo to wptynaé na niekorzystna interpre-
tacje wynikéw podczas doboru konfiguracji parametrow
wykorzystanych we wlasciwym badaniu. Dodatkowym
czynnikiem wplywajacym na znaczenie sposobu wybo-
ru hiperparametréw, a wskazujacym konieczno$é¢ stoso-
wania metod zautomatyzowanych, jest zaobserwowana
czutosé algorytmu SAC na zmiane ich wartoéci. W osta-
tecznej ocenie wynikéw badania, nalezy wiec uwzgled-
nia¢ mozliwo$¢ istnienia bardziej odpowiednich hiperpa-
rametrow, ktorych wykorzystanie mogltoby potencjalnie
przynies¢ poprawe skutecznosci metody SAC.

5. Whnioski

Przeprowadzone badanie pozwolito dokonaé¢ poréwnania
dwoch wspoélezesnych algorytméw uczenia ze wzmoc-
nieniem — PPO oraz SAC, a takze weryfikacji moz-
liwosci poprawy skutecznosci uczenia poprzez laczenie
tych metod z algorytmem uczenia przez nasladowanie
GAIL. Zaprojektowane w tym celu $rodowisko powsta-
lo przy uzyciu platformy Unity oraz biblioteki Unity
ML-Agents Toolkit. Skladalo sie ono z kilku warian-
tow, sprawdzajacych skuteczno$é¢ algorytmow w zalez-
noéci od stopnia zlozonoéci prezentowanego zadania.
Celem agenta w utworzonej grze bylo strzelanie z tu-
ku do tarczy treningowej, przy czym poszczegolne tryby
rozgrywki stawialy przed agentem wicksze wymagania.
Algorytmy PPO i SAC zostaly poréwnane na podstawie
przebiegu uczenia, jak i skutecznosci nauczonego zacho-
wania. W przypadku sprawdzenia mozliwoéci laczenia
uczenia ze wzmocnieniem z metoda GAIL zbadano do-
datkowo wplyw liczby demonstracji na wynik uczenia.

Na podstawie wynikéw przeprowadzonego badania,
algorytm PPO okazal sie skuteczniejszy od SAC. Po-
mimo wyréwnanych rezultatow obu metod w przypad-
ku érodowiska o najnizszym poziomie trudnoéci zada-
nia, znaczace réznice pomiedzy algorytmami zaczely
wystepowaé¢ w dwoch trudniejszych wersjach przygoto-
wanej gry. Agenci wytrenowani za pomoca PPO osiaga-
li znacznie wyzszy rezultat podczas rozgrywki, zwlasz-
cza w najbardziej ztozonym wariancie srodowiska. Ana-
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liza przebiegu procesu uczenia pozwolita zaobserwowaé
znacznie wiekszg niestabilnos¢ skumulowanej wartosci
nagrody w przypadku algorytmu SAC, wystepujaca naj-
silniej w najtrudniejszym trybie rozgrywki. Analiza cza-
su uczenia wykazala, ze PPO byl nieznacznie szyb-
szy w przypadku dwoch pierwszych wariantéow srodo-
wiska. Okazal si¢ on jednak o wiele wydajniejszy czaso-
wo w najtrudniejszym trybie rozgrywki, ale przyczyna
takiego rezultatu byta najprawdopodobniej koniecznosé
zastosowania wiekszej sieci neuronowej dla SAC.

Uzyskane wyniki badania pozwolity potwierdzi¢ hipo-
teze o mozliwoéci poprawy rezultatu treningu poprzez
taczenie algorytméw uczenia ze wzmocnieniem z GA-
IL. Efekt ten udalo sie osiaggna¢ w przypadku SAC,
dla ktérego otrzymano znacznie lepsze wyniki zaréwno
przebiegu, jak i rozgrywki, przy zastosowaniu jedynie
kilkuminutowej demonstracji. Poprawa rezultatow nie
byla jednak wystarczajaca, aby osiagna¢ skutecznosé
poréwnywalng z algorytmem PPO. Zaobserwowano tez,
ze zastosowanie GAIL znacznie wydluzyto czas uczenia.
W przypadku PPO nie udalo sie zaobserwowac istotne;j
zmiany wynikéw treningu, ale nalezy wzia¢ pod uwage
to, ze juz samodzielny algorytm charakteryzowal sie du-
za skutecznoscia, a zastosowane przyklady odpowiadaly
zachowaniu suboptymalnemu. Wykorzystanie wiekszej
liczby demonstracji nie przyniosto istotnej poprawy wy-
nikéw treningu w przypadku obu algorytméw.

Zebrane rezultaty badania pozwolily wskazaé, ze al-
gorytm PPO jest metoda bardziej uniwersalna, zdolna
sprawdzi¢ sie w wiekszosci $rodowisk, posiadajaca przy
tym spora stabilnos¢ i skuteczno$é¢ uczenia. Poprzez
reczny dobér hiperparametréw zauwazono, ze jest to
metoda prosta w konfiguracji, znacznie mniej wrazliwa
na zmiany wartosci hiperparametréw niz SAC. Wnio-
sek ten moze mie¢ wigksze znaczenie biorac pod uwage
przeznaczenie wykorzystanych narzedzi, czyli platformy
Unity i pakietu ML-Agents Toolkit, ktore sa dedykowa-
ne dla szerszej grupy uzytkownikéw, nie tylko badaczy,
ale i programistow. Dodatkows przeszkoda w przepro-
wadzeniu skutecznego uczenia z wykorzystaniem SAC
moze by¢ brak dostepnych w Unity rozwiazan pozwala-
jacych na automatyzacje poszukiwania najbardziej ko-
rzystnych wartosci hiperparametréw. Mozliwe jest, ze
wybér parametréow posiadal istotny wplyw réwniez na
wynik przeprowadzonego badania i istnieje konfiguracja,
ktéra przyniostaby lepszy rezultat, zwlaszcza w przy-
padku algorytmu SAC. Okazalo sie tez, ze niezadowa-
lajacy wynik uczenia mozna skutecznie poprawié¢ wyko-
rzystujac udostepniany przez pakiet algorytm uczenia
przez nasladowanie GAIL. Pamigtaé jednak nalezy, ze
wybor tej metody wiaze sie z koniecznoscia dodatkowej
rejestracji demonstracji oraz mozliwym dluzszym cza-
sem uczenia.

Zaprezentowane w niniejszej pracy badanie moze by¢
poczatkiem dalszych eksperymentéw, wykorzystujacych
bardziej skomplikowane érodowiska, o wiekszym zapo-
trzebowaniu zasobéw sprzetowych, czy czasu uczenia.

Ciekawa hipoteza, warta weryfikacji moze by¢ to, ze
algorytm SAC moglby sprawdzié¢ sie lepiej w bardzo
powolnym Srodowisku. Dalsze badania moga dotyczy¢
rowniez pozostalych mozliwosci oferowanych przez pa-
kiet ML-Agents Toolkit, czego przykladem moze by¢
modut Curiosity, zalecany w Srodowiskach z rzadkimi
nagrodami, czy zastosowanie rekurencyjnej sieci neu-
ronowej, ktora moze byé¢ wykorzystywana jako pamieé
agentow.
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