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In articol a fost efectuatd o analizd a problemelor de bazi ale sistemelor de recomandare, a metodelor de elaborare a
noi sisteme de recomandare, mai adecvate proceselor reale, si a algoritmilor efectivi de realizare a lor.
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In the article was given an analysis of the basic problems of recommendation systems, methods of developing new
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Introducere: Internetul contemporan ofera utilizatorului o cantitate enorma de informatie diversificata, in
care este tot mai dificil de a te orienta si naviga, iar sistemele clasice de cautare si sistematizare a informatiei
nu mai verificd necesitatile utilizatorului. Ca urmare, au aparut asa-numitele Sisteme de Recomandare (SR),
orientate spre furnizarea de informatii la maxim posibil verificdnd interesele utilizatorului. SR reprezinta
soft-uri prin intermediul cédrora se Incearcd de a elabora pronosticuri referitor la bunurile si/sau serviciile
(carti, filme, algoritmi, hoteluri, restaurante etc.) pe care le-ar dori utilizatorul avand anumite informatii
despre profilul lui [3, 8].

SR au devenit obiectul atentiei stiintifice Incepand cu mijlocul anilor '90 ai secolului XX, de la primele
lucriri cu privire la filtratia colaborativa. In ultimul deceniu SR au fost dezvoltate atit sub aspect teoretic, cat
si aplicativ, dar 1n acest domeniu raman multe probleme, a caror solutionare promite vaste aplicari practice
ce ar permite utilizatorului sa se lupte cu volumul mare de informatie si sd-1 Tnarmeze cu instrumente de
elaborare a recomandarilor personificate. Exemple de aplicatii ale SR pot servi sistemele de recomandare a
cartilor, CD-urilor si altor marfuri pe Amazon.com, a filmelor pe Netflix si MovieLens, a noutatilor pe
VERSIFI Technologies etc.

Rezultatele cercetarii si analiza: Perfectionarea in continuare a SR este necesard pentru o utilizare mai
vasta si mai efectiva n situatii reale pentru elaborarea de recomandari ce se referd, de exemplu, la cilatorii,
servicii financiare pentru investori, marfuri in magazine procurate prin intermediul cardului ,,inteligent” al
consumatorului, diferite servicii. Devin necesare metode noi pentru urmarirea comportamentului consuma-
torului si informatia propusa lui, modele performante de elaborare a recomandarilor ce includ informatia
referitor la contextul de procurare, utilizarea unui sistem multifactorial de estimare, reguli speciale de priori-
tate, modele de comportament virtual, precum si folosirea sau adoptarea diferitelor compartimente ale mate-
maticii contemporane, ceea ce ar permite elaborarea unor SR mai flexibile si mai putin sofisticate.

In acest context se inscrie si ipoteza despre evolutia pietelor. Nu demult era important pe cat e de califica-
tiva marfa. Pietele mai complexe considera important nu atat ,,valorile reale”, cat cum sunt ele percepute de
consumatori. Acum incepe o perioada a ,,pietelor noi”, cand primordial devine nu ,,valoarea” produsului sau
chiar ,,perceptia” lui, ci ce este cunoscut despre perceptia acestui bun de alti consumatori. Motorul pietelor
moderne consta 1n abilitarea consumatorului de a adera la consumul colectiv sau a se distanta de el; devine
important cati oameni si cum percep produsul dat. Astfel, elaborarea si dezvoltarea SR, capabile sa dea reco-
mandari in ,,timp real”, s efectueze pronosticuri, devine stringentd pe piata tehnologiilor informationale.

Pronosticul in SR se elaboreaza in baza datelor despre utilizator, care se obtin prin metode explicite
(cereri de evaluare a obiectului de citre consumator dupd o scard diferentiala, cereri de aranjare a unui grup
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de bunuri de la cel mai bun la cel mai rau, prezentarea consumatorului a doud obiecte cu intrebarea care este
mai bun, elaborarea unei liste de preferinte) si implicite (urmarirea vizualizarii consumatorului internet-
magazinelor sau a diferitelor baze de date, Inregistrarea comportamentului consumatorului on-line, continu-
tul calculatorului etc.). In rezultatul datelor colectate SR determind un set de recomandari pentru utilizatorul
concret.

Formal, problema elaborarii recomandarilor poate fi reprezentata astfel: fie C — un grup (set) de consu-
matori, S — un grup (set) de bunuri propuse. Grupul S poate fi foarte voluminos, atingand in unele domenii
sute de mii sau milioane de unitati de bunuri (carti, CD etc.), grupul C la fel poate fi extrem de mare. Fie U —
functia de utilitate ce descrie utilitatea bunului s pentru c, U:CxS— R,unde R — numirul de bunuri

comandate. Astfel, pentru fiecare consumator ¢ € C dorim si alegem asa un bun § € S care ar fi cat mai
util consumatorului.

In SR utilitatea unui bun este determinati pe cat i-a placut unui consumator acest bun. in functie de apli-
catie, utilitatea u poate fi determinatd de consumator (de reguld, in sistemele bazate pe evaluidrile consuma-
torului) sau poate fi calculatd automat, similar functiei de utilitate, bazate pe beneficiu.

Fiecare membru din multimea C poate fi descris prin intermediul unui profil individual, care contine
diverse caracteristici ale lui: varsta, sexul, venitul, starea familiald etc. In cel mai simplu caz profilul poate
contine un singur parametru — ID—consumatorului. Sau, de exemplu, in SR a filmelor, unde S — totalitatea
filmelor, fiecare film poate fi reprezentat nu doar prin ID-ul sdu, dar si prin denumire, gen, regizor sau actorii
principali.

Cea mai importantd problema a SR consta in faptul ca utilitatea u, de reguld, nu este determinata pe intre-
gul set CxS. In SR utilitatea este reprezentati, de reguld, prin puncte si initial definita doar pentru bunurile
deja apreciate de consumator.

Extrapolarea de la estimarile cunoscute la cele necunoscute are loc, de regula, astfel: 1) prin alegerea unor
reguli euristice ce determind functia de utilitate si justificd comportamentul ei euristic sau 2) determinarea
functiei de utilitate ce optimizeazd comportamentul parametrilor ei dati (abaterea medie patratica).

Cum numai estimarile necunoscute au fost analizate, consumatorul primeste ca recomandare bunurile ¢ cu
cele mai Inalte aprecieri [8]. SR pot determina sau totalitatea N de bunuri (cele mai potrivite) pentru consu-
mator sau totalitatea consumatorilor relevanti bunului dat. Estimarile noi pentru bunurile neestimate inca pot
fi facute prin diferite metode, de exemplu: euristice, teoria aproximarii, luarea deciziilor.

SR diferd in abordarea analizei estimarilor. Clasificarea moderna a SR le imparte in urmatoarele categorii
in functie de modul cum sunt facute recomandarile:

e Recomandari de content: consumatorul primeste recomandari de bunuri similare cu cele alese anterior;

o Recomandiri colaborative: consumatorul primeste recomandari de bunuri selectate anterior de persoane

cu gusturi i cerinte similare;

e Recomandiri ce combind cele doua metode anterioare.

Metodici de content. in SR de content concluzia referitor la utilitatea u(c, s) se ia reiesind din utilitatea

u(c, s;), atribuitd de consumatorul ¢ bunului §; € S similar bunului s. Mai formal, fie Content (s) profilul

bunului s, adica totalitatea proprietdtilor bunului s. Acest set in continuare se foloseste pentru a analiza
utilitatea bunului pentru consumator. Cel mai frecvent, SR se utilizeaza pentru a recomanda bunuri ce contin
informatie textuald. Contentul acestor sisteme se descrie folosind cuvinte-cheie.

,Importanta” sau (,,informativitatea”) cuvantului k; in documentul d; se determind prin ponderea lui, wj,
care poate fi determinata prin mai multe metode. Una din cele mai cunoscute metode de masurare a ponderii
cuvintelor in sistemele de cdutare este asa-numita metoda frecventei directe/indirecte, a carei esentd se
reduce la: fie N — cantitatea de documente ce pot fi recomandate utilizatorului, cuvantul-cheie k; se intalneste
in n; documente; in plus, fij — va indica de cate ori cuvantul-cheie k; se intalneste in documentul d;.

Atunci TF;; — frecventa cuvantului-cheie k; in documentul d;, se determind prin formula

F o= Ju (1)
L]
max /.,

unde maximul se ia dupd toate frecventele f,; ale tuturor cuvintelor-cheie k,, ce se intdlnesc in domeniul d.
Cu toate acestea, cuvintele-cheie ce se Intdlnesc frecvent nu ajutd suficient pentru distingerea unui document
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relevant de unul nerelevant. De aceea, masurarea frecventei inverse a cuvantului (IDF;) este adesea utilizata
de rand cu TF;;. Frecventa inversd a cuvantului-cheie k; se defineste de obicei prin

IDF =log™, @)
ni
ponderea cuvantului-cheie k; in documentul d; — prin
w,, = TFl.J -IDF',, 3)
iar contentul documentului d; — prin Content (d;j)=(W1j,Wj,... Wyj).

Fie Content Profil (c) — profilul consumatorului ¢ ce contine informatia despre gusturile si preferintele
acestui consumator. Asa tip de profiluri se creeaza ca rezultat al analizei contentului (proprietatilor) bunurilor
deja estimate de consumatori si se bazeaza pe analiza cuvintelor-cheie. De exemplu, Contentul Profilului (c)
poate fi definit ca un vector de liste (W.;,W,...,Wek), unde fiecare listd w,; determina importanta cuvantului-
cheie k; si poate fi calculatd pe baza vectorilor contentului estimat individual.

In sistemele de content functia de utilitate, de reguld, se defineste ca

u(c,s) = punctaj (contentul profilului (c),Content (s)) . (4)

In utilizarea sistemului de ciutare a informatiei de mai sus pentru recomandari de web-sait-uri, URL,
mesaje ale retelei Usenet, Content Profil (c) pentru consumatorul ¢ si Content (s) a documentului s pot fi
reprezentati ca vectori ai frecventei directe/ indirecte a ponderii cuvintelor-cheie. In plus, in literatura axati
pe problemele de gasire a informatiei, functia de utilitate u(c,s) de obicei se reprezintd ca un produs al unor

_— —

algoritmi euristici, exprimati de vectorii W, si W_,

;c o ;;s‘ Zwi,c ) Wi,s

1
b
k
2 2
i,c i,s
i=1 i=1

unde k — numarul general de cuvinte-cheie in sistem. De exemplu, dacd consumatorul ¢ citeste un numar
mare de articole on-line pe bioinformatica, SR de content vor putea recomanda acestui utilizator si alte
articole din acest domeniu, deoarece aceste articole contin mai multi termeni speciali (ghenom, secventiere,

)

u(c,s) =

= ||~

‘Wc * ‘Ws

—_

proteomica etc.) decat in articole cu alta tematica si, prin urmare, Content Profil (c) descris de vectorul W,

va reprezenta asa termeni k; cu o pondere w;, mai mare.

In afara de metodele euristice traditionale, bazate pe principiile de cautare a informatiei, exista si alte
metode-content. Aceste metode sunt caracterizate prin aceea cd ele au la baza datele anterioare obtinute cu
ajutorul analizei statistice sau invatare automatd. De exemplu, pe totalitatea paginilor web, estimate de con-
sumator ca ,,utile” sau ,,inutile”, se defineste clasificatorul Bayes pentru a clasifica paginile neestimate. Acest
clasificator trebuie sa prezica probabilitatea cd pagina p; apartine clasei C; (adicd, este importantd sau nu)
reiesind din cuvintele-cheie k, j, kzj, ..., kqj de pe aceasta pagina:

P(C/kij & kyj &...& kyj) (6)

In [2], autorii reiese din presupunerea ci toate cuvintele-cheie sunt independente si, prin urmare, proba-

bilitatea (6) este proportionala cu
P(CH] ] P(k,

In plus, probabilitatile P(kyj/ Ci) si P(C;) pot fi estimate reiesind din datele deja existente. In asa caz,
pentru fiecare pagina p; probabilitatea (6) se calculeaza pentru fiecare clasa C; si pagina p; se atribuie la clasa
C; cu cea mai mare probabilitate.

Metodele colaborative. SR colaborative (sau sistemele de filtrare colaborativd) Incearca sa prezicd uti-
litatea bunului pentru un consumator aparte, reiesind din estimarile facute de alti consumatori. Mai formal,
utilitatea u(e,s) a bunului s pentru consumatorul ¢ se estimeaza prin utilitatile u(c;,s) atribuite bunului s de
acei consumatori ¢;, care ,,seamand” cu consumatorul c.

C) (7)
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Conform [11], algoritmii pentru filtratia colaborativa pot fi divizati in doud clase mari: amnestici (memory-
based) si de model (model-based).

Algoritmii amnestici, bazdndu-se pe ipoteze euristice, fac pronosticuri referitor la estimarile consumatoru-
lui reiesind din toate estimarile precedente date de acest consumator.

Valoarea estimarii necunoscute r. pentru consumatorul ¢ si bunul s se calculeaza, de reguld, din totalitatea
estimarilor bunului s date de alti consumatori. De exemplu:

1
rc s R rc' s (8)
’ N ceC ’
r., =k sim(c,c')-r., ©)
c'eC*
. =re+k Y. sim(c,c) (r., —r.), (10)

c'eC*
* . . . . . . . .
unde: C — totalitatea a N consumatori cu gusturi similare consumatorului ¢, care au estimat deja bunul s;
k — coeficient de normare. De regula,

1

sim(c,c' )‘ '

2

c'eC*

Estimarea medie 7. a consumatorului ¢ se defineste ca

D
o= (11)

S

c

sim(c,c') — masura liniard a similitudinii consumatorilor ¢ si ¢'.

In cel mai simplu caz, insumarea poate fi o medie simpla (8). Totodati, de obicei, pentru insumare se ia
suma ponderata (9). Masura liniara a similitudinii de regula serveste ca masura de distantd dintre ¢ si ¢' §i se
utilizeaza pentru masurarea ponderii, adica cu cat sunt mai asemanatori in gusturi ¢ si ¢' cu atat mai mare va
fi ponderea estimarii re s in pronosticul r.s. Trebuie de retinut cd sim(x,u) reprezinta un artefact euristic,
necesar pentru a determina totalitatea ,,celor mai apropiati clienti” pentru fiecare consumator.

In cazul aplicrii (9) trebuie s se ia in considerare faptul ca diferiti consumatori pot folosi diferite scari
de evaluare. Pentru a ocoli aceasta restrictie putem utiliza suma ponderata ajustati (11). In asa caz, nu se
considera valorile absolute ale estimarilor, suma ponderata ia in considerare devierile acestor valori de la
estimarea medie a consumatorului respectiv. Altd metoda de a evita diferentele 1n utilizarea scarii de evaluare
consta 1n filtrarea, bazata pe preferinte: se supun pronosticului preferintele utilizatorilor i nu valorile abso-
lute ale estimirilor. In SR colaborative se utilizeaza diferite metode de calcul al similaritatii sim(c,c’) a con-
sumatorilor. In majoritatea acestor metode similaritatea a doi consumatori se bazeaza pe faptul ce evaludri au
facut ei unora si acelorasi bunuri.

Metoda corelationald si metoda asemandrii liniare au o raspandire larga. Fie Sy, — multimea bunurilor
estimate atat de consumatorul x, cat si de consumatorul y:

Sxy={SES | 1ys# 0 & 1,,# B}.
In SR colaborative, Syy se utilizeaza ca un rezultat intermediar la calculul asa-numitilor ,,vecini apropiati”

ai consumatorului x si frecvent este determinat prin calculul direct al intersectiilor S, si Sy. Metoda corelatio-
nala pentru calculul similaritatii foloseste coeficientul de corelatie Pearson:

S(r, —rr, — 1)

seSw

Y (-1 XA, =)

seSy SES,

sim(x,y) = (12)
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In metoda asemanarii liniare, ambii consumatori X §i y pot fi reprezentati ca vectori ai spatiului m-dimen-

sional, unde m=| Sxy |. Atunci similiritatea a doi vectori poate fi determinata ca cosinusul unghiului dintre ei:
—- — v -r
V.S

X,

seSy , (13)

sim(x,y) = ==
A

seS, , seS, ,

——

unde X)) — produsul scalar a doi vectori.

Atragem atentia ca diferite SR pot folosi diferite abordari pentru un mod cat mai efectiv de determinare a
similitudinii consumatorilor si analizei estimarilor obtinute. Conceptul general acceptat constd intr-un calcul
preliminar al corespondentelor intre toti utilizatorii sistemului si revizuirea lor periodica (asa necesitate nu
apare frecvent, deoarece comunitatea utilizatorilor ,,vecini” este destul de constanta si nu se schimba radical
in perioade mici de timp).

Mentionam ca atat metodele colaborative, cat si cele de content folosesc aceeasi masura a similitudinii
liniare (cosinusul unghiului dintre vectori), fapt recomandat de literatura de céutare a informatiei. Cu toate
acestea, SR de content utilizeazd masura similitudinii liniare intre vectorii ponderii frecventei/frecventei
inverse, iar in SR colaborative similitudinea liniara se masoara Intre vectorii estimdrilor efectuate, specifice
consumatorului.

Abordarea probabilistd a filtratiei colaborative. In [2] se propune o abordare probabilisti a filtratiei cola-
borative, unde estimarile necunoscute se calculeaza astfel:

n
= E)= 2P, = ilr...s'eS,). (14)
-
unde expresia probabilistica Tnseamna cad consumatorul ¢ va da o nota sau alta bunului s, reiesind din estima-
rile precedente, iar evaluarile sunt numere intregi, de la 0 la n. Pentru a aprecia aceasta probabilitate, in [2] se
propun doud modele probabilistice alternative: modele claster si retele Bayes.

In primul model consumatorii sunt grupati in clastere. Reiesind din apartenenta consumatorului unui sau
altui claster, evaludrile lui sunt considerate independente, adica se poate aplica modelul clasic Bayes. Numarul
de clastere si parametrii modelului sunt determinati de baza de date.

Al doilea model reprezintd fiecare bun ca unul din nodurile retelei Bayes, in care pozitia fiecarui nod
corespunde estimarii presupuse a bunului. Structura retelei si probabilitatile unor sau altor rezultate depind
de baza de date.

In literatura de specialitate intilnim si alte abordari. Modelul statistic al filtririi colaborative a fost ana-
lizat in [10], unde au fost comparati diferiti algoritmi de evaluare a parametrilor modelului (clasterizarea
k-dimensionald si selectia Gibbs). Shani [9] aplicd modelul solutiilor succesive pentru a elabora recomandari
si propune aplicarea lanturilor Markov 1n acelasi scop. Kumar [6] utilizeaza un model probabilistic simplu,
pentru a demonstra cé filtratia colaborativa lucreaza si in cazul unei cantitéti relativ mici de informatie de-
spre consumator si cd in unele situatii, in lipsa de informatie suficientd, algoritmii simpli de filtrare colabora-
tiva sunt la fel de efectivi, ca si cei mai buni algoritmi bazati pe analiza utilitatii. in [12] se propune folosirea
abordarilor probabilistice in calitate de metoda de reuniune a metodelor de model si a celor anamnestice. In
particular, se propune

¢ abordarea studiului activ ce formeaza modele probabilistice pentru preferintele fiecarui consumator;

e 1n modelele complexe sa se refere la profilurile pastrate ale consumatorilor, pentru a pronostica reco-

mandari.

Metoda propusd dezvoltd ideile algoritmilor traditionali anamnestici. Alte modele probabilistice de fil-
trare colaborativa includ analiza Bayes, modelul relativist de probabilitate, modelul regresiei liniare, modelul
entropiei maxime.

Unele SR folosesc metode hibride ce combina abordarile colaborative si de content, ceea ce permite de a
evita restrictiile specifice fiecarui SR aparte. Reiesind din modul de a combina mecanismele de content si
colaborativitate, metodele hibrid pot fi grupate in urmétoarele clase:

e realizarea aparte a algoritmilor de content si colaborativi si reuniunea pronosticurilor lor;

e Incorporarea unor reguli de content in metodica colaborativa;
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¢ incorporarea unor reguli colaborative in metodica de content;

e claborarea unui model comun ce cuprinde regulile ambelor metodici.

Abordarea [1] sugereaza implementarea analizei Bayes cu aplicarea lanturilor Markov si a metodei Monte-
Carlo. n procesul analizei, conform metodei Monte-Carlo calculatorul foloseste o procedurd de generare a
numerelor aleatoare pentru imitarea datelor selectiei generale studiate. Modelarea prin ecuatii structurale alege
esantioane din selectia generald conform indicatiilor consumatorului, apoi efectueaza urmatoarele actiuni:

e simuleaza un esantion aleatoriu din selectia generala;

e cfectueaza analiza rezultatelor;

o salveaza rezultatele.

Dupa un numar mare de iteratii, rezultatele pastrate reflectd bine repartitia reala a statisticii de selectie.

Metoda Monte-Carlo permite obtinerea informatiei si in cazurile cand teoria repartitiilor selective este
inutila. In particular, in [1] informatia referitor la profilurile consumatorilor se foloseste intr-un model sta-
tistic unic ce studiaza estimarile necunoscute rj; pentru consumatorul i si bunul j.

=X i+ zy;+ 0 it ey, (15)

unde: ejj~ N(0,62), Ai ~N(0, A), v ~ N(0,I') — variabile aleatoare ce iau In considerare erorile, nerecunoscute

de izvoarele heterogenice cu repartitii normale indicate; i =1,/, j=1,1 reprezinta, respectiv, consumatorii

si bunurile; x;; — matricea ce contine informatia despre utilizatori si bunuri; z; — vectorul caracteristicilor con-
sumatorului; w; — vectorul caracteristicilor bunurilor. Parametrii necunoscuti ai acestui model — p, 6°, AsiT
se determind dupa estimdrile deja primite utilizdnd lanturile Markov si metoda Monte-Carlo. Astfel, in [1] se
folosesc parametrii consumatorului {z;} ce formeaza profilul lui, parametrii bunului {w;} ce formeaza pro-
filul bunului si interactiunea lor {x;;} pentru analiza estimdrii bunului.

In plus, pe langa metodele traditionale de elaborare a profilului de consum (cum ar fi bazarea pe cuvintele-
cheie si informatia demograficd), in ultimul timp au aparut metode noi ce au la baza prelucrarea automata a
textelor (data-mining), analiza comportamentului de retea etc.

Aceste metode permit sd se ia in considerare interesele si preferintele consumatorilor §i, ca rezultat, sa
extindd profilul consumatorului. Asemenea metode se aplica si pentru a extinde profilurile traditionale ale
descrierii bunurilor, care pand nu demult se limitau la descrierea cu ajutorul cuvintelor-cheie.

Odata ce profilurile bunului si ale consumatorului au fost descrise, in caz general functia de prezicere a
estimarilor poate fi definitd prin aceste profiluri si estimarile anterioare in modul urmator. Fie profilul

consumatorului i se defineste ca un vector de p atribute, ¢ =(a,,,a,, ,...,al.p) , profilul bunului j la fel se

defineste ca un vector de p atribute, §; = (bjl N J bjr). In mod deliberat nu definim valorile atribute-

290
lor aj;, by, deoarece acestea pot fi diferite in diferite aplicatii (de exemplu, numere, categorii, reguli, traiec-

torii etc.). Fie ¢ — vectorul tuturor consumatorilor, ¢ =(C1,C2,...,Cn ), iar § — vectorul tuturor bunurilor,

- -

s =(81,52,...8x ) . Atunci, in general, procedura de prezicere a estimirii se reprezinta prin
r., daca r,#0
! y ij
I/;j = N . (16)
u,(R,c,s), daca r,=Q0

- . . . o e ’ . . - . . - . . . . -
Aceastd functie prezice valoarea estimarii 7; si 0 exprima prin estimdri deja cunoscute si profilurile ¢

$i S . Pentru a determina functia de utilitate u;;, putem folosi diverse metode: euristice, clasificarea dupi cel
mai apropiat ,,vecin”, regresii, retele neuronale, aproximari pe portiuni, metode relationale etc.

Majoritatea SR colaborative folosesc algoritmul probabilistic Bayes sau algoritmul SVD (or SVD++).
Dar, ambii algoritmi necesiti un esantion voluminos pentru studiu. In [3] a fost efectuati o analizi com-
parativa si propus un algoritm alternativ ce nu cere esantioane voluminoase. Compararea a fost facuta dupa
criteriile de corectitudine a recomandarilor si operativitatea.
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Algoritmul Bayes. Teorema Bayes [13] — una din teoremele de baza ale probabilitatii clasice, defineste
probabilitatea unui eveniment in conditiile unei informatii incomplete. Probabilitatea conditionatd a eveni-
mentului A in conditia realizarii evenimentului B se noteaza P(A/B), conform [13]:

P(ANB)

P(B)
unde P(ANB) — probabilitatea realizarii simultane a evenimentului A si B, P(B) (P(A)) — probabilitatea reali-
zdrii evenimentului B(A). Usor de observat, ca

P(A/B)=

P(ANB) = P(AB)P(B)=P(B|A)P(A) (17)
Din (17) rezulta
_P(ANB)
P(B|A4)= P (18)

Vom considera B — datele initiale (informatia cunoscutd), A — parametrii modelului supus studiului. De
exemplu, B — datele referitor la ratingul bunurilor, determinat de consumatori, A — factorii supusi studiului

pentru consumatori si bunuri. Fiecare probabilitate are sensul sau: P(B ‘A) — repartitia probabilitatilor para-

metrilor modelului, dupa ce au fost luate in considerare datele initiale (probabilitati aposteriori). P(A‘B ) -

asa-numita verosimilitate. Neajunsul principal al algoritmului Bayes este cerinta unor esantioane voluminoase
pentru analiza, si, In situatia cAnd probabilitatea conditionala initiald este egala cu zero, probabilitatea pro-
nosticatd la fel va fi egald cu zero. Din aceste motive, la moment sunt preferabili alti algoritmi.

Algoritmul SVD. Se considera o matrice R, ale carei elemente sunt rating-uri (like-uri, cumparaturi reali-
zate etc.), pe care consumatorii (liniile matricei) au alocat bunurilor (coloanele matricei). De reguld, un con-
sumator nu va estima un numar semnificativ de bunuri, de aceea matricea R va fi rarefiatd puternic. Pentru
asa matrice de reguld se foloseste descompunerea singulara [3] in forma R=UDV". R este o matrice de
dimensiuni mari MxN, dar cu rangul mic si poate fi descompusa in produs de matrice Nxf si fxM, astfel
micsordnd numarul parametrilor de la NxM la (N+M)f.

Proprietatea de baza a SVD consta 1n aproximarea optima, dacd in matricea D de lasat primele f elemente
diagonale, iar cele ramase de egalat cu zero.

0,..0 0...0
c,0..0Y) |
YUDYT — 0 o,..0 DT 8l 0..0,0..0 pr (19)
........... 0..00...0
00..0,)] |,
0..00..0

In matricea diagonala D, ce se afla in mijlocul descompunerii singulare, elementele sunt ordonate:
0,20, 2..20,,asaca egalarea cu zero a ultimelor elemente inseamna a anula cele mai mici elemente,
iar f se alege reiesind din valorile singulare ale matricei. In cazul SR se obtine ci fiecare consumator se
reprezintd ca un vector din f factori Uj, iar fiecare bun — un vector din f factori Vj; apoi, pentru a prognoza
rating-ul atribuit de consumatorul i bunului j, considerdm produsul lor scalar U;V{=U;V;. Problema se formu-
leaza astfel: avand estimarile cunoscute ale bunurilor, sd prognozam cat de bine va estima un consumator
nou fiecare bun. Se introduc asa-numitii predictori de baza b, care se obtin din predictorii de baza ai fiecarui

consumator aparte b;, a unor bunuri aparte b, si din rating-ul mediu general a bazei u: bm =u+ bi + ba ,

unde u — rating-ul mediu general al bazei, b; — rating-ul mediu al consumatorului i, b; — rating-ul mediu al
consumatorului fiecarui bun a. Se cere de gasit asa u, b;, b, pentru predictorii de baza, pentru care b, , cel mai
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bine aproximeaza rating-urile date, apoi pot fi adaugati factorii. Dat fiind faptul ca predictorii de baza au fost

modificati, resturile sunt comparabile intre ele, factorii se determina ca:
=pu+b +b +v u, (20)
unde v, — vectorul factorilor ce reprezintd bunul a, u; — vectorul factorilor ce reprezintd consumatorul i.
Acum problema poate fi formulata mai exact: trebuie de gasit cei mai buni predictori, care aproximeaza I”:a ,

adica de minimizat eroarea:

L(wb.b, v, )= Y (r,—r)Y = Y(n,—pu—b,~vuy. @

(i.a)eD (i,a)eD

Functia L se minimizeaza prin metoda gradientului.

Algoritmul RNSA (The Refined Neighbor Selection Algorithm). Cu ajutorul algoritmului de clasterizare
a K—mediilor se formeaza K clastere, fiecare constand din clienti ce au preferinte similare. Initial se alege un
consumator arbitrar, iar 1n calitate de punct initial al centrului clasterului — k. Atunci fiecarui consumator i se
atribuie un claster, astfel incat distanta dintre el si k sa fie maxima. In calitate de distantd poate fi utilizat
coeficientul de corelatie Pearson:
>, —ra)(r,, — )

w,, =——= (22)

v E:(Q,m—ru) >, .——ry

iel iel

unde w,, — indica cat de aproape sunt consumatorii u si a, | — multimea bunurilor estimate atat de u, cat si de

a; 1,, I, — evaludrile bunului i/ de consumatorul a, respectiv u, ¥«, ¥'» — evaludrile medii date de a si u.

Dupa finisarea clasterizarii se alege clasterul cu cel mai nalt coeficient de corelatie Pearson. Se calcu-
leaza pronosticul pentru toti consumatorii in acest claster. Etapele principale ale algoritmului RNSA sunt:
¢ Intrare: clientul-test t, datele initiale S
Iesire: vecini

. Crearea a K clastere din S prin metoda clasterizarii.

. De gasit cel mai bun claster C pentru t.

. De adaugat t in C si de considerat ca v.

. De adaugat v 1n lista vecinilor.

. Daci lista vecinilor este suficientd, intoarcem lista vecinilor. In caz contrar, extragem v din C si por-
nim un proces de cautare in litime. Asemanarea consumatorului se verifica conform (22), dacé ea
primeste valori intr-un diapazon fixat, atunci v — consumator si se trece la pasul 4.

La pasul 5 algoritmul se opreste, dacd numarul consumatorilor in cautare in latime este mai mare decit un
careva numdr fixat. Acest numar se determind prin diferite experimente. Formula de calcul al pronosticului

i Y(w,, (., — A(re)))
P =A(r..)+ k
;\wa,k

unde P,; — pronosticul estimarii, w,, — gradul de apropiere intre utilizatorii a i &, A(I’a,_/), A(l’k,_j) —

N BN WD — e

; (23)

estimarile medii date de utilizatorii a §i k respectiv.

Algoritmul RNSA se recomanda in cazul unor date initiale insuficiente si permite obtinerea rezultatelor
mai exacte. In cazul esantioanelor mari se recomanda utilizarea algoritmului SVD.

SR perspective bazate pe metodologii stocastice. Majoritatea metodelor de elaborare a SR poartd un
caracter determinist, desi natura oricarui SR Tn mod obiectiv este stocastica. in adevir, cerintele consumato-
rilor parvin aleatoriu, orice prelucrare dureaza un timp aleatoriu. Astfel, este necesara dezvoltarea metodelor
de elaborare a SR bazate pe teoria probabilitatilor, teoria proceselor aleatoare, teoria asteptarii, statisticii
matematice etc. Nu se are in vedere aplicarea formulelor Bayes, care permit simplu de a recalcula probabili-
tatile a priori, dupa ce a avut loc un eveniment, ceea ce se foloseste azi. La fel nu se iau in considerare SR
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construite cu utilizarea lanturilor Markov [13]. Indiscutabil, la o etapd anumita aceste metode si-au indeplinit
rolul si au contribuit esential la dezvoltarea SR, acum pot fi aplicate si alte metode ale matematicii contem-
porane.

In SR pronosticul se elaboreaza in baza datelor referitor la consumator, care se obtin atat explicit, cat si
implicit. Aceasta informatie genereaza o multitudine de date noi, pe care SR contemporane le ignoreaza, desi
informatia suplimentara, fiind prelucrata si formatizata, poate schimba cardinal SR si sd aduca la elaborarea a
noi SR, mai flexibile, mai adecvate proceselor reale. Aceastd afirmatie poate fi ilustrata [4] in baza exemplu-
lui de formalizare a fluxului cererilor consumatorilor.

Fie t,, ty,...t,, momente de timp (aleatoare) in care se inregistreaza cererile consumatorilor, z, = ty — ti.1,
k=1,2,...,n,...,-z; denota intervalul de timp intre douad cereri consecutive i reprezinta o variabild aleatoare
continud, Fi(t) — functia de repartitie a variabilei aleatoare z, Fi(t)=P(zx < t). Astfel, setul de functii Fy(t)
formeaza fluxul cererilor consumatorilor. Se considera ca fluxul de cereri este definit, daca pentru orice n
este definitd repartitia vectorului aleatoriu (z;, 2y, ..., Z,). Cu alte cuvinte, fluxul este definit, daca sunt date

repartitiile F(¢), i=1,n.
Pentru a reflecta aceastd informatie in SR, este necesara informatia referitor la natura concreta a fluxului:

daca variabilele aleatoare z, sunt independente n totalitate si identic repartizate, atunci F(t)=F,(t)=...=F,(t)=F(t)
(In asa caz, fluxul se numeste flux recurent si este suficient de bine studiat). Foarte comod in utilizare este

cazul F (t ) =1- e_/h, unde A — constantd, A>0 — asa-numitul flux Poisson. Pentru fluxurile Poisson se

poate a priori prognoza numarul de cereri pe o perioada fixa de timp. Conform [4], probabilitatile P,(t) in
intervalul de timp [0, t] sunt egale cu
(A1)

n!
Mentionam ca aceste probabilitati se calculeaza simplu si ca si alte proprietati ale fluxului Poisson pot fi
considerate 1n viitoarele SR.
In SR poate fi considerata si dependenta de trafic. Fie B — timpul de prelucrare a unei comenzi, p — coefi-
cientul traficului, atunci
M(B)

p - s
M(Z,)
unde M (B) = jtdB(t) ,B) =PB <t), M(z,)= Jtd(Ak (1)), At) = P(z < t). Este cunoscut [4] ca

—A
e ™.

()=

daca p < 1, trafic nu existd, iar pentru p > 1, SR vor lucra in conditii de trafic intens. Acest exemplu arata
cum pot fi considerate informatii suplimentare in elaborarea a noi modele de SR mai flexibile si mai adec-
vate proceselor reale.

Modele de SR cu pronostic virtual. in [15] a fost studiat un SR bazat pe aparatul transformarii Fourier.
Transformarea Fourier este bine cunoscuti si are aplicatii in fizica matematici, mecanici etc. In opinia
noastrd, pentru elaborarea SR mai productive se vor utiliza transformarea Laplace si Laplace-Stieltjes, care
se determina astfel:

a(s) = [ Ax)dx, 0

a(s) = [ e "dA(x) an

In expresia (II) integrala se intelege in sensul lui Stieltjes, iar functia A(t) — ca functie de repartitie a unei
variabile aleatoare. Una din proprietdtile principale ale acestor transformari este descrisd de teoremele
Tauber. Fie P(z,t)= ZkPk (1) - functia generatoare de repartiti, Py(t) — numarul de comenzi in momentul

k

de timp t, p( z, t) = Ie"” P( z, z‘)dt — transformata Laplace a functiei P(zt). Vom nota cu P(z) functia
0
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generatoare stationard. Una din afirmatiile teoremei Tauber constd in urmatoarele: in conditiile unui regim
stationar (daca coeficientul de incércare p este mai mic ca unu)

P(z)=limp(z,s),

ultima egalitate stabileste legatura dintre repartitia numarului de cereri in orice moment de timp si numarul de
cereri in regim deja stabilit de functionarea sistemului. Aceasta dependentd va ajuta la fundamentarea si va
extinde domeniul de extrapolare a solutiilor sistemelor de recomandare. In plus, prin integrala Stieltjes putem
atribui un sens probabilistic transformatei Laplace-Stieltjes. In teoria sistemelor de deservire aceasta metoda
este cunoscuta sub denumirea ,,metoda catastrofelor” [14] si poate fi utilizatd pentru determinarea strategiei SR.

Modele de SR cu prioritati incluse. Este normal ca in anumite conditii unele cereri sau clase de cereri sa
posede anumite privilegii in deservire. Masura acestor privilegii se numeste prioritate. Prioritatea poate fi
introdusa atat din exteriorul sistemului, cat si din interiorul lui, in dependentd de anumite circumstante. Mai
mult, pot fi considerate prioritati dinamice — prioritati ce se schimba in dependentd de starea sistemului.
Dezvoltarea SR cu priorititi poate fi justificata si de faptul ca in [4] a fost demonstrat ca din toate modelele SR
legate de deservirea cererilor, deservirea cu prioritati este optimala. O clasd largd de prioritati — discipline
generalizate de prioritate — a fost introdusa 1n [14]. Unele discipline noi de prioritate dinamica de clasa DD
(Discretional Dynamical) au fost recent studiate in [5].

Concluzii

Avantajul disciplinelor de prioritate generalizate constd in faptul ca modelele de deservire inzestrate cu
asemenea prioritati permit a considera diferite pierderi de timp necesare pentru a schimba modul de deser-
vire, a restabili informatia, a indeplini unele operatii auxiliare etc. ce au loc in sistemele reale.

Cel mai important avantaj al SR cu prioritati constd in semimarkovitatea disciplinelor de prioritate gene-
ralizate, ceea ce insemnd cd ele sunt invariante in raport cu tipul functiilor de repartitie. Aceasta le face
extrem de atractive si importante pentru diverse aplicatii, deoarece ele permit modelarea unui spatiu larg de
probleme, inclusiv evolutia diferitelor moduri de functionare a sistemelor reale.
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