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Resumo—A segurança no trânsito é uma área que
se preocupa tanto com a redução dos acidentes quanto
com o atendimento prestado às v́ıtimas. Diversas ini-
ciativas são propostas para colaborar com a redução
dos acidentes, tais como: fiscalização, campanhas de
conscientização e equipamentos de aux́ılio aos condu-
tores. Outras iniciativas para prevenção e proteção são
propostas pelos fabricantes de véıculos em função de
exigências dos órgãos públicos. Como recurso final, isto
é, caso ocorra o acidente e a v́ıtima necessite de atendi-
mento médico, este deve ser feito o mais rápido posśıvel.
Para auxiliar na identificação da existência de v́ıtima e
a necessidade de atendimento médico, é proposto um
Modelo Bayesiano, chamado Prevaba. O modelo utiliza
Redes Bayesianas (RBs) e tem por finalidade predizer
a existência de v́ıtimas em acidentes de trânsito. Para
validar o modelo, foi desenvolvido um protótipo que
realizou a classificação de dados reais da cidade de Porto
Alegre - RS relativos aos acidentes do ano de 2013. O
protótipo realizou a classificação com base nos dados
do ano anterior (2012), demonstrando um ı́ndice de
acerto superior a 90%, levando em consideração que
as classificações incorretas são apenas as classificadas
como sem v́ıtimas, mas na verdade havia v́ıtima.

Palavras-chave—Inferência estat́ıstica, classificado-
res, mineração de dados, tomada de decisão.

Prevaba: a Bayesian Model to Predict the
Existence of Victims in car accidents

Abstract—Road safety is an area which is concerned
with both the reduction of accidents as with the care
provided to the victims. Several initiatives are propo-
sed to assist with reducing the number of accidents,
such as surveillance, awareness campaigns and support
equipment to drivers. Other initiatives for prevention
and protection are proposed by vehicle manufacturers
in terms of requirements of governament entities. As a
final resort, that is, in the event of the accident and the
victim needs medical attention, this should be done as
quickly as possible. To assist in identifying the existence
of the victim and the need for medical care, we propose
a Bayesian model, called Prevaba, which uses Bayesian
Networks (BN), which aims to predict the existence
of victims in traffic accidents. In order to validate
the model, we developed a prototype that performed
the actual data classification in Porto Alegre - RS for
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the year 2013. The prototype made the classification
based on the previous year’s data (2012), showing an
index above 90% accuracy, taking into account the
incorrect classifications are only classified as victimless,
but actually was has a victim.

Index Terms—Statistical inference, classifiers, data
mining, decision making.

I. Introdução

Com a frequente evolução tecnológica relacionada aos
dispositivos móveis e computacionais, torna-se pos-

śıvel uma maior interação, aplicação e inserção destes me-
canismos no ambiente pessoal do usuário. Essa realidade
vem concretizando uma previsão clássica relacionada à
possibilidade de monitorar as ações humanas, e receber
informações captadas a qualquer momento e em qualquer
lugar [1]. Uma possibilidade que surge com a implantação
do monitoramento, aliado ao advento da conectividade é
o controle do trânsito e a identificação de locais onde a
probabilidade de ocorrer um acidente é maior.

É consenso no Brasil a necessidade de reduzir as taxas
de acidentes no trânsito. Neste contexto, um modelo de
Plano Nacional de Ação (PNA) para a realidade brasileira
foi sugerido pela Organização das Nações Unidas (ONU)
[2]. Inicialmente o plano teve uma boa aceitação e foram
adotadas as medidas necessárias, sendo ainda institúıda a
nomenclatura “Década de Ações de Segurança do Trânsito
(2011-2020)”, porém até junho de 2013 nenhum plano
havia sido publicado. Mesmo sem uma poĺıtica nacional
definida, existe uma proposta preliminar [3], composta
por um conjunto de medidas que visam contribuir para
a redução das taxas de mortalidade e lesões por acidentes
de trânsito.

Órgãos brasileiros encaram constantemente o desafio
de um trânsito mais seguro, como é o caso da Empresa
Pública de Transporte e Circulação (EPTC) de Porto
Alegre-RS. As ações tomadas pela EPTC impactam posi-
tivamente na promoção da segurança no trânsito, uma vez
que ela analisa todos os projetos relacionados à mobilidade
urbana com ênfase na segurança viária [4]. Já o Instituto
Nacional de Metrologia, Qualidade e Tecnologia (Inmetro)
[5], define itens de segurança para os meios de transporte.
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Visando colaborar com o PNA e também com a preocu-
pação ao atendimento rápido para as v́ıtimas de acidentes
no trânsito, é proposto um modelo Bayesiano, que utiliza
informações coletadas em eventos ocorridos anteriormente,
sobre acidentes de trânsito com feridos ou sem feridos,
a fim de predizer se há ou não v́ıtimas em um acidente
que ocorreu em um momento espećıfico, sendo que este
momento espećıfico pode ser o momento corrente.

O modelo realiza um cálculo probabiĺıstico para esti-
mar a probabilidade da existência de v́ıtimas, com base
nessa informação as autoridades locais podem tomar ações
adequadas para cada situação, seja no deslocamento de
equipes para socorro ou implantação de outros recursos
para segurança.

Este artigo está organizado da seguinte forma. A seção
II contém uma descrição de conceitos, entre eles: Teoria
da Probabilidade, Lei da Probabilidade Total e Teorema
de Bayes e Redes Bayesianas. A seção III é dedicada ao
modelo proposto, incluindo metodologia e implementação.
A seção IV apresenta os testes e resultados obtidos. Fi-
nalmente, a seção V apresenta as considerações finais e
posśıveis trabalhos futuros.

II. Redes Bayesianas

Em 1763 o matemático Thomas Bayes [6] publicou o
seu teorema que defendia a ideia de representação do
conhecimento que trabalha com as incertezas através da
teoria de probabilidade. As RBs são constitúıdas de nós
e arcos, cada nó é interpretado como sendo um atributo
que pode receber uma quantidade determinada de valores,
tais valores devem ser nominais. De acordo com o valor
que determinado nó assume, este pode estabelecer uma
ligação, através de um arco, com outro nó. Um nó da
rede (geralmente o último) pode ser definido como o nó
que identifica a classe de uma instância. Neste trabalho
identificar a classe, consiste em atribuir para um acidente,
a existência ou não de feridos.

Para a implementação de uma RB são necessários dois
conceitos: evidência e inferência. As evidências são novas
informações dispońıveis que surgem em um dado evento.
Essa informação faz com que aconteça uma posśıvel mu-
dança no estado de um nó, assim, inicia-se o processo
de propagação das probabilidades. Por exemplo, caso um
nó da rede assuma um valor x, pode-se afirmar que essa
situação recebe o nome de instanciação [7]. Uma conside-
ração importante é a não obrigatoriedade de que todos
os nós tenham seus valores preenchidos. O processo de
inferência ocorre quando as probabilidades de uma rede
são calculadas, dada uma ou mais evidências. O cálculo
das probabilidades de um nó fará com que seja criado um
fluxo de informação, que se propagará por toda a rede. A
inferência, também pode ser chamada de propagação das
probabilidades.

O cálculo de probabilidades é um campo da matemática
que permite o tratamento de erros e da incerteza, além
disso, é um ferramental estat́ıstico destinado ao estudo de
fenômenos probabiĺısticos. Em tais fenômenos o resultado
de um experimento não pode ser previsto com certeza,

mas em geral é posśıvel relacionar todos os resultados
posśıveis de ocorrer. Este conjunto de resultados é cha-
mado de espaço amostral denotado por S ou espaço das
probabilidades. Outro fundamento presente nas RBs é o
conhecimento de um especialista, o qual deve estabelecer
a estrutura das probabilidades.

A. Teoria da Probabilidade

A tomada de decisão é uma teoria prescritiva ou nor-
mativa [8] com o objetivo de ajudar as pessoas a tomarem
decisões mais adequadas às suas preferências. A probabi-
lidade é definida por uma base matemática firme, a qual
é constitúıda de axiomas [9].

Uma probabilidade geralmente está condicionada com
o estado de uma informação dispońıvel [10]. É bastante
frequente o caso em que o estado de uma informação é mo-
dificado pela ocorrência de algum outro evento relacionado
com o experimento em questão. Portanto, é posśıvel usar
a definição clássica sobre probabilidade [11], quando cada
resultado no espaço amostral tem a mesma probabilidade
de ocorrer. Desta forma, a probabilidade de um evento A
ocorrer é representada pela equação (1):

P (A) =
nA

n
(1)

Onde nA é o número de resultados favoráveis ao evento
A, e o n é o número de resultados posśıveis.

Já se P(A) for condicionada ao evento B, a probabili-
dade do evento A será denotada por P(A|B), para P(B)>0
e P(A)>0. Desta forma, temos as seguintes equações (2 e
3):

P (A|B) = P
(
A
⋂

B
)
/P (B) . (2)

P (B|A) = P
(
A
⋂

B
)
/P (A) . (3)

Com isso, obtém-se a regra do produto, dada pela
equação (4).

P
(
A
⋂

B
)

= P (A) ∗ P (B|A) = P (B) ∗ P (A|B) . (4)

B. Lei da Probabilidade Total e Teorema de Bayes

Um dado espaço amostral S, juntamente com os eventos
A1, A2, A3, A4, . . . , An que são mutuamente exclusivos
e exaustivos e um evento B podem ser simbolicamente
representados por um Diagrama de Venn, conforme mostra
a Figura 1 [8].

A coleção de eventos do A1,. . . ,An define uma distribui-
ção de probabilidade, significando que um e somente um
desses eventos irá ocorrer, respectivamente, com probabi-
lidades P(A1),. . . ,P(An) cuja soma é unitária.

O Teorema da Probabilidade Total é dado pela equação
(5):

P (B) =
∑
i

P (Ai)P (B|Ai) (5)
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Figura 1: Diagrama de Venn adaptado de [8].

Onde i, pode ser qualquer valor de 1 até n. Usando este
teorema podemos calcular a probabilidade de Ai dada a
ocorrência de B, conforme equação 6:

P (Ai|B) =
P (Ai

⋂
B)

P (B)
=⇒

P (Ai|B) =
P (Ai)P (B|Ai)∑
j P (Aj)P (B|Aj)

(6)

Esta é a fórmula de Bayes, útil quando conhecemos as
probabilidades de A e a probabilidade condicional de B
dado Ai, mas não conhecemos diretamente a probabilidade
de B [9].

Na área de segurança no trânsito, a tomada de decisão
pode ser auxiliada por modelos probabiĺısticos [12]. Os
modelos descritos em [13], [14], [15], [16], [17], [18] e [19]
visam predizer os posśıveis locais de acidentes. O modelo
proposto neste trabalho é uma extensão dos supra citados,
uma vez que objetiva-se predizer a ocorrência de v́ıtimas
em um acidente.

C. Redes Bayesianas

Uma RB pode ser representada por um grafo aćıclico
dirigido, onde cada nó terá informações probabiĺısticas
daquele evento e com arcos representando dependências
sobre estes eventos. Os posśıves grafos podem ser seriais,
divergentes ou convergentes [20]. A Figura 2 mostra a
representação destes 3 tipos de grafos.

Figura 2: Posśıveis grafos das RBs [20].

Na Figura 2, o item (A) mostra um grafo serial, o item
(B) um grafo divergente e o item (C) um grafo convergente.
O modelo proposto usa o classificador Naive Bayes [21],
o qual adota um grafo divergente. Este classificador foi

escolhido, pois é posśıvel construir modelos probab́ılisti-
cos, com as informações coletadas automaticamente por
sensores.

O classificador Naive Bayes assume que os elementos
são independentes, não havendo uma busca da hipótese
para estimar a classe do novo elemento. A hipótese ou
a classificação é formada simplesmente pela contagem de
frequências [22].

III. Modelo Proposto

Atualmente existem diversas ferramentas dispońıveis para
o desenvolvimento de modelos Bayesianos [23], [24] e [25].
Uma lista completa de ferramentas para desenvolvimento
de RBs, pode ser obtida em [23], que é um site onde
encontram-se referências para desenvolvimento de RBs
baseadas em diversas linguagens de programação, tais
como C, C++, LISP, Python, C#, Java, Scala e Matlab.
Algumas ferramentas apenas realizam a classificação dos
dados de entrada, outras geram a RB. JBNC [24] é utili-
zada em várias aplicações de inteligência artificial [7] e [26],
aprendizagem de máquina [20] e mineração de dados [27].
Uma das desvantagens do JBNC, é que todos os classifi-
cadores disponibilizados por esta ferramenta, se baseiam
no algoritmo Naive Bayes. Por fim, a ferramenta Weka,
oferece diversos classificadores, entre eles, o BayesNet [28].

Neste trabalho foi adotado o ferramental estat́ıstico dis-
ponibilizado pela Universidade de Waikato, denominado
Weka [25]. A ferramenta permite explorar recursos de
forma gráfica ou ainda adicionar as suas funcionalidades
em programas externos desenvolvidos na linguagem de
programação Java, através de uma biblioteca. A escolha
desta ferramenta foi a facilidade de encontrar documenta-
ção e a possibilidade de oferecer dados para classificação
separadamente dos dados de treinamento.

A. Metodologia

Para modelar a RB, foi utilizado um conjunto de dados
para sua configuração. Tal conjunto vem de uma fonte
real, o DataPoa [29], disponibilizado pela prefeitura mu-
nicipal da cidade de Porto Alegre-RS, com o objetivo de
proporcionar à comunidade o desenvolvimento de soluções
inteligentes utilizando dados abertos.

A estrutura da RB é definida pelo algoritmo BayesNet
[28], este algoritmo não atribui relação entre os valores dos
atributos, desta forma as probabilidades são calculadas
sem levar em consideração a dependência dos posśıveis
valores que um atributo pode assumir.

O algoritmo BayesNet é adotado em situações onde não
existem informações suficientes para estabelecer depen-
dência entre os atributos, ou seja, o BayesNet classifica
o elemento de uma RB com atributos independentes. Na
Figura 3 é apresentada a estrutura da RB.

As informações utilizadas são restritas aquelas que po-
dem ser coletadas de forma automática através de sen-
sores. Algumas, dispońıveis pelo DataPoa [29] não foram
consideradas, uma vez que estas informações, necessitam
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Figura 3: RB usando algoritmo BayesNet.

de interpretação humana. Por exemplo: o tipo do acidente,
se existe feridos ou mortos.

A abordagem Bayesiana do modelo proposto, adota as
informações a priori, que formam a base para os cálculos.
Estas informações formam a base para os cálculos dos
percentuais de ocorrência para cada evento.

Os dados utilizados para configuração da rede são do ano
de 2012 [30], que totalizam 20202 acidentes registrados na
cidade de Porto Alegre - RS. Destes acidentes, houve um
total de 6122 com feridos e 97 com v́ıtimas fatais.

Para realizar a validação do modelo foram classificados
dados do ano de 2013 [31]. A classificação consistiu em
atribuir o valor YES ou NO para o atributo feridos (uma
variável dicotômica). Cada instância (acidente) tanto de
2012 quanto de 2013, possui um atributo que o classifica,
indicando se houve v́ıtima no acidente ou não. Desta
forma, cada instância dos dados de 2013 teve o atributo
classe removido, em seguida os dados foram classificados
com base em informações de 2012, atribuindo a classe
probabilisticamente. Por fim, cada instância foi validada
comparando o atributo classe gerado pelo modelo com o
atributo que de fato foi obtido nos dados coletados.

Os dados coletados são apresentados na Tabela I, onde
a primeira coluna se refere ao atributo e a segunda coluna
detalha cada atributo (apêndice A).

A RB desenvolvida é constitúıda por um algoritmo que
consegue realizar a classificação de 1 até n instâncias,
desde que tenha recebido informações anteriores com a
quantidade de instâncias maior ou igual a n. Essa classi-
ficação consiste em predizer se em um acidente existe(m)
ou não v́ıtima(s).

Um sistema de trânsito poderia registrar um acidente
com sensores espećıficos, capazes de identificar automati-
camente os itens citados na Tabela I. Existem outros dados
importantes no desenvolvimento de modelos de previsão
de acidentes [32], que não foram contemplados, pois não
podem ser coletados automaticamente. Ao identificar um
acidente, os dados são enviados ao modelo Bayesiano e
este infere a probabilidade de ocorrência de v́ıtima(s).
Com a inferência realizada é posśıvel executar ações de
prestação de socorro, uma vez que o modelo informa ins-
tantaneamente se em um acidente existe(m) v́ıtima(s) que
necessita(m) de atendimento. Identificada a necessidade de
atendimento, é posśıvel emitir um alarme em uma central,
a fim de deslocar atendimento para prestação de socorro.

B. Implementação

Para realizar a implementação, os dados originais do
DataPoa [29] foram tratados a fim de obter apenas dados

Tabela I: Layout dos dados utilizados no modelo

Atributo Significado do atributo

LOG1 Rua na qual o véıculo que provocou o
acidente se localizava.

LOG2 Indica a próxima rua no trajeto do véıculo
que provocou o acidente.

LOCAL Indica se foi em um segmento cont́ınuo da
rua ou em um cruzamento.

DIA SEM Indica o dia da semana em que ocorreu o
acidente.

TEMPO Indica as condições do clima quando
ocorreu o acidente: Bom, Nublado,
Chuvoso e Não cadastrado.

NOITE DIA Indica se estava noite ou dia quando o
acidente ocorreu.

REGIÃO Indica a região da cidade que ocorreu o
acidente: Leste, Norte, Sul, Centro e
Não Identificado.

FERIDOS Indica se houve feridos ou não. Os posśıveis
valores são: Sim ou Não. Este atributo é
considerado como atributo classe.

FATAIS Indica se houve v́ıtima fatal no acidente.
Os posśıveis valores são: Sim ou Não.
Este atributo também poderia ser
considerado como um atributo classe.

nominais, isto é, apenas dados que tivessem valores previ-
amente identificados, por exemplo “segunda-feira”, “terça-
feira”. Alguns dados foram desconsiderados, sendo que os
dados utilizados foram os seguintes: Log1, Log2, Local,
Dia Semana, Tempo, Noite Dia, Região, Feridos e Fatais,
detalhados na Tabela I.

Os dados disponibilizados pelo DataPoa encontram-
se no formato Comma Separated Values (CSV), no en-
tanto para facilitar a leitura dos arquivos, estes foram
convertidos para o formato Attribute Relation File For-
mat (ARFF). Os dados relativos a posição geográfica do
acidente (latitude e longitude) foram utilizados apenas
para apresentação do mapa com os locais dos acidentes.
O classificador apenas utilizou o atributo região, pois
Porto Alegre se divide em: Leste, Norte, Sul e Centro. A
latitude e longitude, não foram utilizados pois se tratam de
valores distribúıdos em um intervalo que contempla muitos
valores, os quais teriam probabilidades dispersas.

Durante a implementação foi desenvolvido um sistema
para desktop utilizando a linguagem de programação Java.
Na Figura 4 é apresentada a tela principal (Classifiers) do
sistema.

Na tela principal é posśıvel selecionar qual é a base de
treinamento e definir a(s) instância(s) a ser(em) classifica-
das do ano de 2013. É posśıvel realizar a classificação de
acidentes de outros anos, no entanto nesta validação foram
adotados dados de 2013. Pode ser classificada apenas uma
instância espećıfica ou ainda uma quantidade qualquer
desde que menor que 20202, pois a base de treinamento
possui tal quantidade de instâncias. Também é posśıvel
classificar grupos pré-definidos de instâncias, sendo que
tais grupos foram definidos apenas para fins de testes.
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Figura 4: Tela principal (Classifiers) do sistema.

O sistema também possui uma tela secundária chamada
(Geo Statistics), onde é posśıvel visualizar graficamente
em um mapa da cidade de Porto Alegre - RS os locais
onde ocorreram acidente no ano de 2012, 2013, acidentes
com v́ıtimas fatais em 2012 e acidentes com v́ıtimas fatais
em 2013. Na Figura 5 é apresentada a tela secundária do
sistema.

Figura 5: Tela secundária (Geo Statistics) do sistema.

Na Figura 6 é apresentado o mapa com os acidentes
do ano de 2012, utilizando a latitude e longitude dos
acidentes. Com a visualização dos acidentes no mapa é
posśıvel identificar os locais onde existe maior concentra-
ção de acidentes. Os locais onde poderiam ser instalados
os equipamentos de monitoramento de trânsito para coleta
automática de dados, poderiam ser definidos com o aux́ılio
deste mapa. Cabe salientar, que é posśıvel aproximar os
marcadores, aplicando um zoom, porém não seria posśıvel
identificar que se trata de Porto Alegre-RS.

Figura 6: Mapa com os locais dos acidentes.

C. Funcionamento

Para testar o funcionamento da ferramenta Weka, foram
testados exemplos disponibilizados no pacote da mesma,
além disso, foi montada uma RB que leva em consideração
9 atributos para definir a classe de uma instância.

Para configuração da RB e criação da tabela de proba-
bilidades foram inseridas duas instâncias de teste, desta
forma a tabela de probabilidades pode ser testada (Figura
7), mostrando 50% de chance para YES e 50% de chance
para NO.

Para verificar a operação da tabela de probabilidades,
foi inserida mais uma instância, com valor YES, sendo que
esta provocou um aumento nas chances do atributo classe
receber o valor YES.

Conforme pode ser observado na Figura 8 a tabela de
probabilidades possui um percentual maior de chances
(62,50%) para o valor YES, já que mais uma instância
foi adicionada na base de treinamento com o valor YES.

IV. Testes e Resultados

Primeiramente, foi feita a classificação de 19000 instâncias
dos dados de 2013, usando como base de treinamento
os próprios dados de 2013. Nestes dados houve um total
de 5870 acidentes com feridos. Na tabela II, é apresen-
tada a matriz de confusão gerada pelo classificador. A
classificação foi feita com cross-validation [33] folds=10,
isto é, para cada 10 instâncias foi feito o treinamento e
classificação das demais, com subsequentes trocas pelas
próximas 10 instâncias para treinamento e validação dos
remanescentes.
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Figura 7: RB e tabela de probabilidade gerada pela ferra-
menta Weka, para teste de probabilidade.

Figura 8: Tabela de probabilidade com valores alterados.

A matriz de confusão apresenta as classificações corretas
na diagonal principal. O classificador classificou correta-
mente 13676 instâncias (10323+3353), sendo que 10323
instâncias com o atributo NO foram classificadas corre-
tamente com o valor NO. Em 2517 classificações o valor
NO foi atribúıdo, no entanto se tratavam de instâncias
com valor YES. Isso indica que 2517 instâncias foram
classificadas como acidentes sem feridos, mas na verdade
se tratavam de acidentes com feridos. O percentual de

Tabela II: Matriz de Confusão com dados in sample

Frequências
Observadas

Frequências Estimadas
Total

No Yes
No 10323 2807 13130
Yes 2517 3353 5870
Total 12840 6160 19000

acerto do classificador foi de 71,97% (13676 de 19000). Já
o percentual de acerto para os acidentes com feridos foi de
57,12% (3353 de 5870).

O percentual de 57,12% é considerado como um per-
centual de acerto baixo, pois praticamente metade das
classificações são feitas incorretamente. Na tabela V será
apresentado o percentual obtido com o modelo.

Os resultados in sample consideraram a classificação dos
acidentes de 2013 com base nas respostas da rede treinada
com dados de 2013. Por sua vez, os resultados out sample
consideraram a classificação dos acidentes de 2013 com
base nas respostas da rede treinada com dados de 2012.

Na sequência os testes foram realizados passando os
dados de 2012 para o modelo, desta forma, a RB foi
configurada gerando a tabela de probabilidades, a fim
de predizer se as instâncias de 2013 tiveram feridos nos
acidentes. É válido destacar que os dados de 2013 tiveram
o atributo feridos (que define a classe) removido. Com a
finalidade de aumentar o percentual de acerto (para YES ),
os dados de 2012 foram alterados, adicionando-se uma
nova instância com o valor YES. Tal adição foi realizada
utilizando-se como métrica o valor de ocorrências de YES
a cada 10 amostras, isto é, para cada 10 acidentes, foi
realizada a verificação se já havia 4 amostras com valor
YES, caso não tivesse, foi adicionada uma amostra com
YES, visando aumentar o percentual de probabilidade
para tal classificação. Nesse e em outros casos, no final,
foi realizado um teste para verificar se o padrão de 40%
foi obedecido ou não.

A primeira coluna da Tabela III mostra o número que
indica qual é o acidente que está sendo classificado, a
segunda e terceira indicam o total acumulado para o valor
YES e NO no atributo FERIDOS, a quarta e a quinta
apresentam o valor estimado acumulado (classificado pelo
modelo) para o atributo FERIDOS.

É posśıvel perceber que o valor de YES aumenta con-
sideravelmente, fazendo com que a taxa de acerto seja
reduzida, pois os valores são predominantemente YES.
Isso ocorreu pois o objetivo é predizer corretamente os
acidentes com YES. Geralmente esse valor deve ficar em
torno de 22,50%, conforme pode ser observado na Tabela
IV. Mesmo com valores diferentes, em cada ano, é posśıvel
estabelecer uma estimativa para o próximo ano, tomando
como base a média e o desvio padrão.

Na Tabela IV é apresentado o total de acidentes (coluna
“Acidentes”), para cada ano, desde o ano 2000 até 2013.
Adicionalmente é apresentada a quantidade de acidentes
com feridos (coluna “Com Feridos”). Na coluna “Percen-
tual” é calculado o percentual dos acidentes com feridos. A
média de acidentes com feridos levando-se em consideração
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Tabela III: Tabela de instâncias – acidentes ocorridos em
janeiro de 2013

Dados 2013 Dados Estimados Dados 2012

Acidente YES NO YES NO YES NO

1 0 1 0 1 1 0

2 0 2 0 2 2 0

3 0 3 1 2 2 1

4 1 3 2 2 2 2

5 1 4 3 2 2 3

6 1 5 4 2 3 3

7 2 5 5 2 3 4

8 2 6 5 3 4 4

9 3 6 5 4 5 4

10 4 6 5 5 6 4

11 4 7 6 5 7 4

12 4 8 7 5 7 5

13 4 9 8 5 8 5

14 4 10 9 4 8 6

15 4 11 10 5 9 6

16 5 11 10 6 10 6

17 6 11 10 7 11 6

18 6 12 11 7 11 7

19 6 13 11 8 11 8

20 7 13 12 8 11 9

21 8 13 12 9 11 10

22 8 14 13 9 11 11

23 8 15 14 9 12 11

. . . . . . .

. . . . . . .

. . . . . . .

1550 436 1113 1224 326 651 899

do ano 2000 até 2013 foi calculada e apresentada na última
linha da tabela (22,50%). Nesta tabela é apresentado o
total de acidentes com feridos no ano de 2013. É posśıvel
verificar que o ano de 2013 apresenta um percentual de
acidentes com feridos, maior do que a média calculada,
pois foram registrados 6456 acidentes com feridos, che-
gando a média de 31,04%. No ano de 2012, a média foi de
30,30%, levando-se em consideração a alteração proposta,
a média tende chegar em 40%. Esta alteração foi proposta
para garantir que o maior número de acidentes observado,
tivesse como ser alcançado, impossibilitando uma classifi-
cação menor do que qualquer uma já observada.

O percentual de acidentes com feridos trata-se de uma
informação aleatória, desta forma não é posśıvel afirmar
com certeza, que o percentual 22,50, será observado sem-
pre. Na Tabela III é apresentada a classificação dos dados
de 2013, com treinamento nos dados de 2012, já alterados.
A alteração foi realizada identificando se a cada 10 aciden-
tes já haviam ocorrido pelo menos 3 acidentes com feridos
(aproximadamente 22,50%), caso não tivesse, foi gerado
uma instância com o valor YES. A instância foi definida
utilizando valores existentes na base de treinamento da

Tabela IV: Tabela do percentual de acidentes com v́ıtima

Ano Acidentes Com Feridos Percentual

2000 18154 4232 23,31

2001 21139 3870 18,31

2002 22146 4157 18,77

2003 20937 4836 23,10

2004 20663 4727 22,88

2005 20759 4679 22,54

2006 20334 4641 22,82

2007 22245 4828 21,70

2008 22290 4232 18,99

2009 22128 4587 20,73

2010 25475 4879 19,15

2011 23580 5025 21,31

2012 20202 6122 30,30

2013 20799 6456 31,04

desvio padrão 3,73

média 22,50

rede, ou seja, os registros de 2012.
Após a classificação das 19000 instâncias de 2013 foi

gerada a matriz de confusão com a base alterada, apre-
sentada na Tabela V.

Tabela V: Matriz de Confusão out sample com base alte-
rada

Frequências
Observadas

Frequências Estimadas
Total

No Yes
No 2860 10270 13130
Yes 1341 4529 5870
Total 4201 14799 19000

A matriz de confusão indicada pela Tabela V demonstra
que o modelo classificou corretamente 7389 instâncias
(2860+4529), sendo que 4529 instâncias com o atributo
YES foram classificadas corretamente com o valor YES.
Em apenas 1341 classificações o valor NO foi atribúıdo,
no entanto se tratavam de instâncias com valor YES.
Isso indica que 1341 instâncias foram classificadas como
acidentes sem feridos, mas na verdade se tratavam de
acidentes com feridos, um erro bem inferior considerando
a primeira classificação, indicada pela Tabela II.

O percentual de acerto do classificador com a base
alterada, foi menor, 38,88% (7389 de 19000). Já o per-
centual de acerto para os acidentes com feridos foi maior,
assumindo um valor de 77,15% (4529 de 5870).

Na prática a ambulância deve ser acionada para todos
acidentes. No entanto em alguns acidentes não será neces-
sária a presença da mesma, visto que o classificador irá
estimar a não existência de v́ıtimas. Como o objetivo é
classificar corretamente os acidentes com v́ıtima e não os
acidentes sem v́ıtima este inconveniente passa a ser uma
preocupação de implementação, não limitando a viabili-
dade do classificador.

Considerando como classificações erradas apenas os fal-
sos negativos, pois são acidentes fatais classificados como
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acidentes sem v́ıtimas fatais, o classificador errou apenas
1341 casos entre 19.000, ou seja, uma taxa de acerto de
92,94%. Nesta mesma tabela são apresentados os totaliza-
dores da classificação das instâncias. Das 19000 instâncias,
5870 eram originalmente acidentes com v́ıtimas. O classifi-
cador atribuiu para 14799 (10270+4529) instâncias o valor
YES e 4201 o valor NO. Das classificações realizadas, 1341
foram classificadas como não sendo acidente com v́ıtima
(coluna C), no entanto se tratavam de acidentes com
v́ıtimas, desta forma foram classificadas incorretamente
1341 instâncias.

Nas tabelas VII e VIII são apresentados os resultados in
sample e out sample. Por sua vez, a tabela IX mostra uma
visão geral dos resultados, composta por especificidade e
sensibilidade. A especificidade é a parcela (em percentual)
de acidentes sem v́ıtimas classificados corretamente entre o
total de acidentes sem v́ıtimas. Já a sensibilidade, é a par-
cela (em percentual) de acidentes com v́ıtimas classificados
corretamente sobre o total de acidentes com v́ıtimas e por
fim, a taxa de acerto torna-se viśıvel após o conhecimento
da especificidade e sensibilidade.

Tabela VII: Especificidade e sensibilidade com dados in
sample

Especificidade Sensibilidade

Acertos com Yes Acertos com No

57,12% 78,62%

Tabela VIII: Especificidade e sensibilidade com dados out
sample

Especificidade Sensibilidade

Acertos com Yes Acertos com No

32,31% 69,33%

Na Tabela VI são apresentadas as instâncias classifi-
cadas. O total de classificações com valor YES, foi de
14799 (coluna B), no entanto haviam 5870 (coluna A)
instâncias que deveriam ser classificadas com tal valor.
Para as 13130 instâncias em que não havia ferido, foram
classificadas corretamente 2860. Considerando que apenas
as classificações indicadas na coluna C são classificações
que conduzem para uma tomada de decisão incorreta, o
classificador estimou corretamente 17659 instâncias.

Tabela IX: Especificidade e sensibilidade com dados out
sample (base alterada)

Especificidade Sensibilidade

Acertos com Yes Acertos com No

77,15% 21,78%

V. Conclusões e Trabalhos Futuros

Prever a existência de feridos em acidentes de trânsito é de
fundamental importância, visto que em muitos acidentes
(77,50%) não há necessidade de deslocamentos de equipe

de socorro, conforme observado no complemento para
100% da Tabela IV.

Este trabalho contribui para as áreas de segurança de
trânsito, gestão de recursos da saúde pública e prevenção
de v́ıtimas fatais (por demora no atendimento) tornando-
se um aliado na tomada de decisão destes três segmentos.
A abordagem Bayesiana mostrou-se adequada, visto que
realizou 4529 inferências corretas, levando-se em conside-
ração que foram classificados dados de 2013, com base em
tabelas de probabilidades estat́ısticas geradas com dados
de 2012, durante a validação realizada na fase de testes.

Quanto a capacidade de classificação do modelo é im-
portante destacar que existe uma exigência de informações
anteriores, que devem ser coletadas, para a alimentação do
sistema. Para estender o modelo a fim de abranger outras
cidades, é necessária a coleta de dados reais, assim como
foi feito na cidade de Porto Alegre - RS. Outras questões
relacionadas à modelagem que considerem a dependência
entre os atributos podem ser implementadas para este tipo
de situação, desta forma seria posśıvel desenvolver um
outro modelo que contemple a relação entre os atributos.

Outro aspecto importante é com relação à validação,
pois isso possibilita consolidação do modelo que foi pro-
posto, além da verificação de sua confiabilidade, para pos-
śıveis usos práticos. Sendo assim, como trabalho futuro se
vislumbra uma validação usando outros dados de cidades
distintas.

Como trabalhos futuros considera-se a necessidade de
testar o classificador com os dados de cada ano, fazendo
um registro das classificações corretas e incorretas de cada
ano com base nos dados de anos anteriores, um a um, ou
seja classificar os dados de 2013 com base nos dados de
2012, 2011, 2010 e assim sucessivamente. Possivelmente
a melhor base de classificação para cada ano, será o ano
anterior, com excessão de 2011 que diverge bastante dos
dados observados em 2012.

Para melhorar o classificador cogita-se a possibilidade
de adicionar mais atributos relevantes. Para isso, deve ser
definido um novo conjunto de atributos, a fim de descobrir
qual o mais adequado, um atributo a ser considerado é o
tipo de acidente. Acredita-se que a classificação baseada
em dados de 2014 tenha resultados diferentes, pois a partir
deste ano o atributo feridos se separa em dois tipos, feridos
e feridos graves.

Finalmente, a modelagem desenvolvida no presente tra-
balho indica que é posśıvel modelar uma RB que preveja
os acidentes com v́ıtimas, desde que se saiba as reais
caracteŕısticas do fluxo de véıculos nas vias e também
sobre os acidentes ocorridos.
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cada, Ed., 1996.

[10] M. J. Zaki J. Wagner Meira, Data Mining and Analysis: Fun-
damental Concepts and Algorithms. New York, NY, USA:
Cambridge University Press, 2014.

[11] R. Larson, B. Farber, C. tradução técnica Patarra, Estat́ıstica
aplicada. Prentice Hall, 2004.

[12] G. F. d. M. Claude, “Previsão da ocorrência de acidentes
de trânsito em interseções de vias arteriais urbanas: o caso
de Taguatinga – Distrito Federal,” Dissertação, Mestrado em
Transportes, Universidade de Braśılia, Braśılia, Maio 2012.
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ubc.ca/˜murphyk/Software/bnsoft.html

[24] Jbnc, “Modelos bayesianos,” 2014. [Online]. Dispońıvel em:
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http://www.cs.waikato.ac.nz/

[26] P. Dagum M. Luby, “Approximating probabilistic inference in
bayesian belief networks is np-hard,” Artif. Intell., vol. 60,
no. 1, pp. 141–153, Mar. 1993. [Online]. Dispońıvel em:
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http://www.datapoa.com.br/dataset/acidentes-de-transito/
resource/a027ffcb-dcbe-46df-b6b7-b8ba69ee1559

[32] G. Cardoso, “Modelos para previsão de acidentes de trânsito
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Apêndice

Apêndice A:

Tabela X: Convenção dos atributos

Atributos Originais Convenção

ID ignorado

LOG1 utilizado na classificação

LOG2 utilizado na classificação

PREDIAL1 ignorado

LOCAL utilizado na classificação

TIPO ACID ignorado

LOCAL VIA ignorado

DATA HORA ignorado

DIA SEM utilizado na classificação

FERIDOS utilizado na classificação (YES ou NO)

MORTES ignorado

MORTE POST ignorado

FATAIS utilizado na classificação (YES ou NO)

AUTO ignorado

TAXI ignorado

LOTACAO ignorado

ONIBUS URB ignorado

ONIBUS INT ignorado

CAMINHAO ignorado

MOTO ignorado

CARROCA ignorado

BICICLETA ignorado

OUTRO ignorado

TEMPO utilizado na classificação

NOITE DIA utilizado na classificação

FONTE ignorado

BOLETIM ignorado

REGIAO utilizado na classificação

DIA ignorado

MES ignorado

ANO ignorado

FX HORA ignorado

CONT ACID ignorado

CONT VIT ignorado

UPS ignorado

LATITUDE utilizado apenas para identificar

locais para instalação dos sensores

LONGITUDE utilizado apenas para identificar

locais para instalação dos sensores
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