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Ozet

Bu ¢alismada bir akarsu havzasinda takibi yapilan askida kat madde (AKM) konsantrasyonu kapsammda, mansap verilerinden
memba degerlerinin tahmin edilebilirligi hem regresyon analizinin dogrusal, iis, iistel ve kuadratik fonksiyonlara uygulanmasi hem de
yapay sinir aglart (YSA) yontemi ile arastiridmistir. Kullamilan veriler Sera Deresi Havzasi 'nda (Trabzon) segilen sekiz gézlem
istasyonunda Haziran 2019-Mart 2020 doneminde 40 kez gergeklestirilen drnekleme ¢alismalart kapsanmunda elde edilmis AKM
verileridir. /stasyonlar memba (ilk dérdii) ve mansap (son dordii) olarak iki gruba ayrilmistir. Mansap verilerinin %50 si (iki istasyon)
egitim, %25°i (bir istasyon) dogrulama ve kalan %25°i (bir istasyon) test asamasinda kullanilmistir. Farkli bagimsiz degisken
kombinasyonlarina sahip iki model olusturulmusg olup ilk modelde (M1) sadece AKM verileri, diger modelde (M2) ise AKM verilerinin
yant swra ornekleme tarihlerine ait ay ve hafta bilgileri sayisallagtirilmis ve kullamilmistir. Modellerin ve yontemlerin tahmin
performanslarinin degerlendirilmesinde ortalama karesel hatanmin karekokii, ortalama mutlak hata ve Nash-Sutcliffe (NS) verimlilik
katsayisi olmak iizere ti¢ farkli istatistik kullanilmigtir. Regresyon analizinde en iyi tahmin sonuglart iis fonksiyondan elde edilmis olup
YSA yonteminin regresyon analizine kiyasla daha iyi sonuglar verdigi belirlenmistir. Her iki yontemde de M2 genel olarak daha iyi bir
performans gostermistir. YSA yonteminde M1 ve M2 den hesap edilen NS verimlilik katsayilar egitim veri seti i¢in sirastyla 0.980 ve
0.997 ve test veri seti i¢in ise 0.978 ve 0.978 olarak hesaplanmigtir. Bu degerler ile AKM modelleme ¢alismalarinda, gergek verilerin
ait oldugu tarih bilgilerinin bagimsiz degisken olarak kullanimimnin model performansini olumlu etkileyecegi anlasimistir. Bu ¢calisma
kapsaminda, akarsu havzalarmin mansap tarafi AKM verilerinden memba tarafi AKM degerlerinin basarili bir sekilde tahmin
edilebilecegi sonucuna ulagilmistir.
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Estimation of Total Suspended Solids Concentration in Streams Using Regression
and Artificial Neural Networks Methods

Abstract

In this study considering total suspended solids (TSS) parameter monitored in a stream watershed, the predictability of upstream values
from downstream data was investigated using regression analysis, which were applied to linear, power, exponential, and quadratic
functions, and artificial neural networks (ANNs) method. The data were obtained within the scope of sampling studies carried out 40
times between June 2019 and March 2020 at eight monitoring stations selected in the Sera Stream Watershed (Trabzon). The
monitoring stations were divided into two groups as upstream, the first four, and downstream, the last four, stations. Half of
downstream data (two stations) was used for training, a quarter (one station) for validation, and the rest (one station) for testing. Two
models with different combinations of independent variables were established. In the first model (M1), only the TSS values, and in the
other model (M2), the month and week information of the sampling dates were digitized and used as independent variables, in addition
to the TSS values. Root mean square error, mean absolute error, and Nash-Sutcliffe (NS) efficiency coefficient statistics were used to
evaluate the model and method performances. Compared to other functions, the power one had the best estimation results in the
regression analysis. On the other hand, the ANNs method gave better results than the regression analysis. In both methods, M2
performed better overall. In the ANNs method, the NS efficiency coefficients obtained from M1 and M2 were calculated as 0.980 and
0.997, respectively, for the training, and 0.978 and 0.978, respectively, for the testing data sets. Considering the efficiency values, it
has been understood that the use of date information as an independent variable will positively affect the model performance in the
stream TSS modeling studies. Within the scope of this study, it has been concluded that upstream TSS values can be successfully
estimated from downstream TSS data in stream watersheds.
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Regresyon ve Yapay Sinir Aglar Yéntemleri ile Akarsularda Askida Kati Madde Konsantrasyonunun Tahmini

1. Giris

Askida katt madde (AKM) birgok akarsuda toplam kat1 maddenin %75-95lik kismini1 olusturmaktadir (Yang 1996; Ulke
vd. 2011). Tagmman AKM danelerinin akarsuyun tagima kapasitesinin azaldig1 yerlerde ¢okelip birikmesi; akarsularin
tasima kapasitelerinin azalmasi, sulama ve drenaj kanal kesitlerinin daralmasi, liman ve rezervuarlarin dolmasi, tagkin ve
yiikksek kamu maliyeti gibi ciddi sorunlar olusturabilmektedir. Akarsularda taskin ve erozyon kontroli, kirliligin
azaltilmasi, canli yagsaminin iyilestirilmesi, hidroelektrik tesislerde su alma yapilarinin boyutlandirilmasi, toprak ve su
kaynaklarmin gelistirilmesi amaciyla yapilan projelerin etkinligini artirmak i¢in yapilacak olan ¢aligmalarda ilgili akarsu
tarafindan taginan AKM miktarinin bilinmesi 6nem arz etmektedir (Mete vd. 2022).

AKM’nin belirlenmesinde en giivenilir yontem dogrudan 6l¢iim olsa da akarsularda istenen kesitlerde 6lgiim
istasyonlar1 kurmak ve yeterince uzun bir siire veri toplamak zahmetli ve masraflidir. Ulkemizde yiizey sularimin sediment
tasima Ozellikleri ile ilgili uluslararasi standartlarla uyumlu sistematik veri toplamasina 1961 yilinda Devlet Su Isleri
(DSI) ve Elektrik Isleri Etiit idaresi (EIE) Genel Miidiirliikleri tarafindan bir istasyon ile baglanmistir. Sediment
gdzlemleri 2017 yil1 itibariyle 155 istasyonda siirdiiriilmiistiir (DSI 2017). Ulkemiz akarsu ag1 goz oniine alindiginda bu
sayimnin yeterli olmadigi ve her bir akarsu havzasinda da dl¢iim verisine sahip olunmadigi bilinmektedir. AKM’nin
belirlenmesi i¢in literatiirde yer alan formiillerin ise elde edildikleri kosullara benzer durumlar i¢in gegerli olmalar
arastirmacilart AKM’yi tahmin etmeye yonelik ¢alismalara yonlendirmistir.

Bayram vd. (2012), Harsit Cay1 Havzasi’nda (Giimiishane) AKM konsantrasyonunu yapay sinir aglari (YSA) ve
regresyon analizi yontemlerini kullanarak tahmin etmislerdir. Calismada ana kol iizerinde segilen alti gozlem
istasyonundan elde ettikleri AKM konsantrasyonu ve bulamiklik verilerini kullanmiglardir. AKM konsantrasyonu
tahmininde bulaniklik verilerin kullanilabilir oldugunu ve YSA yonteminin kabul edilebilir sonuglar verdigini tespit
etmiglerdir. Kisi vd. (2012), yapay ar1 kolonisi (YAK) algoritmasi ile YSA yonteminin giinlik debi ve AKM
konsantrasyonu iligkisini modelleme performansini aragtirmiglardir. YSA-Y AK model dogrulugunu, Kisi (2005) ve Kisi
(2010) tarafindan aymi istasyonlarda ve ayni zaman diliminde gerceklestirilen caligmalardan elde edilen sinirsel
diferansiyel evrim, uyarlanabilir sinirsel bulanik yaklagim, YSA ve sediment anahtar egrisi yontemleri ile
karsilastirmiglardir. YSA-YAK modelinin genel olarak diger yontemlerden daha iyi performans gosterdigini tespit
etmistir. Zounemat-Kermani vd. (2016), YSA, destek vektor regresyon, ¢coklu dogrusal regresyon ve sediment anahtar
egrisi yontemleri ile AKM konsantrasyonlarini tahmin etmislerdir. Calismada Biiylik Francis, Cristina ve Kootenali
nehirleri (Amerika) iizerinde yer alan {i¢ istasyona ait sekiz yillik AKM ve debi verilerini kullanmislardir. YSA ve destek
vektor regresyon yontemlerinin geleneksel yontemlere kiyasla %15-23 daha yiiksek performans gésterdigini tespit
etmiglerdir. Sari vd. (2017), AKM konsantrasyonu tahmininde YSA yonteminin kullanilabilirligini aragtirmiglardir.
Calisgmada Taboao Nehri’'nde (Brezilya) belirledikleri bir istasyonda Haziran 2013-Ekim 2015 tarihleri arasinda
gerceklestirdikleri toplam 59 ¢aligma sonucunda elde ettikleri su seviyesi, bulaniklik ve AKM verilerini kullanmiglardir.
YSA yonteminin AKM konsantrasyonu tahmininde veri sayisinin ¢ok fazla olmadigi durumlarda da basarili sonuglar
verdigini belirlemislerdir. Yadav vd. (2018), sediment anahtar egrisi, coklu dogrusal regresyon ve YSA yontemlerini
kullanarak Mahanadi Havzasi’nda (Hindistan) AKM verimini tahmin etmislerdir. Caligmada, havzanin mansabinda yer
alan Tikarapara gozlem istasyonuna ait 1989-2004 yillari arasi aylik yagis, hava sicakligi ve debi verilerini kullanarak
yedi model olusturmusglardir. Debi ve yagis verilerinin girdi parametresi olarak kullanildigr modelin diger modellere gore
daha yiiksek performansa sahip oldugunu ve YSA yonteminin sediment anahtar egrisi ve ¢oklu dogrusal regresyon
yontemlerine gore daha basarili sonuglar verdigini tespit etmiglerdir. Gaur vd. (2021), YSA yontemini kullanarak Ganj
Nehri’nde (Hindistan) AKM yiikiiniin tahmin edilebilirligini arastirmiglardir. Havzadaki iki istasyona ait Nisan 2001-
Mart 2010 yillar1 aras1 giinlik AKM yiikii, yagis, nehir seviyesi, su derinligi ve nehir yatak seviyesi verilerini kullanarak
alt1 model olusturmuslardir. Memba istasyonuna ait veriler kullanilarak mansap istasyonu AKM yiikiiniin tahmininde
YSA yodnteminin basarili sonuglar verdigi sonucuna ulagsmiglardir.

Literatiir incelendiginde AKM konsantrasyonlarmin tahmin edilmesinde ¢esitli parametreler kullanildigt
goriilmektedir. Ulkemizde debi, AKM ve diger su kalitesi parametrelerinin takibinin es zamanh olarak yiiriitiildiigii
akarsular olduke¢a sinirlidir. Bu ¢alismada, siiriintii hareketinin yani sira yogun bir aski hareketinin oldugu Sera Deresi
Havzasi’'nda (Akgaabat-Trabzon) secilen sekiz AKM gozlem istasyonunda mansap istasyonlarina ait AKM
konsantrasyonlar1 kullanilarak memba istasyonlarindaki AKM degerlerinin tahmin edilebilirligi arastirilmistir. Gerek
membea istasyonlarina ulagimin giigliigii gerekse arazi kosullari sebebiyle arazi ¢aligmalari sirasinda karsilasilan zorluklar,
ulagimin ve Orneklemelerin nispeten kolay oldugu mansap istasyonlarindan memba istasyonlarma ait AKM
konsantrasyonlarinin tahmin edilmesi fikrini dogurmustur. lgili kesitlerde AKM konsantrasyonlarinin mevcut verilerle
ekonomik bir sekilde belirlenmesi ve literatiirdeki modelleme caligmalarinda sadece AKM ve zaman degiskenleri
kullanilarak gergeklestirilen caligmalara rastlanilmamasi bu calismanin motivasyonunu olusturmaktadir. Calismada
tahmin yontemi olarak AKM modelleme c¢alismalarinda etkinligi ispatlanmis olan YSA yontemi kullanilmistir. YSA
yonteminden elde edilen sonuglarin degerlendirilebilmesi i¢in regresyon analizi dort farkli fonksiyona uygulanmistir.
Cesitli istatistikler kullanilarak yontemlerin performanslar degerlendirilmistir.
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2. Materyal ve Metot

2.1. Caligma Alani ve Askida Kati Madde Verileri

Dogu Karadeniz Havzasi sinirlari igerisinde yer alan Trabzon, 4,664 km?’lik alana ve toplamda 816,684 kisilik niifusa
sahip bir sahil kentidir (TUIK 2022). Dogu Karadeniz ikliminin hakim oldugu Trabzon’da yillik ortalama yagis miktari
(828.90 mm) Tiirkiye ortalamasinin (573.40 mm) tizerindedir (MGM 2022a, 2022b). Trabzon il siirlar1 i¢erisinde kalan
Sera Deresi Havzasi (Sekil 1) 40°51'-40°54' kuzey enlemleri ile 39°37'-39°28' dogu boylamlari arasinda bulunmaktadir.
Drenaj alam yaklasik olarak 127 km?’dir (Mete 2020). Yiiksek egimli arazilere sahip olan havzada, orman, mera ve
tarimsal arazi olmak tizere li¢ farkli arazi kullanimi s6z konusudur. Havzanin ana akarsuyu Sera Deresi olup bu akarsu
Ugarsu, Kalayci, Zavurdiya ve Hocarat isimli yan kollar ile beslenmektedir. Havzada 1950 yilinda meydana gelen heyelan
sonucu olusan, 1,200 m uzunluga, 150 m ortalama genislige ve 20 m ortalama derinlige sahip ve sahilden yaklasik 3 km
iceride bulunan Sera Golii yer almaktadir (Beret 1955). Gol 2005 yilinda dogal koruma alani olarak belirlenmis ve
etrafindaki 94 ha’lik alan 2010 yilinda Tabiat Parki ilan edilmistir (URL-1 2010). Beseri faaliyetler, jeolojik yap1 ve egim
gibi 6zellikleri nedeniyle Sera Deresi Havzasi’nda yiiksek miktarda AKM taginimi s6z konusudur (Hacisalihoglu 1995).
Yogun aski ve siiriintii hareketinin mevcut oldugu havzada Sera Golii’nii korumak amacriyla tersip bentleri inga edilmistir.
Havzada 40° 57' 14.67" K-39° 36' 02.72" D koordinatlarinda DSI 22. Bolge Miidiirliigii tarafindan isletilmekte olan bir
adet akim gdzlem istasyonu bulunmakla beraber AKM takibinin yapildig1 herhangi bir istasyon s6z konusu degildir.

KARADENIZ
! Coruh Havzasi
‘ /| ;/,“‘ Q \ [ X ?%
Yesilirmak Havzasi A 4 53 |
N & 2 S:_é
K ‘ 2
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15 0 15 30km YegilmaloHayzast AKARSU
e AT A A U HAVZA SINIRI
"
1
.
1
’
’
K
% & Gol
~~ Akarsu
2,5 0 25 5km === Havza simn
®  Gozlem istasyonu

Sekil 1: Sera Deresi Havzasi ve askida kati madde gbzlem istasyonlari (Mete 2020)
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Calismada Sera Goli’'niin membainda yer alan tersip bentlerinin konumlar: dikkate alinarak belirlenen sekiz AKM
gbzlem istasyonunda (Sekil 1) Haziran 2019-Mart 2020 tarihleri arasinda haftalik periyotlarla su 6rnekleme ¢aligmalari
gerceklestirilmistir. Istasyonlardan su orneklerinin alinmasi sirasinda numune kaplari, icerisinde olas1 bir kalmt:
ihtimaline kars1 akarsuyun suyu ile iki kez ¢alkalanmustir. Belirlenen kesitlerde, numune kaplari su yiizeyinin 30-40 cm
asagisindan ve igerisinde hava kalmayacak sekilde doldurularak kapaklar: sikica kapatilmistir. AKM konsantrasyonlari
toplanan su 6rneklerinin laboratuvar ortaminda vakumlu filtrasyon seti ve gdzenek boyutu 1.2 um olan cam elyaf filtreler
kullanilarak gerceklestirilen filtrasyon igslemi sonucunda belirlenmistir. Cam elyaf filtre kagitlar1 kullanilmadan 6nce
0.0001 mg hassasiyetle tartim yapabilen analitik hassas terazi ile tartilmis ve filtre edecegi numune ile ayni olacak sekilde
adlandirilmistir. Filtrasyon isleminden sonra cam elyaf filtre kagitlar etiivde 105 °C’de kurutulup sogutulduktan sonra
tekrar tartilmistir. AKM konsantrasyonlart her bir numune igin son agirliktan ilk agirlik ¢ikarilarak elde edilen farkin
ornek hacmine boliinmesi ile elde edilmistir.

Modelleme ¢aligmalarinda toplam 320 adet AKM (mg/L) verisi kullanilmistir. AKM gozlem istasyonlar: kendi
igerisinde memba (S1, S2, S3 ve S4) ve mansap (S5, S6, S7 ve S8) olacak sekilde iki gruba ayrilmis ve mansap istasyonlari
AKM verilerinden memba istasyonlar1 AKM degerleri tahmin edilmistir. Asir1 yagis sebebiyle ulagilamayan S3
istasyonunda bir adet ve arazi kosullar1 sebebiyle 6rnekleme ¢aligmalarina ancak yedinci ¢aligma itibariyle baglanabilen
S6 istasyonunda alt1 adet olmak iizere toplamda yedi adet AKM (mg/L) verisi eksiktir. S6z konusu veriler istasyonlar ile
en yiiksek korelasyon gosteren gozlem istasyonlarina ait veriler kullanilarak gergeklestirilen regresyon analizleri
sonucunda tamamlanmustir. AKM takibinin yapildigi istasyonlarin konum bilgileri Tablo 1’de verilmektedir.

Tablo 1: Sera Deresi Havzasi AKM gézlem istasyonlar konum ve ylikseklik bilgileri (Mete 2020)

Istasyonlar Kuzey Dogu Yiikseklik (m)
S1 40°55'15.84" 39°35'21.50" 299
S2 40°56'10.56" 39°36'16.14" 214
S3 (Yan kol) 40°56'11.28" 39°36'23.37" 204
S4 40°56'18.04" 39°36'14.79" 201
S5 40°57"22.65" 39°35'59.22" 134
S6 40°57'57.38" 39°36'04.99" 120
S7 40°58'12.37" 39°36'05.27" 116
S8 (Gol giris) 40°58'37.13" 39°36'23.82" 109

2.2. Regresyon Analizi

Regresyon, bir bagimli degisken ile iki ya da daha fazla sayidaki bagimsiz degisken arasindaki iliskiyi tahmin etmek
amactyla kullanilan istatistiksel bir yontemdir. Bu degiskenler arasindaki iliskiyi gdsteren matematiksel ifadeler
regresyon denklemi olarak adlandirilmaktadir (Bayazit ve Yegen Oguz 2005). Bagimli degiskenin degerini en iyi sekilde
tahmin eden regresyon denkleminin belirlenmesine de regresyon analizi denilmektedir (Bayazit 1981). Calisma
kapsaminda dogrusal, s, tistel ve kuadratik olmak {izere toplam dort fonksiyon (yp, yu, Ye Ve yk) kullanilmis ve Esitlik
1-4 ile hesaplanmustir.

Vp = Wo + WiXq + WXy + Wixs + -+ Wy X, Q)

- Wi, W2, W3 Wy Wn
Yo = WoXy Xy " X37X, Xy (2

Ve = Wo + exp(wy + WXy + WaXy + o0+ Wy Xy) 3)

Yk = Wo + WiXxq + WXy + o+ WXy Xy + WXy X3 + o0+ Wi X2 + WipXZ 4o 4 wygx? 4)
Bu esitliklerde AKM konsantrasyonlarini y, agirliklart w ve bagimsiz degiskenleri ise x temsil etmektedir.
2.3. Yapay Sinir Aglan

YSA, insan beyin yapisindan esinlenerek yapay sinir hiicrelerinin farkli baglanti geometrileriyle birbirine baglandigi
karmagik sistemler olarak tanimlanmaktadir (Kohonen 1988). Girdi ve ¢ikt1 veri kiimeleri arasindaki karmagik ve dogrusal
olmayan iliskileri tanimlayabilen YSA, egitim ve 6grenme siireclerine dayali ¢ikt1 degerlerini tahmin edebilen esnek
matematiksel yapilardir (Tachi vd. 2016). Bir YSA noron ad1 verilen bir¢ok iglem biriminden olusur. Noronlar genelde
katman denilen mantiksal gruplar i¢inde yer alir. YSA mimarisi (Sekil 2) girdi katmani, ara katmanlar ve ¢ikt1 katmani
olmak iizere ii¢ ya da daha ¢ok katmandan olusan hiyerarsik bir yapiya sahiptir. Cok katmanli bir agda ara katman sayis1
birden fazla olabilmektedir (Zounemat-Kermani vd. 2016).
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Sekil 2: Yapay sinir agi mimarisi

2.4. Askida Kati Madde Model Uygulamalari

AKM konsantrasyonunun modellenmesinde arastirmacilar sediment anahtar egrisi (Sadeghi vd. 2008; Isik 2013),
regresyon analizi (Singh vd. 2018; Bayram vd. 2014), YSA (Atieh vd. 2015; Sari vd. 2017) bulanik mantik ve bulanik
cikarim (Wieprecht vd. 2013; Kisi ve Zounemat-Kermani 2016) ve hibrit yaklagimlar (Guo vd. 2021; Samantaray ve
Sahoo 2021) gibi yontemler ve debi, AKM, Fe, Cr, elektriksel iletkenlik, bulaniklik, akarsu seviyesi, yagis gibi ¢esitli
parametreler kullanmiglardir. Literatiir incelendiginde en ¢ok kullanilan parametrelerin debi ve AKM konsantrasyonu
oldugu goriilmiistiir. Bu c¢alismada sadece bir istasyonda mevcut olmasi sebebiyle debi bagimsiz degisken olarak
kullanilamamustir. Kendi igerisinde memba (S1, S2, S3 ve S4) ve mansap (S5, S6, S7 ve S8) olarak gruplandirilan
istasyonlarin, egitim veri setinde ikisi girdi (S5 ve S6) ve ikisi ¢ikt1 (S1 ve S2), dogrulama veri setinde biri girdi (S7) ve
biri ¢ikt1 (S3), ve test veri setinde biri girdi (S8) ve biri ¢ikt1 (S4) olacak sekilde eslestirilmistir. Caligmada girdi
parametresi olarak AKM verilerinin yani sira 6rnekleme tarih bilgileri de kullanilmigtir. Orneklemenin yapildigi aylar
(¢alismanin kaginci ayda yapildigi) ve haftalar (caligmanin ilgili ay igerisindeki kagine1 hafta yapildigr) sayisallagtirilarak
modellere bagimsiz degisken olarak dahil edilmisti. AKM konsantrasyonu tahmininde tarih bilgilerinin tahmin
performanslarina olan etkisini belirleyebilmek icin iki farkli model olusturulmustur. Modellerde kullanilan degiskenler
ile girdi istasyonlarina karsilik gelen ¢ikti istasyonlarina ait bilgiler Tablo 2’de, ¢alismada kullanilan modellerin bagimsiz
degiskenleri ise Tablo 3’te verilmektedir.

Tablo 2: Egitim, dogrulama ve test veri setleri icin askida kati madde model girdi ve ¢iktilari

Model Veri Seti

Egitim Test
S5 S1
M1 + .I + @ '
S6 S2
S5 S1
M2 g @ "
S6 S2

A: calismanin gergeklestirildigi ayin sayisal degeri
H: ¢aligmanin gerceklestirildigi haftanin sayisal degeri

129



Regresyon ve Yapay Sinir Aglar Yéntemleri ile Akarsularda Askida Kati Madde Konsantrasyonunun Tahmini

Tablo 3: Askida kati madde tahmin modelleri

Model Bagimsiz Degisken
M1 AKM
M2 AKM A H

Caligmada her bir istasyon i¢in 40, toplamda 320 AKM verisi kullanilmistir. Tahminler 160 adet girdi ve 160 adet ¢ikti
verisi lizerinden gergeklestirilmistir. Memba ve mansap istasyonlarina ait AKM verilerinin 80’1 (%50’si) egitim, 40’1
(%25°1) dogrulama ve geri kalan 40’1 (%25°1) test asamasinda kullanilmigtir. Veriler egitim, dogrulama ve test gruplarina
ayirtlirken tiim u¢ durumlarin egitim veri seti igerinde kalmasina dikkat edilmistir. Veri setlerine ait temel istatistikler
Tablo 4’te verilmektedir.

Tablo 4: Askida kati madde (mg/L) verilerine ait temel istatistikler

Veri seti Min Ort Mak SS
Egitim 0.17 90.67 4,144.90 420.01
Dogrulama 1.17 100.11 2,109.83 363.85
Test 0.17 74.26 2,302.50 311.88
Tiimii 0.17 88.93 4,144.90 381.71

SS: Standart sapma

Veri setlerindeki ug degerlerin modellemesini kolaylagtirmak, farkli boyutlarin etkisini en aza indirmek ve daha etkili
sonuglar elde etmek igin tiim veriler Esitlik 5 kullanilarak normalize edilmistir (Gulbag vd. 2008; Partovian vd. 2016).

_ Olgiim degeri—En kiigiik deger

®)

L biylik deger—En kiiciik deger

Bu esitlikte X, normalize degeri ifade etmektedir. Bu ¢alismada a ve b katsayilari sirasiyla 0.8 ve 0.1 olarak secilmistir.
Boylece modellemede kullanilan tiim veriler 0.1 ile 0.9 arasinda normalize edilmistir.

2.5. Model Tahmin Performanslarinin Karsilastiriimasi
Kullanilan yontemlerin ve kurulan modellerin tahmin performanslarinin karsilastirilmasinda ortalama karesel hatanin

karekokii (OKHK), ortalama mutlak hata (OMH) ve Nash-Sutcliffe (NS) verimlilik katsayisi istatistikleri dikkate alinmig
ve Esitlik 6-8 kullanilarak hesaplanmistir.

OKHK = \/;zﬁl(yi — yd;)? (6)

OMH =~ %I, |(y; — ydy)| Y
_ 4 I Gimyd?

NS =1 I, 0i=y)? ©

Bu esitliklerde veri sayisim N, dlgiim degerlerini Vi, tahmin degerlerini yd; ve dlgiim degerlerinin ortalamasini y temsil
etmektedir.

3. Bulgular ve Tartisma

Bu ¢alismada Sera Deresi Havzasi’nda AKM konsantrasyonlarinin tahmin edilebilirliginin arastirilmas igin regresyon ve
YSA yontemleri kullamlmugtir. Ik olarak egitim veri seti {izerinde IBM SPSS Statistics 26 progranu ile regresyon
analizleri gergeklestirilmistir. Analizde kullanilan dogrusal, iis, iistel ve kuadratik fonksiyonlara (DF, UF, EF ve KF) ait
agirliklar (Tablo 5) belirlendikten sonra bu agirliklar fonksiyonlarda yerlerine konarak dogrulama ve test veri setleri igin
model tahmin sonuglar1 hesaplanmistir. Daha sonra veri setlerine YSA yontemi uygulanmis ve her veri seti igin hata
degerleri belirlenmistir. YSA yontemi i¢in Matlab2020a programindan faydalanilmistir. Yontemlerin egitim, dogrulama
ve test veri setleri igin gergeklestirdigi tahmin sonuglari ile dl¢iim degerleri arasinda hesaplanan performans istatistikleri
Tablo 6’da verilmektedir.
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Tablo 5: Dogrusal, is, lstel ve kuadratik fonksiyonlara ait agirliklar

Model  Fonksiyon  Agirlik

Wo W1 W2 W3 Wy W5 Weg Wy Wsg Wy
DF 0.005 0.948
M1 UF 0.933  0.963
EF -0.080 1.844 -0.998
KF -45.367 3.815 0.021
DF 0.015 -0.025 0.008 0.947
M2 UF 0.902 -0.091 0.065 0.955
EF -50.946 3931 0.000 0.000 0.018
KF -0.482 0542 -0.020 6.021 0.010 -5.734 0411 0.047 -0.036 -2.823
Tablo 6: Egitim, dogrulama ve test veri setleri performans istatistikleri
Model M1 M2
Veri Seti  Yontem OKHK OMH NS OKHK OMH NS
10° mg/L 10° mg/L 10% mg/L 10% mg/L
DF 0.144 0.036 0.751 0.142 0.040 0.756
g UF 0.143 0.037 0.753 0.141 0.043 0.762
::ch EF 0.144 0.036 0.750 0.143 0.040 0.755
H KF 0.132 0.037 0.789 0.036 0.019 0.984
YSA 0.013 0.007 0.980 0.015 0.011 0.997
- DF 0.343 0.087 0.304 0.341 0.090 0.313
§ UF 0.342 0.086 0.308 0.339 0.091 0.320
E EF 0.343 0.087 0.303 0.341 0.090 0.312
3 KF 0.325 0.081 0.376 0.309 0.079 0.434
A YSA 0.333 0.079 0.342 0.327 0.074 0.368
DF 0.094 0.028 0.869 0.093 0.032 0.871
- UF 0.094 0.027 0.868 0.093 0.034 0.871
E EF 0.094 0.028 0.868 0.093 0.032 0.870
KF 0.054 0.022 0.956 0.076 0.028 0.915
YSA 0.038 0.014 0.978 0.039 0.017 0.978

Regresyon analizinde her iki model i¢in en diigsiik OKHK ve OMH ile en yiiksek NS degerlerinin KF’den elde edilmesine
ragmen tahmin sonuglarindaki negatif deger sayisinin fazlalig1 model dogrulugunu etkilemektedir. UF’nin negatif tahmin
sayisinin KF’ye kiyasla daha az olmasinin yani sira diisik OKHK ve OMH ile yiiksek NS degerlerine sahip olmasi
sebebiyle de diger fonksiyonlara gore daha basarili oldugu belirlenmistir. YSA ve UF’ye ait performans istatistikleri
karsilastirildiginda her iki model igin de daha diisiik OKHK ve OMH ile daha yiiksek NS degerlerinin YSA y6nteminden
elde edildigi tespit edilmistir. YSA yontemi tahmin sonuglarinda negatif degerlerin olmamasi yontemin daha dogru
sonuclar verdigini destekler niteliktedir. Olgiim verileri ile her iki model i¢in YSA yonteminden elde edilen tahmin
degerleri logaritmik zaman serisi grafigi ile Sekil 3 te verilmektedir.

10* | E— T Tahmin (M1) Tahmin (M2)

103
ER TYNTRPYY Y b A
g UML : LA A L AN = / AW
o WA, Wb g Vi A { (-
% N J W V‘v ‘ \ "v V‘V’ “' \\\.’ \ “} 'v\'\‘\’

N 0
10!

1 11 21 31 41 51 61 71 81 91 101 111 121 131 141 151

Sekil 3: Askida kati madde 6l¢ciim verileri ile YSA yénteminden elde edilen tahmin degerlerine ait logaritmik zaman
serileri (Haziran 2019-Mart 2020)
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YSA yonteminde M1°e ait NS degerleri egitim, dogrulama ve test veri setleri igin sirasiyla 0.980, 0.342 ve 0.978 olarak
hesaplanmigtir. M2 igin bu degerler sirastyla 0.997, 0.368 ve 0.978°dir. Modellerin test veri seti i¢in ayni NS degerine
sahip olmasina karsin egitim ve dogrulama veri setleri icin M2 daha yiiksek performans gostermistir. Ol¢iim verileri ile
UF ve YSA yontemlerinden elde edilen tahmin degerleri sagilim grafikleri M1 igin Sekil 4 ve M2 igin Sekil 5’te

verilmektedir.
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Sekil 4: Askida kati madde 6lgiim verileri ile Model 1’in (a) regresyon analizi ve (b) YSA tahmin degerlerinin
karsilastiriimasi
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Sekil 5: Askida kati madde &lgiim verileri ile Model 2’nin (a) regresyon analizi ve (b) YSA tahmin degerlerinin
karsilastiriimasi

Sacilim grafiklerindeki dagiliminin 45°’lik egim ¢izgisine yaklagmasi tahmin degerleri ile 6l¢iim verilerinin birbirine
yakin oldugunu gostermektedir. Ayrica, bu ¢izgi lizerindeki noktalarda OKHK ve OMH degerleri sifirdir (Bayram ve
Kankal 2015; Kushwaha ve Kumar 2017). Modellerin egitim, dogrulama ve test veri setleri i¢in hazirlanmig olan
karsilastirmali sagihim grafikleri (Sekil 4 ve 5) incelendiginde YSA yonteminde 6zellikle yiiksek degerlerdeki sagilimlarin
45°’lik egim ¢izgisine daha yakin oldugu goriilmektedir. Verilerin biiyiik bir ¢ogunlugu ¢izgi lizerinde dagilmaktadir.
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Heddam (2016) herhangi bir su kalitesi parametresi kullanmaksizin sadece 6rneklemenin gergeklestirildigi tarih (yil, ay,
giin ve saat) verilerini (toplamda 11,730 adet) girdi parametresi olarak kullanarak saatlik ¢oziinmils oksijen
konsantrasyonlarini tahmin etmeye yonelik bir ¢aligma gergeklestirmistir. Test asamasinda g6zlem verileri ile tahmin
degerleri arasindaki korelasyonu radyal tabanli fonksiyon sinir ag1 ve ¢oklu dogrusal regresyon yontemleri i¢in sirastyla
0.970 ve 0.654 olarak hesaplamistir. Sonuglar modelleme ¢alismalarinda gézlem tarihine ait bilgilerin kullanilabilir
oldugunu gostermektedir. Kisith su kalitesi degiskeni verisi igeren akarsu havzalarinda gergeklestirilecek AKM tahmin
calismalarinda kurulacak modellere goézlem tarihi verilerinin dahil edilmesinin tahmin sonuglarini olumlu yonde
etkileyebilecegi distiniilmektedir. Bu c¢alismada her iki yontemde de ornekleme tarihine ait ay ve hafta bilgilerinin
sayisallagtirilarak dahil edilmesiyle olusturulan M2’nin M1’e kiyasla genel olarak daha iyi sonuglar verdigi tespit
edilmistir. M2’nin test asamasinda Sl¢iim verileri ile tahmin degerleri arasindaki Pearson korelasyon katsayilar1 UF ve
YSA yontemleri i¢in sirasiyla 0.992 ve 0.989 olarak hesaplanmistir. Bu durum tarih verilerinin AKM tahmin
¢aligmalarinda da kullanilabilecegini destekler niteliktedir.

4. Sonuglar

Bu caligmada, Sera Deresi Havzasi’nda (Trabzon) takibi yapilmis askida kati madde (AKM) konsantrasyonlarinin tahmin
edilebilirligi arastirilmigtir. Havzada Haziran 2019-Mart 2020 déneminde ayda dort kez olacak sekilde AKM takibinin
yapildig1 sekiz gozlem istasyonu konumlarina gére memba ve mansap olmak iizere iki gruba ayrilmistir. Mansap
istasyonlarina ait AKM ve ornekleme tarihlerine ait sayisallastirilmis ay (A) ve hafta (H) verileri kullanilarak mansap
istasyonlarina kiyasla daha uzak ve gesitli donemlerde ulagimin zor oldugu memba istasyonlarinda AKM degerlerinin
mevcut verilerle ekonomik bir sekilde tahmin edilmesi amaglanmistir. Sadece AKM konsantrasyonlar: (M1) ve AKM
konsantrasyonlarinin yani sira A ve H verileri de (M2) kullanilarak olusturulan modellere regresyon analizi ve yapay sinir
aglar1 (YSA) yontemleri uygulanmistir. Regresyon analizinde dogrusal (DF), iis (UF), iistel (EF) ve kuadratik (KF) olmak
iizere dort farkli fonksiyon kullanilmigtir. Yontem ve modellerin AKM konsantrasyonu tahmin bagarilarinin
belirlenmesinde ortalama karesel hatanin karekokii (OKHK), ortalama mutlak hata (OMH) ve Nash-Sutcliffe (NS)
verimlilik katsayis1 performans istatistikleri kullanilmstir. Elde edilen sonug¢lar maddeler halinde asagida verilmektedir.

e Regresyon analizinde en basarili konsantrasyon tahmini UF’den elde edilmistir. UF’ye gore daha diisiik OKHK ve
OMH ile daha yiiksek NS degerlerine sahip olan KF’nin tahmin sonuglarindaki negatif degerlerin model dogrulugunu
olumsuz etkiledigi belirlenmistir. Performans istatistikleri YSA yonteminin UF’den de daha iyi tahminler yaptigin
ortaya koymustur.

e Regresyon analizinde en iyi performans istatistikleri egitim ve dogrulama veri setlerinde M2’den, test veri setinde
M1’den elde edilmis olup YSA yonteminde ise tiim veri setleri icin M2’den elde edilmistir. Girdi parametresi olarak
sadece AKM konsantrasyonunun kullanildigi M1 ile AKM’nin yam sira A ve H parametrelerinin de dahil edildigi
M2’ye ait tahmin performanslari karsilastirildiginda dahil edilen parametrelerin tahmin performansini artirdig: tespit
edilmistir.

o Cesitli sebeplerle AKM takibinin yapilamadig istasyon ya da tarihlerdeki degerlerin mansap istasyonlarina ait veriler
kullanilarak giivenilir, hizli ve ekonomik bir sekilde tahmin edilebilecegi belirlenmistir.

e Yapilan galisma AKM konsantrasyonlarinin tahmininde sinirli veri ile de dogru sonuglar elde edilebilecegini
gostermektedir. Yine de daha uzun sireli veri setlerinin kullanilmasinin sonuglari olumlu yonde etkileyecegi
diistiniilmektedir. Membadaki AKM konsantrasyonlar1 havzadaki yogun kati madde hareketine karsi alinacak
onlemler ve mevcut akarsu diizenleme yapilarinin iglevselligi i¢in 6nem arz etmektedir. Calismanin kisitli veri igeren
akarsu havzalarinda gerceklestirilecek caligmalarda uygulanabilir oldugu ve ileride yapilmasi muhtemel ¢aligmalar
icin altlik olusturacag diisliniilmektedir.

e (Caligmada regresyon analizi ve YSA yoOntemleri kullanilmistir. Gelecek caligmalar i¢in bu yontemlere ek olarak
literatiirde AKM modelleme ¢aligmalarinda yiiksek performansa sahip oldugu ifade edilen uyarlamali ag tabanl
bulanik ¢ikarim sistemi, bulanik mantik, sinirsel diferansiyel evrim ve hibrit sinir ag1 gibi yontemler uygulanarak
tahmin performanslari karsilastirilmasi 6nerilmektedir.
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