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Аннотация 

В данной работе представлены основные аспекты применения искусственного интел-
лекта в офтальмологии для диагностики и лечения глазных заболеваний на примере зада-
чи семантической сегментации изображений глазного дна. Проведено сравнение класси-
ческого подхода к семантической сегментации на основе текстурных признаков и предла-
гаемого подхода на основе нейронных сетей. Сформулированы основные проблемы при-
менения нейросетевого подхода в биомедицине. Предложен способ выделения оптималь-
ной зоны лазерного воздействия для проведения операции лазерной коагуляции на основе 
применения двух нейронных сетей. Первая сеть применялась для выделения анатомиче-
ских объектов на глазном дне, а вторая – для выделения зоны макулярного отёка. Резуль-
тат формировался из области отёка с учётом расположения на ней анатомических объек-
тов. Был проведён сравнительный анализ нескольких архитектур нейронных сетей для 
решения задачи выделения области отёка. Лучшие результаты выделения зоны отёка по-
казала нейронная сеть архитектуры Unet++. 
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Введение 

В последнее время внедрение искусственного ин-
теллекта, современных информационных технологий 
цифровой медицины в практику здравоохранения 
стремительно меняет способы диагностики и лече-
ния, формы взаимодействия врачей с пациентами и 
коллегами, организацию лечения и восстановления 
здоровья [1, 2]. Все чаще роботизированные системы 
используются для поддержки диагностики и лечения 
заболеваний [3]. Согласно Прогнозу научно-
технологического развития РФ на период до 2030 го-
да, перспективными направлениями научных иссле-
дований являются проектирование интеллектуальных 
систем поддержки медицинских решений, а также 
оказание услуг по анализу медицинских данных [4].  

Офтальмология остро нуждается в переходе на 
персонализированную медицину, которая позволила 
бы сделать качественный скачок в лечении глазных 
заболеваний [5]. Однако этот переход невозможен без 
разработки и внедрения принципиально новых ин-
теллектуальных методов анализа биомедицинских 
данных пациентов. 

Сахарный диабет признан одной из глобальных 
медико-социальных проблем современного общества. 

Среди его наиболее тяжёлых и распространённых 
осложнений – диабетическая ретинопатия [6, 7, 8]. 
Это заболевание стало одной из основных причин 
нарушения зрения вплоть до необратимой слепоты. 
При своевременном лечении потерю зрения можно 
предотвратить более чем в 50 % случаев [9 – 13]. 

Одним из эффективных способов лечения диабе-
тической ретинопатии является очаговая лазерная хи-
рургия – нанесение множества дозированных микро-
скопических ожогов (коагулятов) в области возник-
новения макулярного отёка, вызванного поражения-
ми мелких кровеносных сосудов сетчатки глаза [14, 
15, 16]. Эффективность такой процедуры зависит от 
опыта и квалификации конкретного хирурга-
офтальмолога и, в первую очередь, от точности рас-
становки им коагулятов. При подготовке к операции 
специалист совмещает данные оптической когерент-
ной томографии (ОКТ) и глазного дна пациента, на 
основании которых разрабатывает план лазерной коа-
гуляции поражённых участков сетчатки. Однако руч-
ная расстановка может быть весьма далёкой от опти-
мальной. Неравномерность расстановки точек прижи-
гания создаёт либо риск увеличения травматичности 
в зонах избыточной коагуляции, либо снижает эф-
фективность лечения на участках, где воздействие 
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было недостаточным. К тому же на планирование та-
кой операции уходит много времени. Для повышения 
скорости подготовки к операции и улучшения равно-
мерности расстановки зачастую используют стан-
дартные шаблоны – паттерны из нескольких коагуля-
тов, но добиться при этом соответствия индивиду-
альной форме отёка и расположению сосудов стано-
вится невозможно. 

Современные системы в основном полагаются на 
использование предустановленного шаблона для со-
здания карты фотокоагуляции [15, 16]. Из-за высокой 
изменчивости формы макулярного отёка и сосуди-
стой системы единая карта фотокоагуляции не может 
быть реализована с использованием стандартной 
схемы [15, 16]. Однако офтальмологу предварительно 
необходимо проанализировать состояние сетчатки и 
глазного дна, чтобы убедиться, что фотокоагуляты 
наносятся в допустимых зонах. С одной стороны, 
этот метод обеспечивает более эффективную ла-
зеркоагуляцию при правильно нанесённом паттерне, 
но с другой стороны, хирургу требуется дополни-
тельное время для анализа состояния сетчатки [17].  

Применение искусственного интеллекта позволит 
проводить высокоточное распознавание патологиче-
ских и анатомических структур глазного дна с целью 
формирования зон лазерного воздействия и персона-
лизированного плана оптимального расположения 
коагулятов в области диабетического макулярного 
отёка ДМО [18 – 21]. Фотокоагуляция будет прово-
диться исключительно в области поражённого участ-
ка глаза. Это увеличит качество лазерного лечения и 
объективной оценки объёма и локализации патологи-
ческих структур, позволяющей прогнозировать ре-
зультаты лечения и своевременно изменять тактику 
лечения диабетической ретинопатии ДР. По оценке 
врачей, внедрение такого подхода уменьшит вероят-
ность лазерных ожогов за границами отёка в 9 раз, 
существенно сократит время подготовки пациента к 
операции и в целом снизит риск появления послеопе-
рационных осложнений [16]. Оптимизированная ла-
зеркоагуляция обеспечивает максимально равномер-
ное воздействие лазерной энергии на пигментный 
эпителий поражённой сетчатки, что увеличивает без-
опасность лечения и его эффективность, а также поз-
воляет избежать применения более дорогостоящих 
методов лечения [22, 23]. 

1. Различные подходы к семантической 
сегментации 

В основе интеллектуальной системы лазерной фо-
токоагуляции сетчатки лежат методы автоматизации 
принятия решений для лечения диабетической рети-
нопатии, позволяющие реализовать персонализиро-
ванный подход к лечению диабетического макуляр-
ного отёка (ДМО). Для этого были использованы раз-
личные подходы семантической сегментации и новая 
методика нанесения коагулятов, учитывающая раз-

личные особенности расположения совокупности ко-
агулятов с учётом индивидуальных особенностей 
анатомических структур и границ отёка у конкретно-
го пациента. Для выделения анатомических и патоло-
гических зон исследовались и сравнивались два под-
хода семантической сегментации: текстурный и 
нейросетевой анализ. 

Текстурный анализ является классическим спосо-
бом сегментации, основанным на использовании тек-
стурных признаков. Данные признаки хорошо изучены 
и успешно применяются к самым разнообразным объ-
ектам исследования [24 – 26]. Однако анализ признаков 
требует больших вычислительных ресурсов, что за-
трудняет их внедрение в медицинскую практику. Кро-
ме того, текстурные признаки обладают недостаточной 
обобщаемостью для решения сложных задач. 

В текстурном анализе сегментация выполняется в 
несколько этапов [24]:  

1. Фрагментация изображения. 
2. Вычисление текстурных признаков для каждого 

фрагмента [25] (этот этап является наиболее 
длительным: вычисление небольшого набора из 
пары десятков признаков для одного изображе-
ния размера 1024×1024 пикселей может зани-
мать несколько часов при использовании совре-
менного многоядерного процессора). 

3. Классификация фрагментов на основе вычис-
ленных значений текстурных признаков (на дан-
ном этапе производится классификация одного 
из пикселей фрагмента изображения по вектору 
значений вычисленных текстурных признаков, 
чаще всего классификатор строится с использо-
ванием деревьев решений). 

Анализ полного набора текстурных признаков для 
сегментации изображений неэффективен, поэтому 
производится отбор признаков согласно индивиду-
альному критерию информативности дискриминант-
ного анализа.  

Второй подход использует методы машинного 
обучения на основе глубоких нейронных сетей. 

Применение нейросетевого подхода для решения 
задачи семантической сегментации изображений 
глазного дна обусловлено рядом причин. Нейросете-
вые алгоритмы обладают хорошей обобщающей спо-
собностью; являются более точными (превзошли лю-
бые другие подходы) во множестве задач интеллекту-
ального анализа данных; способны учитывать весь 
контекст изображения [27]. Однако их применимость 
ограничивается особенностями обучающего набора 
данных. Было выявлено, что применение нейронных 
сетей в биомедицине сопряжено с рядом специфич-
ных для этой области проблем: 

1. Чаще всего из-за соблюдения политик конфи-
денциальности и трудоёмкости процедуры раз-
метки, требующей высокой квалификации от 
специалиста, создать достаточно большой набор 
данных необходимого качества крайне затруд-
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нительно [28]. Влияние проблемы недостаточно-
го объёма данных можно нивелировать благода-
ря применению различных техник аугментации 
данных [29]. Так, в задачах, связанных с обра-
боткой биомедицинских изображений, особенно 
действенной оказывается эластичная аугмента-
ция данных [30]: поворот на случайный угол, от-
ражения, эластичная деформация. 

2. Другая проблема, свойственная биомедицин-
ским данным, – проблема выраженного дисба-
ланса классов, что является отличительной 
чертой [31]. Выборка содержит классы, кото-
рые на практике встречаются далеко не на 
всех изображениях сетчатки глаза, при этом 
относительная мощность этих классов чрезвы-
чайно мала. Эту особенность необходимо учи-
тывать при разработке алгоритма сегментации 
на основе нейронной сети. Решение задачи в 
случае, когда набор классов оказывается не-
сбалансированным, является нетривиальным, 
однако существуют алгоритмы, которые ниве-
лируют данную задачу [32, 33, 34]. 

3. Наиболее сложной проблемой является низкое 
качество маркировки данных [35], которое труд-
нее всего выявить и устранить на этапе обучения 
алгоритма. 

В ходе разработки интеллектуальной системы 
необходимо было предварительно решить целый ряд 
сопутствующих задач: 

1. Исследовать применимость различных нейрон-
ных сетей для решения задачи семантической 
сегментации изображений глазного дна. 

2. Определить факторы, которые необходимо учи-
тывать, чтобы получить качественную сегмента-
цию изображений глазного дна. 

3. Определить оптимальную архитектуру и гипер-
параметры нейронной сети. 

4. Выявить особенности набора данных, которые 
необходимо учитывать при разработке алгорит-
мов нейронной сети. 

Учитывая описанные выше особенности биомеди-
цинских данных, для применения нейросетевых алго-
ритмов первоочередной задачей стала подготовка 
данных: нивелирование проблем несбалансированно-
сти и малого объёма выборки. Совместное использо-
вание различных техник аугментации данных позво-
лило нам значительно расширить набор доступных 
изображений глазного дна, в результате чего мы по-
лучили более 5000 изображений. В ходе исследова-
ния для задачи семантической сегментации было 
адаптировано несколько различных архитектур 
нейронных сетей. 

В работе [36] нами были представлены сравни-
тельные исследования двух указанных подходов (тек-
стурный и нейросетевой) к семантической сегмента-
ции. Исследования показали, что нейронные сети 
превосходят текстурные признаки по точности. Более 

того, нейронные сети могут быть использованы для 
сегментации изображений глазного дна, которые бы-
ли получены при различных условиях съёмки, в от-
личие от текстурных признаков. Использование 
предварительно обученных нейронных сетей и их до-
полнительное обучение на небольшом наборе данных 
вместе с использованием алгоритма балансировки и 
методик аугментации позволило разработать доста-
точно точные алгоритмы семантической сегментации 
изображений глазного дна на основе небольшого 
набора данных. 

2. Нейросетевой подход для автоматического 
выделения оптимальной зоны лазерного 

воздействия 

Для формирования плана необходимо определять, 
какая зона может подвергаться обстрелу, а также ка-
кая зона является оптимальной, в том смысле, что за 
счёт исключения областей, нецелесообразных для 
воздействия, уменьшается воздействие на глазное 
дно, что должно способствовать повышению качества 
лечения. 

Для формирования зоны лазерного воздействия 
использовались две нейронные сети. Первая сеть 
позволяет выделять анатомические объекты на 
изображениях глазного дна. Вторая сеть – выделяет 
зону отёка. 

Алгоритм выделения оптимальной зоны лазерного 
воздействия состоит из 4 этапов: 

1. С использованием первой нейронной сети на изоб-
ражении выделяются анатомические объекты. 

2. С использованием второй нейронной сети на 
изображении выделяется зона отёка. 

3. Итоговые карты сегментации нейронной сети 
представляют собой вероятностное распределе-
ние, требующее постобработки. Поскольку дан-
ные карты выделяют область отёка или, говоря 
иначе, области лазерного воздействия, воздей-
ствие лазером на всю эту область – иррацио-
нально и опасно. В связи с этим по соображени-
ям безопасности из данной области убираются 
места, соответствующие объектам глазного дна – 
диск зрительного нерва, фовеа, сосуды, экссуда-
ты и лазеркоагуляты. 

4. Результирующая же маска оптимальной зоны 
лазерного воздействия получается из предвари-
тельной маски путём её обработки с использова-
нием морфологических функций эрозии и дила-
тации для уточнения границ макулярного отёка. 
А также обработки медианным фильтром для 
сглаживания неровностей маски. 

2.1. Архитектуры нейронных сетей 

Все используемые архитектуры нейронных сетей 
являются полносвёрточными нейронными сетями. 
Данный тип нейронных сетей лучше всего подходит 
для решения задач семантической сегментации, так 
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как учитывается весь контекст изображения, а сег-
ментация выполняется за один проход. 

В работе [36] cравнивались сети на основе Unet 
[37], где в качестве энкодера использовалась одна из 
сетей ResNet [38], DenseNet [39] или Xception [40]. 
Использовались предварительно обученные веса на 
наборе данных ImageNet [41], которые применялись 
для инициализации энкодера и фиксировались во 
время обучения. По результатам исследований было 
выявлено, что сеть XceptionUnet показывает 
наибольшую точность среди исследуемых. Эта сеть 
использовалась для первого пункта алгоритма, для 
выделения анатомических объектов на глазном дне. 

Для поиска подходящей архитектуры нейронной 
сети для второго пункта алгоритма – выделения обла-
сти лазерного воздействия – в настоящей работе при-
менялись такие нейронные сети, как Unet, Unet++, 
MAnet, Linknet, FPN, PSPNet, PAN, DeepLabV3.  

Следует отметить, что все нейронные сети, ис-
пользуемые в рамках данной работы, основаны на се-
ти Resnet-34, предобученной на изображениях из 
набора данных ImageNet. Использование предобу-
ченной нейронной сети позволяет быстрее обучать 
собственные сети, т.к. такие сети уже способны из-
влекать огромное число признаков из изображений.  

Unet – одна из первых полносвёрточных архитек-
тур нейронных сетей, успешно применённых для ре-
шения задачи семантической сегментации биомеди-
цинских изображений. Архитектура Unet может быть 
представлена схематично в виде буквы U. Данная ар-
хитектура состоит из двух частей, из энкодера, вы-
полняющего роль классификатора или экстрактора 
признаков, и декодера, который составляет карту 
сегментации изображения из признаков, выделенных 
энкодером. Данная сеть является классической в за-
дачах сегментации биомедицинских изображений.  

Unet++ – улучшенная версия архитектуры Unet, 
основным изменением в данной архитектуре является 
замена связующих между энкодером и декодером на 
небольшие промежуточные сети [42]. Данное изме-
нение позволяет улучшить внутреннее представление 
признаков, что может повысить качество сегментации 
глазного дна.  

Архитектура MAnet нейронной сети была разра-
ботана для решения задачи семантической сегмента-
ции изображений, полученных в результате сканиро-
вания печени и головного мозга [43]. Особенностью 
данной нейронной сети является применение меха-
низма внимания. Данный механизм моделирует чело-
веческую способность фокусироваться на объекте 
или области интереса. Таким образом, данная осо-
бенность позволяет нейронной сети обращать внима-
ние на определённые области, признаки, каналы в за-
висимости от рассматриваемой области, что может 
повысить точность выделения макулярного отёка. 

Архитектура Linknet является аналогом архи-
тектуры Unet, за исключением некоторых измене-

ний [44]. Так, в оригинальной Unet декодер и энко-
дер связаны между собой простыми связями. В ар-
хитектуре Linknet предлагается использовать 
residual connection, предложенные авторами архи-
тектуры Resnet. Таким образом, выходы декодера 
складываются с выходами энкодера. Данное изме-
нение позволяет бороться с затухающим градиен-
том, а также добавлять информацию к декодеру, 
что повышает качество сегментации.  

Архитектура FPN также схожа с архитектурой 
Unet [45]. Её особенностью является то, как исполь-
зуются выходы каждого блока декодера. В Unet ито-
говой картой сегментации является выход из послед-
него слоя нейронной сети. В то время как в FPN ито-
говая карта сегментации составляется взвешенным 
суммированием выхода каждого блока декодера. 
Данная особенность позволяет лучше учитывать об-
щий контекст изображения на разных масштабах, а 
также бороться с переобучением нейронной сети. 
Данная особенность полезна при малом количестве 
исходных данных. 

Архитектура PSPNet кардинально отличается от 
рассмотренных ранее [46]. Здесь не применяется ти-
пичная U-образная архитектура. Так, PSPNet состоит 
из CNN, которая выполняет также роль энкодера при-
знаков. Далее признаки с последнего слоя CNN попа-
дают в специальный модуль, в котором к признакам 
применяются свёртки разных размеров. Данные 
свёртки выполняют локализацию признаков. Далее 
каждый выход свёртки увеличивается в размерах до 
размера исходного изображения с помощью слоя 
upsampling. После все слои конкатенируются вместе с 
картой признаков энкодера. По данному тензору 
применяют заключительный свёрточный слой, кото-
рый формирует карту сегментации. 

Архитектура PAN [47] аналогично Manet приме-
няет механизм внимания для улучшения точности 
нейронной сети. В то время как в Manet применяют 
PAB (Position-wise Attention Block) и MFAB (Multi-
scale Fusion Attention Block), в архитектуре PAN при-
меняют FPA (Feature Pyramid Attention). Данный блок 
призван улучшить восприятие непосредственно блока 
внимания за счёт построения внутри FPA структуры, 
похожей на ту, что реализована в архитектуре сети 
FPN. Таким образом, блок FPA позволяет выделять 
признаки с разных масштабов, тем самым восполняя 
недостаток классических механизмов внимания. 

Архитектура DeepLabV3 [48] также состоит из эн-
кодера и декодера. Однако в отличие от всех преды-
дущих архитектур, основная идея данной архитекту-
ры заключается в замене обычных свёрточных слоёв 
на слои разряженной свёртки (atrous convolution). 
Данные слои призваны помочь обучить нейронную 
сеть лучше понимать контекст изображения, что име-
ет особое значение, так как область отёка расположе-
на в разных участках сетчатки на разных анатомиче-
ских объектах. 
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3. Экспериментальные исследования 

Для проведения экспериментов использовался 
набор из 50 изображений глазного дна, размеченных 
врачом-офтальмологом. На рис. 1 представлен при-
мер изображения глазного дна и его разметка. 

В силу малого размера исходного набора было 
необходимо существенно его расширить за счёт при-
менения различных техник аугментации, с помощью 
которых было получено более 5000 изображений. 

В данной работе применялись следующие техники 
аугментации изображений: отражение, поворот на 
случайный угол (от – 30˚ до 30˚), случайный сдвиг, 
эластичная трансформация. Применение аугментации 
позволяет успешно обучить нейронную сеть выпол-

нять семантическую сегментацию, а также бороться с 
переобучением сети при использовании небольших 
наборов данных. 

Исходный набор данных был разбит на трениро-
вочную и тестовую выборки в отношении 4 к 1. Та-
ким образом, 40 изображений глазного дна составля-
ли тренировочную выборку, а 10 изображений – те-
стовую. Все нейронные сети обучались при одинако-
вых параметрах: 

 размер входа: 512×512×3; 
 количество эпох: 150; 
 функция ошибки: Cross Entropy [49]; 
 оптимизатор: Adam [50]; 
 скорость обучения: 0,001. 

а)  б)  
Рис. 1. а) Исходное изображение, б) бинарная маска разметки для макулярного отёка 

В ходе экспериментов были отобраны четыре 
нейронных сети, имеющие наибольшую точность со-
гласно метрике f1. В табл. 1 представлены результаты 
данного эксперимента.  

Табл. 1. Результаты обучения различных архитектур 
нейронных сетей 

Архитектура Значение метрики f1 
Unet 0,584 
Unet++ 0,562 
MAnet 0,508 
Linknet 0,575 
FPN 0,438 
PSPNet 0,399 
PAN 0,512 
DeepLabV3 0,478 

Лучшими по метрике стали сети: Unet, Unet++, 
Linknet, PAN. Дальнейшие исследования проводи-
лись с ними.  

В ходе исследований было выявлено, что, если на 
вход нейронной сети подать, кроме изображения 
глазного дна, также карту объектов (оптический диск, 
макула, сосуды и т.д.), это позволит повысить точ-
ность модели при выделении области отёка. Объекты 
были выделены с помощью нейронной сети из перво-
го пункта алгоритма выделения области лазерного 
воздействия зоны. Результаты соответствующего 
эксперимента представлены в табл. 2. 

Как можно увидеть по результатам из таблицы, для 
трёх нейронных сетей повышается точность выделе-

ния области отёка. Дальнейшие исследования прово-
дились с обучением нейронных сетей на изображениях 
глазного дна, совмещённых с картой объектов. 

Табл. 2. Результаты эксперимента по проверке влияния 
добавления карты объектов 

Архитектура Без карты объектов С картой объектов 
Unet 0,584 0,620 
Unet++ 0,562 0,632 
Linknet 0,575 0,608 
PAN 0,512 0,446 

Для изображений глазного дна на практике часто 
применяют особый вид предварительной обработки, 
при котором к исходному изображению глазного дна 
добавляется (взвешенная сумма) это же изображение, 
обработанное с помощью Гауссового фильтра с 
большим ядром. В табл. 3 представлены результаты 
эксперимента, проверяющего влияние данной пре-
добработки на обучение нейронной сети в терминах 
метрики f1. 

Табл. 3. Результаты эксперимента по проверке влияния 
предобработки изображений глазного дна 

Архитектура Без предобработки С предобработкой 
Unet 0,620 0,609 
Unet++ 0,632 0,626 
Linknet 0,608 0,594 
PAN 0,446 0,468 

Результаты проведённых исследований показали, 
что для анализируемого набора данных применение 
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такой предварительной обработки не оказывает явно-
го положительного эффекта на точность работы 
нейронной сети.  

Для того, чтобы получить достоверные результаты 
эксперимента, была проведена k-fold кросс-
валидация. В табл. 4 представлен усреднённый ре-
зультат проведённого эксперимента в терминах мет-
рик precision, recall, f1. Для оценки каждой группы 
бралась лучшая эпоха по метрике f1. 

Табл. 4. Результаты кросс-валидации 

Архитектура precision recall f1 
Unet 0,648 0,470 0,544 
Unet++ 0,716 0,592 0,647 
Linknet 0,728 0,565 0,634 
PAN 0,674 0,533 0,594 

Таким образом, по полученным результатам, 
наиболее точной моделью оказалась Unet++. На 
рис. 2 представлен пример результатов семантиче-
ской сегментации изображений. 

а)   б)  

в)   г)  
Рис. 2. Результаты предсказаний области макулярного 
отёка нейронной сетью: (а) экспертная разметка,  
(б) предсказание нейронной сети карты объектов,  

(в) результаты предсказаний нейронной сети области 
отёка, (г) обработанный результат 

Заключение 

В статье представлены основные аспекты приме-
нения искусственного интеллекта в офтальмологии 
для диагностики и лечения глазных заболеваний на 
примере решения задачи семантической сегментации 
изображений глазного дна. Описаны подходы к сег-
ментации биомедицинских изображений. Сформули-
рованы четыре проблемы применения нейросетевого 
подхода к семантической сегментации. В результате 
проведённых исследований применения нейросетей 
было показано, что применение модели Unet++ для 
выделения области отёка даёт наиболее высокую 
точность относительно других рассмотренных в рам-
ках работы архитектур. Итоговые карты сегментации 

нейронной сети представляют собой вероятностное 
распределение, требующее постобработки. Зона отёка 
корректируется с учётом расположенных на ней ана-
томических ориентиров (маски анатомических ориен-
тиров вычитаются из маски зоны отёка), таким обра-
зом получается предварительная маска зоны лазерно-
го воздействия. Данные объекты (диск зрительного 
нерва, фовеа, сосуды, экссудаты и лазеркоагуляты) 
могут быть найдены с применением нейронной сети 
архитектуры XceptionUnet, выделяющей эти объекты 
на изображении глазного дна. Также отдельным эта-
пом постобработки является применение морфологи-
ческих функций для уточнения границ отёка. Конеч-
ным этапом постобработки является применение ме-
дианного фильтра для того, чтобы сгладить неровно-
сти итоговой маски. 
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Abstract  

The paper presents main aspects of the application of artificial intelligence in ophthalmology 
for the diagnosis and treatment of eye diseases, considering the problem of semantic segmentation 
of fundus images as an example. The classic approach to semantic segmentation on the basis of 
textural features is compared to the proposed approach based on neural networks. Basic problems 
of using the neural network approach in biomedicine are formulated. We propose a new method 
for selecting an optimal zone of laser exposure for laser coagulation based on two neural networks. 
The first network is used for detecting anatomical objects in the fundus and the second one is used 
for selecting the area of macular edema. The region of interest is formed from the edema area 
while taking into account the location of anatomical objects in it. A comparative analysis of sever-
al architectures of neural networks for solving the problem of selecting the edema area is carried 
out. The best results in the selection of the edema area are shown by the neural network 
architecture of Unet++. 
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tion, neural network, artificial intelligence. 
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