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Аннотация 

В работе показывается актуальность разработки инкрементных методов и алгоритмов 
обучения нейронной сети. Представлены семейства техник инкрементного обучения. 
Проведена оценка возможности применения машины экстремального обучения как ин-
крементного обучения. Эксперименты показывают возможность использования машины 
экстремального обучения как инкрементного обучения, однако при увеличении числа 
обучающих примеров нейронная сеть становится непригодна для дальнейшего обучения. 
Для решения данной проблемы предложен алгоритм инкрементного обучения нейронной 
сети, основанный на поочередном применении машины экстремального обучения для 
корректировки весов только выходного слоя сети (состояние функционирования) и мето-
да обратного распространения ошибки (глубокого обучения) для корректировки всех ве-
сов сети (состояние сна). Полагается, что в ходе состояния функционирования нейронная 
сеть выдает результаты или учится на новых задачах, а в состоянии сна оптимизирует 
свои весовые коэффициенты. Особенностью предложенного алгоритма является его воз-
можность адаптироваться в реальном масштабе времени под изменение внешних условий 
на этапе функционирования. На примере решения задачи аппроксимации показана эффек-
тивность предложенного алгоритма. Представлены результаты аппроксимации после вы-
полнения каждого шага алгоритма. Приведено сравнение значений среднеквадратической 
ошибки при использовании машины экстремального обучения как инкрементного обуче-
ния и разработанного алгоритма посменного инкрементного обучения нейронной сети. 
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Введение 

В настоящее время актуальным является создание 
инкрементных методов обучения нейронных сетей в 
случае, когда данные для обучения поступают после-
довательно и постоянно дообучают нейронную сеть. 
Об этом можно говорить исходя из проведенного ана-
лиза научной литературы, так как в последние годы 
интерес к разработке и исследованию инкрементных 
методов обучения нейронной сети сильно вырос [1 – 3]. 

В литературе термин «инкрементное обучение» 
(Incremental Learning) относится к инкрементальному 
росту, сокращению сети или онлайн-обучению. Так-
же используются другие термины, такие как обучение 
на протяжении всей жизни, конструктивное обучение 
и эволюционное обучение, пошаговое и непрерывное 
обучение [3, 4]. 

По сравнению с традиционным машинным обуче-
нием, для которого требуется заранее подготовлен-
ный обучающий набор данных, инкрементное обуче-
ние имеет несколько преимуществ: может обучаться 

на малом объеме обучающей выборки, может посто-
янно обучаться, когда система работает, может адап-
тироваться к изменениям в полученной задаче, требу-
ет меньше вычислительных ресурсов. 

С ростом требований интеллектуальных систем к 
методам машинного обучения инкрементное обуче-
ние может успешно применяться в областях, где це-
левые концепции изменяются с течением времени. 

Таким образом, при разработке интеллектуальных 
систем желательно использовать инкрементное обу-
чение, поскольку оно позволяет эффективно исполь-
зовать вычислительные ресурсы за счет устранения 
необходимости переобучения при получении новых 
данных, избежать хранения образов и проблем с кон-
фиденциальностью, поскольку методы учатся гене-
рировать примеры из предыдущих задач, динамиче-
ски регулировать способность модели к обучению в 
соответствии с новыми доступными данными. 

Большинство методов инкрементного обучения 
можно сгруппировать в семейства техник с учетом 
различных точек зрения на решение проблемы ката-
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строфического забывания, обладающих схожими ха-
рактеристиками: методы на основе масок [5, 6], мето-
ды расширения архитектуры [4, 7], методы регуляри-
зации [8 – 13], псевдорепетиционные методы [14 – 19]. 

Рассмотрев разные техники инкрементного обуче-
ния, можно заметить, что алгоритмы страдают от 
плохой гибкости, жестких требований к среде и низ-
кой скорости обучения.  

В связи с этим исследования в области разработки 
методов инкрементного обучения остаются актуаль-
ными и продолжают активно выполняться. 

Таким образом, актуальность обозначенной про-
блемы связана с необходимостью проведения иссле-
дований в области интеллектуального анализа для 
решения задач, в которых требуются высокоточные и 
быстродействующие инкрементные методы обучения 
искусственных нейронных сетей, работающие в усло-
виях малого объема обучающей выборки, а также 
адаптирующиеся в реальном времени под изменения 
внешних условий на этапе функционирования. 

Целью данной работы является разработка и ис-
следование высокоэффективного инкрементного ал-
горитма обучения нейронной сети. 

В работе предлагается исследовать процессы по-
очередного применения машины экстремального 
обучения для корректировки весов только выходного 
слоя сети (состояние функционирования) и обратного 
распространения ошибки (глубокого обучения) для 
корректировки всех весов сети (состояние сна) с це-
лью решения фундаментальной научной проблемы 
создания инкрементных методов обучения искус-
ственных нейронных сетей. 

Структура работы следующая. В параграфе 1 
представлены описание и основная идея машины экс-
тремального обучения. Также показано, что машина 
экстремального обучения допускает инкрементное 
обучение. Параграф 2 посвящен разработке алгорит-
ма посменного инкрементного обучения нейронной 
сети, раскрываются понятия «состояние функциони-
рования» и «состояние сна». В параграфе 3 представ-
лены методика и результаты проведенных экспери-
ментов. Работа завершается заключением и списком 
литературы. 

1. Применение машины экстремального обучения 
для инкрементного обучения 

В 2006 году Гуан-Бинь Хуанг обозначил эффектив-
ность нейронных сетей прямого распространения с од-
ним скрытым слоем и метода быстрого обучения, осно-
ванного на случайном формировании входных весов, и 
дал название такому методу как машина для экстре-
мального обучения (extreme learning machine, ELM) [20].  

Стоит отметить, что аналогичные предложения ис-
пользования случайных весов, соединяющих входной 
и скрытый слои, были сделаны ранее в статьях по ра-
диальным базисным функциям сети (Radial basis 
function network, RBF) в 1990 г. [21], нейронным сетям 

с прямой связью со случайными весами в 1992 г. [22], 
сетям случайных векторных функциональных связей 
(Random Vector Functional Link, RVFL) в 1994 г. [23]. 

На рис. 1 представлена структура нейронной сети, 
для обучения которой Г.-Б. Хуанг предложил исполь-
зовать метод ELM. 

 
Рис. 1. Архитектура машины экстремального обучения 

Согласно работе [24], существует два основных 
этапа обучения нейронной сети машиной экстре-
мального обучения: случайное формирование вход-
ных весов для каждого нейрона скрытого слоя и вы-
числение выходных весов. 

Матрица значений на выходе вычисляется по 
формуле (1): 

( ) ,Y f X V W    (1) 

где f – функция активации, 

X = (x1  x2    xm)  
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– матрица вычисляемых весов, соединяющих скры-
тый и выходной слои, 
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– матрица случайных весов, соединяющих входной и 
скрытый слои, 

Y = (y1  y2    yl) 

– матрица-строка значений на выходе. 
Если f (X ∙ V) обозначить через U, то формула 

примет вид (2): 

Y = U ∙ W,  (2) 

где 
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– матрица выходных значений нейронов скрытого слоя. 
На втором этапе веса между скрытыми и выход-

ными слоями вычисляются за один шаг, что приводит 
к повышению скорости обучения, по сравнению с 
традиционными алгоритмами обучения искусствен-
ных нейронных сетей. 

Таким образом, машина экстремального обучения 
обладает такими преимуществами, как быстрая ско-
рость обучения, хорошая производительность обоб-
щения и простота реализации. 

Необходимо оценить возможность применения 
машины экстремального обучения для инкрементно-
го обучения. 

Для реализации инкрементного обучения нейрон-
ной сети будем применять рекуррентный метод 
наименьших квадратов (РМНК, Recursive least squares, 
RLS). Адаптивная коррекция всех весов производится 
согласно формуле Шермана–Моррисона (3): 

1 1
1

1 1

( 1) ( ) ( )
1 1 1 1

,
1

( ).

T
k k k k

k k T
k k k

k k T T k
k k k k

P U U P
P P

U P U

w w P U Y U w

 


 


   

  
 

  
     

 (3) 

В качестве начальных условий примем, что мат-
рица W формируется случайно, а матрица P – это ре-
зультат отношения единичной матрицы к коэффици-
енту регуляризации. 

Как видно из формулы, выходные веса рекурсивно 
обновляются на основе промежуточных результатов в 
последней итерации и вновь поступивших данных, ко-
торые могут быть отброшены после обучения, что при-
водит к снижению вычислительной сложности. В вы-
числительной структуре РМНК нет цепочек, приводя-
щих к останову (делению на ноль). Также данный метод 
не требует повторного обучения всякий раз, когда появ-
ляются новые образы обучающей выборки. 

Проведем предварительные экспериментальные 
исследования применения машины экстремального 
обучения для инкрементного обучения. Эксперимен-
тальные исследования выполним с помощью решения 
задачи аппроксимации функции, т.к. на ее основе, до-
бавляя функциональные блоки, можно решить и дру-
гие задачи анализа данных, в частности, прогнозиро-
вание и классификацию [25, 26]. Проводить исследо-
вания будем на простых моделях данных, отражаю-
щих закономерности, присутствующие при решении 
многих прикладных задач. В качестве математиче-
ской модели данных возьмем уравнение полинома 
степени m в каноническом виде, поскольку любая не-
прерывная на отрезке функция может быть хорошо 
приближена некоторым полиномом: 

2
0 1 2( ) .m

mf x c c x c x c x      (4) 

Для генерации уравнений канонического полино-
ма разных порядков найдем его параметры с помо-
щью полиноминальной регрессии. Пусть значения 
элементов матрицы-столбца X лежат в промежутке от 
1 до n, где n – число точек. Зададим степень полино-
ма на единицу меньше числа точек исходных данных, 
тогда m = n – 1. Для обеспечения наличия точек экс-
тремума значения элементов матрицы-столбца Y бу-
дут задаваться по следующему правилу. 

Если индекс элемента матрицы нечетный, то зна-
чение элемента равно сумме чисел пять и случайно-
го, лежащего в интервале от 0 до 3. Если индекс 
элемента матрицы четный, то значение элемента 
равно разности чисел пять и случайного, лежащего в 
интервале от 0 до 3. 

На рис. 2 изображен график зависимости средне-
квадратической ошибки для полинома 2-8 степеней и 
30 экспериментов. Можно увидеть, что при пяти 
нейронах скрытого слоя среднеквадратическая ошиб-
ка для полинома 2 и 3 степеней и 30 экспериментов 
лежит в диапазоне от 0 до 0,032. Также можно заме-
тить, что при увеличении степени полинома ошибка 
растет экспоненциально и для 8 степени полинома 
составляет 442. 

 
Рис. 2. График зависимости среднеквадратической ошибки 

от степени полинома 

Таким образом, эксперименты показывают, что 
машина экстремального обучения допускает инкре-
ментное обучение. При малом числе примеров значе-
ние среднеквадратической ошибки почти нулевое. 
При увеличении примеров значение ошибки сильно 
увеличивается, т.е. нейронная сеть становится непри-
годна для обучения. 

2. Разработка алгоритма посменного 
инкрементного обучения нейронной сети 

Для того, чтобы нейронная сеть могла продолжать 
обучаться, предлагается алгоритм, в основе которого 
лежат следующие принципы. 

1. Нейронная сеть может находиться в двух состо-
яниях (в состоянии функционирования и состоя-
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нии сна). В состоянии функционирования сеть 
выдает выходные данные (ответы) на входные 
данные (запросы) для решения поставленной за-
дачи интеллектуального анализа или дообучается 
в случае наличия обучающих примеров. Обучение 
выполняется последовательно по одному примеру 
или последовательно пакетами примеров. 
2. Обучение в состоянии функционирования по-
строено на основе машины экстремального обуче-
ния, в котором происходит корректировка весов 
только выходного слоя нейронов сети. 
3. Для реализации инкрементного обучения в ма-
шине экстремального обучения применяется ме-
моизация матрицы P по формуле (3). 
4. В случае переобучения (возникновения больших 
по модулю значений весовых коэффициентов на 
выходном слое) сеть переходит в состояние сна. 
5. В состоянии сна выполняется передача части 
значений весов выходного слоя на нижние слои 
нейронов сети (веса с выходного слоя «растекают-
ся» на нижние слои с помощью метода обратного 
распространения ошибки). 
6. Для обучения сети в состоянии сна используют-
ся ответы, которые выдает та же сеть на сгенери-
рованные случайным образом запросы (иначе го-
воря, сеть заново обучает сама себя, но уже дру-
гим методом). 
7. Состояния функционирования и сна поочередно 
сменяют друг друга, длительность и момент сме-
ны которых зависят от значений весовых коэффи-
циентов в нейронах сети. 
Понятие «сон» нейронной сети, применяемое в 

данных принципах, уже использовалось в научных 
работах, однако у авторов отличающиеся представле-
ния о данном понятии. 

В одной из ранних работ [27] авторы выдвинули 
гипотезу о функциональной роли сна, включающую 
процесс «разучивания». Применение процесса «ра-
зучивания», аналогичного процессам обучения, но с 
обратным знаком и начинающегося с шумового вхо-
да, повышает производительность сети при доступе 
к реальным воспоминаниям и минимизации ложных. 
Система демонстрирует поведение, которое похоже 
на поведение человека, необходимое для предпола-
гаемой роли «разучивания» во сне с быстрым дви-
жением глаз. 

Например, в статье [28] за основу была взята 
нейронная сеть Хопфилда, которую считают прибли-
жением принципов работы человеческого мозга. Ав-
торы работы сделали аналог суточного цикла: фазу 
бодрствования сменяла фаза сна. При этом сам сон, 
как это происходит и у млекопитающих, подразде-
лялся на фазы «медленного сна» (это глубокий сон 
без сновидения, когда, как думают, в мозгу происхо-
дит консолидация памяти) и «быстрого сна» (в этой 
фазе, как некоторые считают, мозг избавляется от не-
нужной информации). 

Например, сон может представлять собой удале-
ние слабых нейронных связей [29] или использование 
методов обучения импульсных нейросетей [30]. 

В настоящей работе под состоянием сна понима-
ется обучение нейронной сети на псевдопримерах, 
полученных с помощью нейронной сети из предыду-
щего состояния с корректировкой всех весов сети. 
Состояние сна будет делиться на две фазы. 

На основании предложенных принципов алгоритм 
посменного инкрементного обучения нейронной сети 
будет состоять из следующих шагов: 

Шаг 1. Обучение сети в состоянии функциониро-
вания (обучение нейронной сети новым задачам с 
корректировкой весов только выходного слоя сети).  

Шаг 1.1. Создание нейронной сети прямого 
распространения с одним скрытым слоем (рис. 1). 

Шаг 1.2. Случайное формирование входных 
весов для каждого нейрона скрытого слоя для 
обучения машиной экстремального обучения. 

Шаг 1.3. Инкрементное обучение нейронной 
сети путем вычисления матрицы выходных ве-
сов нейронов скрытого слоя W и матрицы P по 
формуле (3). 

Шаг 1.4. Переход в состояние сна. Данный шаг 
необходим в связи с тем, что если долго обучать 
нейронную сеть машиной экстремального обуче-
ния, то настанет момент, когда ошибка станет 
стремительно расти, что и было показано в пара-
графе 1. В результате значения весовых коэффи-
циентов становятся большими, а нейронная сеть 
будет непригодна для дальнейшего обучения. 
Шаг 2. Обучение нейронной сети на основе об-

ратного распространения ошибки (первая фаза сна). 
Шаг 2.1. Создание нейронной сети для обуче-

ния методом обратного распространения ошибки 
(создается необученная нейронная сеть, в которой 
случайным образом задаются значения весовых 
коэффициентов на скрытом слое). 

Шаг 2.2. Случайная генерация значений мат-
рицы случайных весов V*, соединяющих входной 
и скрытый слои или сохранение значений, полу-
ченных на шаге 1.2: V* = V. 

Шаг 2.3. Формирование псевдопримеров с по-
мощью нейронной сети из состояния функциони-
рования, используя формулу (1). 

Шаг 2.4. Обучение нейронной сети методом об-
ратного распространения ошибки. Обучение мето-
дом обратного распространения ошибки происходит 
в два прохода: прямого и обратного. При прямом 
проходе сигнал, подаваемый на вход нейронной се-
ти, распространяется к выходам сети через все слои. 
При этом синаптические веса нейронов имеют фик-
сированные значения. Во время обратного прохода 
вычисляется сигнал ошибки δ, равный разности фак-
тического и целевого выхода сети. Сигнал ошибки 
распространяется в обратном направлении, а синап-
тические веса корректируются:  
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V*, W*: = Backpropagation [V*, W*]. (5) 

Шаг 2.5. Переход во вторую фазу состояния сна. 
Полученные значения весовых коэффициентов W 
являются малыми. Однако данная нейронная сеть, 
обученная методом обратного распространения 
ошибки, не допускает инкрементного обучения. 
Шаг 3. Обучение нейронной сети на основе ма-

шины экстремального обучения (вторая фаза сна). 
Шаг 3.1. Формирование псевдопримеров, полу-
ченных из первой фазы состояния сна. 
Шаг 3.2. Восстановление матрицы P машиной 
экстремального обучения по формуле (3). Матри-
ца P необходима для того, чтобы сохранить зна-
ния о задачах состояния функционирования. Так-
же будем использовать ее для расчета значений 
весовых коэффициентов W в машине экстремаль-
ного обучения в состоянии функционирования на 
шаге 4. Начальные значения матрицы W* берем из 
первой фазы состояния сна. 
Шаг 3.3. Переход в состояние функционирования. 
Шаг 4. Переход к шагу 1. Нейронная сеть изучает 

новые знания. В качестве исходных значений матри-
цы P взять матрицу, полученную на предыдущем ша-
ге. В состоянии функционирования получаем более 
обученную нейронную сеть, у которой остались ча-
стичные знания о старых задачах. 

Цепочку перехода из состояния функционирова-
ния в состояние сна и обратно можно повторять лю-
бое количество раз, пока в систему поступают новые 
задачи (новые знания). 

3. Экспериментальные исследования 
разработанного алгоритма 

Для проведения экспериментальных исследований 
разработанного алгоритма в качестве исходных 
настроек будем использовать следующее. 

В соответствии с шагом 1 алгоритма создается 
нейронная сеть с одним скрытым слоем, которая обу-
чается на основе машины экстремального обучения. 
На вход подаются пять значений, а количество 
нейронов скрытого слоя равно семи. 

На первом этапе случайно формируются входные 
веса для каждого нейрона скрытого слоя. Значения 
весовых коэффициентов расположены в диапазоне от 
– 0,5 до 0,5. В качестве функции активации использу-
ется гиперболический тангенс: 

2

2
( ) 1.

1 x
f x

e
 


 (6) 

Матрицу значений на выходе вычисляем по формуле 
(2). Если размер матрицы X = 5×1, а размер матрицы 
V = 1×7, то получаем матрицу U размером 5×7. 

Для реализации инкрементного обучения вычис-
ляем матрицы P и W согласно формуле (3).  

Начальные значения матрицы W берем случайным 
образом в диапазоне от – 0,5 до 0,5. 

В качестве начальных условий принимаем, что 
матрица P = I /, где I – единичная матрица, λ – коэф-
фициент регуляризации, равный 10 –12 [31]. 

Получаем начальную матрицу P, у которой эле-
менты на главной диагонали – это достаточно боль-
шие положительные числа, а все остальные 
элементы – нули. 

На рис. 3 представлен результат аппроксимации 
при заданных условиях шага 1, среднеквадратическая 
ошибка равна 0,003. 

 
Рис. 3. Результат аппроксимации после выполнения шага 1 

разработанного алгоритма 

Для первой фазы состояния сна формируем псев-
допримеры с помощью нейронной сети из состояния 
функционирования. Для этого случайным образом 
задаем значения матрицы значений на входе X, а зна-
чения матрицы на выходе Y получаем с помощью 
обученной нейронной сети состояния функциониро-
вания по формуле (1). 

Задаем скорость обучения η = 0,1. Сохраняем зна-
чения весовых коэффициентов из состояния функци-
онирования: V* = V, W* = W. 

Обучаем нейронную сеть методом обратного рас-
пространения ошибки. После обучения получаем но-
вые малые значения весовых коэффициентов по фор-
муле (5). 

На рис. 4 представлен результат аппроксимации 
при заданных условиях шага 2. 

 
Рис. 4. Результат аппроксимации после выполнения шага 2 

разработанного алгоритма 

Во второй фазе сна восстанавливаем матрицу P ма-
шиной экстремального обучения. Формируем псев-
допримеры с помощью нейронной сети из первой фазы 
состояния сна. Обучение происходит аналогично шагу 
1, однако для формирования начальной матрицы P 
возьмем коэффициент регуляризации, равный 10 –2 [31]. 
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На рис. 5 представлен результат аппроксимации 
при заданных условиях шага 3. 

 
Рис. 5. Результат аппроксимации после выполнения шага 3 

разработанного алгоритма 

На шаге 4 берем начальное значение матрицы P из 
второй фазы состояния сна. Обучаем нейронную сеть 
машиной экстремального обучения. 

На рис. 6 представлен результат аппроксимации 
при заданных условиях шага 4. Под старыми задача-
ми понимаются задачи, полученные на шаге 1. Новые 
знания – задачи, полученные на шаге 4. Среднеквад-
ратическая ошибка равна 0,122. 

 
Рис. 6. Результат аппроксимации после выполнения шага 4 

разработанного алгоритма 

Как можно заметить, среднеквадратическая ошиб-
ка на шаге 4 больше, чем на шаге 1. Объясняется это 
тем, что на шаге 4 происходит аппроксимация боль-
шего количества точек и нейронная сеть пытается 
найти баланс между старыми задачами и новыми 
знаниями, т.е. нейронная сеть адаптируется под из-
менение условий на этапе функционирования. 

Таким образом, при использовании большего чис-
ла примеров в машине экстремального обучения как 
инкрементного обучения, ошибка начинает расти 
экспоненциально, как было показано в параграфе 1. 
Но при использовании предложенного алгоритма по-
сменного инкрементного обучения нейронной сети 
удается достичь быстродействия (на временных ин-
тервалах функционирования) и точности на уровне 
метода обратного распространения ошибки.  

На рис. 7 представлен график зависимости средне-
квадратической ошибки от степени полинома для ма-
шины экстремального обучения, метода обратного рас-
пространения ошибки и разработанного алгоритма. 

Значения среднеквадратической ошибки у разра-
ботанного алгоритма посменного инкрементного 

обучения нейронной сети в сравнении со значениями 
среднеквадратической ошибки машины экстремаль-
ного обучения в среднем меньше на 76 %. Например, 
для степени полинома семь ошибка меньше на 
77,96 %. 

 
Рис. 7. График зависимости среднеквадратической ошибки 

от степени полинома 

Заключение 

В данной работе был разработан и исследован ал-
горитм посменного инкрементного обучения нейрон-
ной сети. Алгоритм состоит из четырех шагов и осно-
ван на применении машины экстремального обучения 
и глубокого обучения в состояниях функционирова-
ния и сна соответственно. Также состояние сна де-
лится на две фазы. 

Проведенные экспериментальные исследования 
подтверждают результативность предложенного 
алгоритма. Анализируя результаты аппроксимации 
после выполнения шага 4 разработанного алгорит-
ма, можно увидеть, что нейронная сеть позволяет 
усваивать новые знания, поступающие постепенно, 
и сохранять старые знания, полученные от преды-
дущих задач. 

Таким образом, разработанный алгоритм позволя-
ет эффективно использовать вычислительные ресур-
сы, за счет устранения необходимости переобучения 
при получении новых знаний, а цепочку перехода из 
состояния функционирования в состояние сна и об-
ратно можно повторять любое количество раз. 
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Abstract  

In this paper, the relevance of developing methods and algorithms for neural network incre-
mental learning is shown. Families of incremental learning techniques are presented. A possibility 
of using the extreme learning machine for incremental learning is assessed. Experiments show that 
the extreme learning machine is suitable for incremental learning, but as the number of training 
examples increases, the neural network becomes unsuitable for further learning. To solve this 
problem, we propose a neural network incremental learning algorithm that alternately uses the ex-
treme learning machine to correct the only output layer network weights (operation mode) and the 
backpropagation method (deep learning) to correct all network weights (sleep mode). During the 
operation mode, the neural network is assumed to produce results or learn from new tasks, opti-
mizing its weights in the sleep mode. The proposed algorithm features the ability for real-time 
adaption to changing external conditions in the operation mode. The effectiveness of the proposed 
algorithm is shown by an example of solving the approximation problem. Approximation results 
after each step of the algorithm are presented. A comparison of the mean square error values when 
using the extreme learning machine for incremental learning and the developed algorithm of neural 
network alternate incremental learning is made. 

Keywords: incremental learning methods, artificial neural networks, extreme learning machine, 
functioning and sleeping states. 
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