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Аннотация 

В данной работе рассматривается проблема оконтуривания сельскохозяйственных полей 
на спутниковых снимках. Для решения этой задачи применяется подход, основанный на 
анализе исторических данных. В работе показано, что на таких данных можно добиться вы-
сокого качества с помощью простого малопараметрического метода. Метод состоит из де-
тектора полей и детектора границ. Детекция полей основана на определении порога Оцу, а 
для определения границ используется детектор краев Кэнни. В связи с нехваткой доступ-
ных наборов данных нами был подготовлен и опубликован собственный набор данных, со-
стоящий из 18859 экспертно аннотированных полей на снимках Sentinel-2. Для сравнения 
оконтуривания на мгновенных и исторических данных был реализован один из наиболее 
современных методов, основанный на глубоком обучении. Эксперимент показал, что ис-
пользование исторических данных позволяет получить более высокое качество с более низ-
кими затратами. Предлагаемый малопараметрический метод требует значительно меньше 
обучающих данных по сравнению с методом на мгновенных данных. Подготовленный 
набор данных и реализация алгоритма на языке Python были выложены в открытый доступ. 
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Введение 

Развитие современного сельского хозяйства 
напрямую зависит от эффективного использования 
территории, для чего необходимы надежные и свое-
временные данные дистанционного зондирования 
Земли (ДЗЗ) [1, 2]. Системы спутникового зондирова-
ния предоставляют регулярные данные, охватываю-
щие большие территории в течение длительного пе-
риода времени. Системы зондирования авиационны-
ми средствами, включая беспилотные аппараты, об-
ладают большей точностью (до сантиметров на пик-
сель [3]), однако имеют меньший территориальный и 
временной охват. 

Снимки ДЗЗ подвержены различного рода иска-
жениям из-за влияния атмосферных явлений, слож-
ных условий наблюдения (наличия затенений, дымки, 

облачности и т.д.), а также несовершенства системы 
регистрации. Это значительно усложняет задачу их 
дальнейшего анализа [4, 5]. Активно разрабатываются 
методы компенсации искажений и устранения арте-
фактов для повышения качества регистрируемых дан-
ных [6 – 10], включая методы коррекции атмосферных 
эффектов [11 – 13], обнаружения и компенсации об-
лачности и теней [14 – 16], шумоподавления [17]. 

В данной статье рассматривается проблема окон-
туривания сельскохозяйственных полей на изображе-
ниях ДЗЗ. В англоязычной литературе эту проблему 
обозначают терминами delineation или outlining of 
agricultural fields. Задача оконтуривания близка задаче 
сегментации, но обладает своей спецификой. Требу-
ется детектировать любые возделываемые поля на 
фоне любых невозделываемых участков и как можно 
точнее определить границы возделываемых областей. 
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Одним из источников информации о землях сель-
скохозяйственного назначения являются кадастровые 
карты, фиксирующие границы полей. Эта информа-
ция нуждается в регулярном обновлении. Обычно ис-
пользуется ручная разметка полей с использованием 
спутниковых снимков, но этот подход имеет ряд не-
достатков. Ручная разметка очень трудоёмка и неэф-
фективна для больших территорий, таких как округа 
и регионы [19]. Выполнение автоматической размет-
ки является одной из областей применения алгорит-
мов оконтуривания полей. Другая область, где окон-
туривание сельскохозяйственных полей является ак-
туальной проблемой, – это предобработка данных для 
классификации сельскохозяйственных культур. 
Например, в работе [20] показано, что использование 
объектов, извлеченных из детектированных ранее 
контуров, позволяет улучшить результат по сравне-
нию с анализом отдельных пикселей. 

Среди работ по оконтуриванию сельскохозяй-
ственных полей можно выделить несколько подхо-
дов. Методы на основе границ [20 – 23] обнаружива-
ют границы полей путем анализа карт градиента. Та-
кие методы обычно используют различные фильтры, 
например, операторы Шарра [24] или Кэнни [25]. Эти 
методы чувствительны к шуму, что приводит к детек-
тированию ложноположительных границ полей [26]. 
Алгоритмы на основе областей [27, 29, 30] группи-
руют поля из соседних пикселей, для которых выпол-
няются некоторые критерии однородности. Такие ал-
горитмы часто основаны на методах сегментации или 
классификации. Проблемой этого подхода тоже яв-
ляются ошибки чрезмерной сегментации [31]. Также 
применяются гибридные методы, сочетающие эле-
менты алгоритмов на основе областей и на основе 
границ [26, 32 – 34]. Каждый из перечисленных под-
ходов может быть реализован как в виде малопара-
метрического метода [32], так и в виде метода ма-
шинного обучения [27], включая глубокое обучение 
[22, 35, 36]. Существуют также методы, сочетающие 
нейронные сети и классические подходы компьютер-
ного зрения [37, 38]. 

Поскольку сельскохозяйственные культуры силь-
но изменяют свой внешний вид в течение сезона, для 
оконтуривания полей имеет смысл использовать ис-
торические данные. В статье [28] авторы исследовали 
влияние исторических данных на качество распозна-
вания полей. В этой работе сравнивались результаты 
двух нейронных сетей U-Net, которые использовали 
одну и ту же пространственную область для обуче-
ния. Одна из сетей обучалась на одном RGB-
изображении; вторая – на трех RGB-изображениях 
одной и той же местности, снятой в разные моменты 
времени. Результаты этой статьи показывают, что 
модель, использующая как пространственные, так и 
исторические данные, обеспечивает более высокую 
точность по сравнению с моделью, обученной только 
на пространственных данных. 

В другом исследовании применения исторических 
данных [32] авторы предлагают гибридный метод ав-
томатического оконтуривания сельскохозяйственных 
полей по временным рядам Web-Enabled Landsat Data 
(WELD). На вход алгоритму поступали каналы R, G, 
NIR, Mid-IR, а также индекс NDVI с еженедельным 
временным разрешением и диапазоном в 5 лет. На 
первом этапе строится карта границ полей, а также 
карта полей, получаемая специальной нормировкой 
NDVI. Далее к этим картам применялся метод сегмен-
тации VRGAC. Поскольку этот метод склонен 
к ошибкам недостаточной сегментации, следующим 
этапом применялся алгоритм водораздела для разложе-
ния сегментов, принадлежащих нескольким полям, на 
изолированные сегменты. Также применялась специ-
альная обработка полей круглой формы и морфологиче-
ская фильтрация. Несмотря на малое число параметров 
и отсутствие необходимости в обучении, воспроизвести 
и применить данный метод на исторических данных 
другого типа представляется затруднительным. 

В статье [24] авторы также используют историче-
ские данные для оконтуривания полей. В качестве 
данных используются семь безоблачных снимков 
Sentinel-2 за вегетационный период 2016 – 2017 гг. 
Сначала для каждой даты были выделены границы 
полей по четырем каналам R, G, B, NIR; затем путем 
суммирования была получена агрегированная карта 
границ, двадцати восьми слоев границ (4 канала и 7 
дат). Полученная агрегированная карта границ пода-
валась на вход алгоритма сегментации для вычисле-
ния карты потенциальных сельскохозяйственных зон. 
В дальнейшем эти зоны классифицировались на воз-
делываемые и невозделываемые с использованием 
дерева классификации и регрессии (CART). В каче-
стве признаков классификации были выбраны агре-
гированные за время наблюдения статистики NDVI: 
минимум, максимум, диапазон и стандартное откло-
нение для каждого пикселя. Авторы сравнили шесть 
комбинаций детектора границ (операторы Шарра или 
Кэнни) и алгоритма сегментации (watershed, multi-
resolution или multi-threshold). В результате наилучшее 
качество было показано в сочетании детекции Кэнни 
и сегментации водоразделом. Авторы также отметили, 
что применение исторических данных более эффектив-
но, чем использование мгновенных данных. 

Известные методы с использованием историче-
ских данных либо включают отдельные компоненты, 
основанные на машинном обучении [24], либо пред-
ставляют собой нейронные сети [28]. При этом набо-
ры данных, использованные для обучения в этих ра-
ботах, либо вообще не публиковались, либо уже не-
доступны. Мы предлагаем простой малопараметриче-
ский алгоритм, состоящий из трех частей. В первой 
части выполняется обнаружение потенциальных 
сельскохозяйственных полей по агрегированным 
данным вегетационного индекса. Вторая часть пред-
ставляет собой расчет карты агрегированных границ. 
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Основываясь на результатах работы [24], мы исполь-
зуем для этой цели детектор Кэнни. В третьей части 
происходит уточнение границ полей с помощью по-
лученной ранее карты границ. В отличие от [24, 32], 
вместо индекса NDVI мы предлагаем использовать 
MSAVI2 (Modified Soil-adjusted Vegetation Index 2) – 
вегетационный индекс с поправкой на почву. 

Для оценки качества оконтуривания мы использу-
ем попиксельные метрики качества DICE и Overall 
accuracy. Также мы предлагаем объектную метрику, 
которая сначала сопоставляет поля с помощью коэф-
фициента Жаккара, а затем вычисляет DICE не по-
пиксельно, а на уровне объектов-полей. Найти дан-
ные для обучения и тестирования алгоритмов окон-
туривания оказалось проблематично. Поэтому мы со-
здали и опубликовали наш набор данных на основе 
снимков Sentinel-2. Набор данных включает разметку 
для 18859 полей нескольких сельскохозяйственных 
зон, расположенных в России и на Украине. 

Сравнение оконтуривания по мгновенным данным с 
оконтуриванием по историческим данным уже прово-
дилось в том или ином виде в работах [28, 32]. Было по-
казано, что использование исторических данных позво-
ляет повысить качество. В нашей работе мы дополни-
тельно показываем, что, помимо повышения качества, 
использование исторических данных позволяет облег-
чить процесс настройки алгоритма. Предложенный ал-
горитм сравнивался с решением на основе глубокого 
обучения с мгновенными данными на вход [22]. Наш 
алгоритм показывает более высокий результат с точки 
зрения избыточной и недостаточной сегментации, при 
этом требуя в 7 раз меньше обучающих данных. 

Работа имеет следующую структуру: параграф 1 
знакомит с данными, используемыми для экспери-
ментов; параграф 2 описывает предложенный алго-
ритм; в параграфе 3 представлена информация о про-
веденном эксперименте, в том числе сведения о реа-
лизации современного решения и описание показате-
лей качества. В параграфе 4 представлены результаты 
эксперимента. Наконец, в заключении обобщаются 
результаты исследования. 

1. Исторические данные 

В работах, посвященных оконтуриванию полей, 
использовались данные различных спутников: SPOT 
[31, 39], LANDSAT [32], WorldWide-2/3 [21, 34], 
Sentinel-2 [20, 29, 35]. В нашем исследовании исполь-
зовались данные программ дистанционного зондиро-
вания Sentinel-2A и Sentinel-2B, запущенных в 2015 и 
2017 годах соответственно. 

Данные Sentinel-2 имеют разрешение по времени в 
среднем 5 дней. Для каждой даты съемки предостав-
ляется набор мгновенных данных, состоящий из 13 
изображений в формате Jpeg2000, снятых в разных 
спектральных диапазонах и с пространственным раз-
решением от 60 м / пиксель до 10 м / пиксель с макси-
мальным размером 10800 ×10800 пикселей, см. 
табл. 1. Данные были геометрически скорректирова-
ны и приведены к системе координат Military Grid 
Reference System (MGRS), в которой площадь изоб-
раженной на них поверхности составила 100×100 км. 
Для обработки облачного покрова использовались 
маски облачности, предоставляемые вместе с муль-
тиспектральными изображениями 

Табл. 1. Спецификации спутникового диапазона Sentinel-2 

Номер канала Канал Центральная длина волны, нм Разрешение, м/пиксель 
0 B1 – Coastal aerosol 443 60 
1 B2 – Blue 490 10 
2 B3 – Green 560 10 
3 B4 – Red 665 10 
4 B5 – Vegetation Red Edge 705 20 
5 B6 – Vegetation Red Edge 740 20 
6 B7 – Vegetation Red Edge 783 20 
7 B8 – NIR 842 10 
8 B8a – Narrow NIR 865 20 
9 B9 – Water Vapor 940 60 
10 B10 – SWIR Cirrus 1375 60 
11 B11 – SWIR 1610 20 
12 B12 – SWIR 2190 20 

 

Анализ экспериментальных разделов других работ 
показал, что точное сравнение подходов затруднено, в 
основном из-за недоступности выборок данных, исполь-
зуемых в этих работах. В работах [1, 27, 29, 32, 34, 35] 
разметка получена вручную и недоступна; в [33] не 
описано происхождение правильных ответов для оцен-
ки алгоритма; в [20, 21, 26, 35] нет ссылок на конкрет-
ные наборы данных. Мы выполнили собственную раз-
метку полей для четырех регионов Украины и России 
(см. рис. 1). В данном исследовании мы использовали 

фрагменты, равные 1/4 площади исходного спутниково-
го снимка. Каждый из этих фрагментов представлял со-
бой квадратное изображение размером 57300×57300 м с 
пространственным разрешением 10 м / пиксель. Участки 
выбирались таким образом, чтобы на каждом из них, 
помимо полей, были и другие типы объектов: городская 
местность, водная поверхность, болота и леса. 

Разметка выполнялась экспертами на изображениях 
RGB, сделанных в безоблачные ясные дни. В табл. 2 
приведены географические координаты рассматривае-
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мых областей, а также даты тех снимков, на основе ко-
торых производилась разметка. В табл. 3 представлена 
статистика по количеству полей и их размерам. 

Для экспериментов и проверки алгоритмов был 
выбран период наблюдения с 01 января 2016 г. по 31 

декабря 2020 г. Из четырех фрагментов два использо-
вались для настройки параметров, а два других – для 
тестирования. На рис. 1 показано расположение рас-
сматриваемых фрагментов на карте, а также разделе-
ние на обучающую и тестовую выборки. 

Табл. 2. Координаты фрагментов спутниковых снимков  
и даты тех снимков, на основе которых была произведена разметка 

Код фрагмента Координаты фрагмента (широта, долгота) Дата размеченного изображения 
36UWB [51, 44875; 33, 75522] 

[51, 44054; 34, 57954] 
[50, 92548; 34, 56203] 
[50, 93354; 33, 74684] 

21 сентября 2020 

37UDU [52, 77559; 38, 29526] 
[52, 77759; 39, 14469] 
[52, 26246; 39, 14301] 
[52, 26049; 38, 30345] 

7 июня 2020 

37UES [50, 97909; 38, 99972] 
[52, 77759; 39, 14469] 
[50, 46100; 39, 80700] 
[50, 46380; 38, 99972] 

27 июня 2020 

38ULB [51, 41588; 42, 12371] 
[51, 43321; 42, 94708] 
[50, 91828; 42, 96983] 
[50, 90127; 42, 15556] 

7 октября 2020 

Табл. 3. Количественные характеристики разметки 

Код фрагмента Количество полей Средняя площадь полей, км2 Медианная площадь полей, км2 
36UWB 6984 0,27 0,11 
37UDU 4411 0,43 0,18 
37UES 3957 0,44 0,31 
38ULB 3507 0,61 0,39 

 
Рис. 1. Относительное расположение фрагментов из подготовленного набора данных. Обучающая выборка обозначена 

штриховкой, тестовая выборка обозначена точками 

2. Малопараметрический метод оконтуривания 
сельскохозяйственных полей 

Предлагаемый метод оконтуривания сельскохо-
зяйственных полей состоит из следующих основных 
этапов: 

1) вычисление маски полей; 
2) вычисление маски границ; 
3) уточнение маски полей с помощью маски границ.  
В качестве входных данных алгоритм принима-

ет набор мультиспектральных спутниковых сним-
ков Sentinel-2 и соответствующих им масок облач-
ности. По этим данным рассчитывается изображе-
ние индекса MSAVI2 для каждой из дат. На рис. 2 

показана схема предлагаемого алгоритма. Каждому 
из трех этапов посвящен один из следующих под-
параграфов. 

Алгоритм был реализован на языке Python3.8. Ис-
ходный код доступен по ссылке 
https://github.com/iitpvisionlab/fields-recognizer. Экс-
пертная разметка полей для настройки (7918 конту-
ров полей) и тестирования (10941 контуров полей), 
которая используется в экспериментальной части это-
го исследования, доступна по ссылке 
https://doi.org/10.5281/zenodo.5571868. Репозиторий 
разметки также включает предварительно вычислен-
ные агрегированные изображения, использованные в 
качестве входных данных в настоящей работе. 
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Рис. 2. Блок-схема предлагаемого алгоритма оконтуривания сельскохозяйственных полей 

2.1. Вычисление маски полей 

Поля на одном изображении могут находиться в 
различных стадиях вегетации и сельскохозяйствен-
ной обработки. Это приводит к значительной из-
менчивости наблюдаемых значений индекса 
MSAVI2 как между полями (низкая вегетация на 
ранних стадиях выращивания или высокая на ста-
диях пика), так и в пределах одного поля, напри-
мер, из-за процесса уборки урожая. Усреднение ис-
торических данных позволяет сгладить эту измен-
чивость как между полями, так и внутри полей. 
Итак, агрегирование производится путем вычисле-
ния выборочного среднего: 
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где I  – мгновенные данные индекса MSAVI2 (ис-
пользуются только те даты, для которых доля облач-
ных пикселей не более 80 %), k i, j – количество безоб-
лачных измерений, доступных для пикселя (i, j). На 

рис. 3 проиллюстрирован процесс агрегации истори-
ческих индексов. 

Далее для получения маски полей к агрегирован-
ному индексу применяется пороговое отсечение пик-
селей с низкими значениями вегетации. Такие значе-
ния соответствуют водным поверхностям, бетонным 
участкам и т.д. Для отсечения используется порог tlow. 
После этого оставшиеся пиксели с помощью метода 
Оцу [41] разделяются на два класса: сельскохозяй-
ственные культуры и дикорастущие растения. Порог, 
определяемый методом Оцу, обозначим как tO. Пред-
полагается, что пиксели из класса дикорастущих рас-
тений обладают более высокими значениями индекса 
вегетации. Пример гистограммы с описанными поро-
говыми разделениями приведен на рис. 4. 

Обозначим маски потенциальных полей и обла-
стей низкой вегетации как M и L: 
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Для повышения достоверности локализации водо-
емов и других участков местности с низкой средней 
вегетацией использовалась морфологическая дилата-
ция маски L со структурным элементом s размера w: 

 ˆ .L L s w   (4) 

Результирующая маска полей получается поэле-
ментным вычитанием маски областей малой вегета-
ции L ̂ из маски M: 

, , , .ˆ
i j i j i jF M L   (5) 

Примеры масок M, L и F приведены на рис. 5. 

 
Рис. 3. Схема агрегирования вегетационного индекса на основе критерия достоверности данных и агрегированный 

вегетационный индекс MSAVI2 с 2016 по 2020 год включительно 

 
Рис. 4. Гистограмма интенсивностей агрегированного 
индекса MSAVI2. Штрихпунктирная линия представляет 
пороговое значение tlow; штриховая линия представляет 

пороговое значение Оцу tO 

а)  б)  

в)  г)  
Рис. 5. Иллюстрации поиска областей полей: 

агрегированный индекс MSAVI2 Ĩ avg (а), маска областей 
низкой вегетации L (б ), маска потенциальных полей M (в), 

результирующая маска полей F (г) 

2.2. Вычисление маски границ 

В соответствии с результатами работы [24] для 
получения карт границ мы используем детектор краев 
Кэнни [25]. Однако в отличие от вышеуказанного ис-
следования мы извлекаем края из предварительно 
вычисленных изображений MSAVI2, а не из каналов 
RGB и NIR спутниковых изображений. 

Агрегация границ производится следующим обра-
зом: карта границ вычисляется для каждого мгновен-
ного изображения MSAVI2; полученные мгновенные 
карты границ усредняются; усредненная карта бина-
ризуется по методу Оцу. Для компенсации возмож-
ных сдвигов к результирующей бинарной карте при-
меняется дилатация. Для уменьшения разрывов, а 
также для фильтрации шумовых границ применяется 
морфологическое замыкание. 

Маска облаков, предоставляемая вместе со 
спутниковыми снимками, имеет ограниченную 
точность. Чтобы минимизировать искажения гра-
ниц полей, вызванных присутствием на изображе-
нии границ облаков и их теней, мы использовали 
данные только за те даты, для которых облачность 
составила менее 1 %. 

В отличие от этапа вычисления маски полей, где 
мгновенные данные сначала агрегируются, а затем 
обрабатываются, на данном этапе сначала границы 
выделяются на мгновенных данных, а затем агреги-
руются уже карты границ. Такой подход позволяет 
получить более точную итоговую карту по сравнению 
с локализацией границ на агрегированном изображе-
нии (см. рис. 6). 
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а)  б)  в)  
Рис. 6. Сравнение подходов к извлечению карты границ: агрегированный MSAVI2 Ĩ avg (а); границы Кэнни на агрегированном 

индексе E( Ĩ avg) (б); бинарная карта агрегированных границ Кэнни Ẽb (в) 

2.3. Уточнение границ полей 

Для уточнения границ полей маска границ вычита-
ется из маски полей. Растровое изображение R уточнен-
ных полей рассчитывается следующим образом: 

 , , ,0, ,b
i j i j i jR max F E    (6) 

где F – маска полей, а Ẽb – маска границ. 
Далее на изображении R выделяются восьмисвяз-

ные компоненты. Для каждой компоненты определя-
ется ее векторный контур. Ошибочные контуры 
(слишком маленькие или с самопересечением) ис-
правляются или отфильтровываются. Чтобы изба-
виться от шума, вызванного избыточной сегментаци-
ей, ложными срабатываниями и маловероятными 
большими полями, векторные контуры фильтруются 
по площади с использованием порогов area

mint  и area
maxt . 

2.4. Настройка параметров алгоритма 

Описанный алгоритм оконтуривания имеет сле-
дующие параметры: 

• w – радиус кругового структурного элемента, ис-
пользуемого при морфологическом замыкании; 

• tlow – нижний порог вегетации; 
•  – параметр оператора Кэнни, стандартное от-
клонение оператора Гаусса, применяемое 
к исходному изображению при предварительной 
обработке; 

• area
mint  и area

maxt  – минимальный и максимальный поро-
ги площади возделываемых регионов. 
Значения этих параметров были подобраны экс-

пертно по результатам работы алгоритма на двух 
настроечных фрагментах (рис. 1):  = 1, w = 2 пикселя, 
tlow = 0,1569, 0,05area

mint   км2, 310area
mint   км2. 

3. Сравнение методов оконтуривания 

Основной проведенный нами эксперимент посвя-
щен сравнению качества двух подходов: оконтурива-
ние с мгновенными данными на вход и оконтурива-
ние с историческими данными на вход. В качестве 
метода на исторических данных выступает наш ма-
лопараметрический алгоритм, а в качестве метода с 

мгновенными данными на вход выступает алгоритм 
оконтуривания полей на основе глубокого обучения, 
предложенный в работе [22]. 

3.1. Реализация метода оконтуривания  
по мгновенным данным 

Чтобы сравнить наш метод с одним из современ-
ных решений, мы воспроизвели метод, описанный в 
работе [22]. В отличие от предлагаемого метода, в ра-
боте [22] в качестве входных данных используются 
мгновенные снимки. В рамках данного метода вход-
ное изображение разделяется на перекрывающиеся 
патчи, на каждом из которых вычисляются границы 
полей с помощью обученной нейронной сети. Затем 
по специальной схеме результаты на отдельных пат-
чах объединяются в результирующее изображение. 
Контуры полей на каждом патче вычисляются с ис-
пользованием сверточной нейронной сети на основе 
модели U-Net [42] с применением энкодера VGG-16 
[43], предобученного на наборе данных ImageNet. 

В исходной работе авторы обучали нейросеть на 
наборе данных SIGPAC Navarre, который на данный 
момент недоступен. Мы использовали наш собствен-
ный датасет примерно такого же размера. Для ауг-
ментации данных, как и в исходной работе, были 
применены групповые преобразования Dih4 и пово-
роты на случайный угол. В отличие от исходной ра-
боты мы использовали при обучении только два клас-
са: поле и не поле, в то время как в [22] был добавлен 
третий класс – буфер по границам сельскохозяй-
ственных участков. Авторы ввели этот класс, чтобы 
компенсировать неточности разметки, поскольку их 
обучающий набор данных содержал не полностью 
размеченные изображения. Наши снимки были раз-
мечены более полно, поэтому мы использовали толь-
ко два класса. 

Сначала мы пытались использовать для обучения 
тот же обучающий набор данных, который был ис-
пользован для настройки параметров нашего алго-
ритма (см. параграф 1). Этого количества данных 
оказалось недостаточно, и процесс обучения не схо-
дился. Проблема была решена путем увеличения ко-
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личества обучающих данных приблизительно в 7 раз. 
Мы обучали нейросеть в течение 88 эпох с помощью 
пакета PyTorch: в качестве оптимизатора был выбран 
алгоритм Adam с параметрами по умолчанию и ша-
гом оптимизатора 1e-4. Как и в исходной работе, мы 
использовали функцию потерь LovaszSoftmax [44]. 

3.2. Оценка качества оконтуривания 

Среди подходов к оценке выделения границ мож-
но выделить пиксельный [28, 45 – 49] и объектный 
[50 – 52] в соответствии с типом анализируемых дан-
ных. К пиксельным метрикам относятся DICE, Over-
all accuracy (OA), Intersection over union (IoU). Основ-
ным их преимуществом является простота реализа-
ции и быстрота вычислений. Серьезным недостатком 
пиксельных метрик является низкая чувствительность 
к ошибкам избыточной и недостаточной сегментации 
(см. рис.7). 

а)  б)  
Рис. 7. Иллюстрация избыточной (a) и недостаточной (б) 
сегментации; серый полигон изображает эталонное поле; 
красные линии – результат алгоритма оконтуривания 

Объектные метрики точнее оценивают ошибки из-
быточной и недостаточной сегментации. Вычисление 
этих метрик, как правило, состоит из двух этапов, на 
первом из которых выполняется сопоставление распо-
знанных и эталонных объектов по некоторому крите-
рию [50, 53]. Второй этап представляет собой оценку 
качества тех распознанных объектов, которых удалось 
успешно сопоставить с эталонными. На втором этапе 
могут вычисляться различные метрики, основанные на 
оценке соответствия как площадей объектов (Sunder, Sover 
[32, 50], AFI [54]), так и их границ (MAE [24], BDE 
[22], L [32]). Ложноположительные и ложноотрица-
тельные ошибки при этом не учитываются. Для от-
дельной оценки ошибок такого рода в некоторых рабо-
тах вводятся дополнительные показатели [32, 24]. 

3.2.1. DICEobj: объектно-ориентированная метрика 
для оценки качества определения границ 

В этой статье мы предлагаем метрику DICEobj, ко-
торая, с одной стороны, обладает преимуществом объ-
ектных подходов, а именно чувствительна к ошибкам 
избыточной и недостаточной сегментации. С другой 
стороны, она позволяет получить единую оценку каче-
ства, учитывающую в том числе ложноположительные 
и ложноотрицательные срабатывания алгоритма. 

Множества эталонных полей и полей, найденных 
алгоритмом, с мощностями Nref и Nexp обозначены как 

 1 , , refN
ref ref refF f f   и  1 , , expN

exp exp expF f f   

соответственно. Сопоставление эталонных и распо-
знанных полей выполняется на основе коэффициента 
Жаккара: 

   
 

, ,
S a b

J a b
S a b





 (7) 

где S (x) – площадь полигона x. 
Поля i

reff  и j
expf  считаются однозначно сопостав-

ленными при выполнении следующего условия: 
 , 0,5i j

ref expJ f f   и не существует другого такого по-

ля m
reff  или k

expf , для которого выполнялось бы 

 , 0,5m j
ref expJ f f   или  , 0,5i k

ref expJ f f   соответствен-

но. Обозначим множество однозначно сопоставлен-
ных элементов из Fref и Fexp как Fone2one: 

   22 1 2, , , , , ,
one one

i j
one one N ref expF p p p p f f 

    (8) 

где None2one – количество сопоставленных полей. Ре-
зультирующее значение качества распознавания по-
лей вычисляется по следующей формуле: 

22 100%.one one
obj

exp ref

N
DICE

N N
 


 (9) 

Это значение составляет 100 %, если каждому по-
лю из Fref можно однозначно сопоставить поле из Fexp. 

4. Результаты экспериментов 

Результирующие значения описанных метрик 
представлены в табл. 4. Предложенный малопарамет-
рический алгоритм с историческими данными на вход 
обозначен как LP. Алгоритмом оконтуривания полей 
на основе глубокого обучения, предложенный в работе 
[22], принимающий на вход мгновенные данные, обо-
значен как DL. Метрики рассчитывались для двух 
фрагментов, выбранных для тестирования (см. рис. 1). 

Табл. 4. Результаты оценки качества алгоритмов 
оконтуривания 

Metric LP DL [22] 
DICEobj 51,25 46,28 
DICE 86,41 88,74 
OA 0,86 0,87 

Алгоритм LP показывает наилучший результат по 
метрике DICEobj, то есть предлагаемый алгоритм 
лучше находит и разделяет поля. По пиксельным 
метрикам алгоритм DL немного опережает LP. Как 
упоминалось в предыдущем параграфе, пиксельные 
метрики имеют низкую чувствительность к ошибкам 
недостаточной и избыточной сегментации. Этот эф-
фект может быть продемонстрирован на результатах 
работы сравниваемых алгоритмов. На рис. 8 приведен 
небольшой фрагмент одного из тестовых изображе-
ний и границы, полученные алгоритмами LP и DL, а 
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также разметка (черная линия). Результат алгоритма 
DL (красная линия) содержит явные ошибки недоста-
точной сегментации, которых не наблюдается у LP 
(синяя линия). В то же время значения DICE, рассчи-
танные для этого отдельного фрагмента, ошибочно 
показывают, что результат DL лучше: 97 % для DL и 
94 % для LP. Значения метрики DICEobj, напротив, 
позволяют правильно проранжировать результаты ал-
горитмов на этом отдельном фрагменте: 20 % для DL 
и 49 % для LP. 

Продолжим качественный анализ результатов, об-
ратившись к рис. 9. На этом фрагменте также видно, 
что алгоритм DL (красная штриховая линия) часто 
объединяет поля, тогда как LP (синяя штриховая ли-
ния) лучше разделяет поля, но иногда детектирует 
рваную границу там, где она должна быть прямой, 
как на верхнем правом и нижнем левом фрагментах 
рисунка. На рис. 10 также можно заметить неточ-

ность границ, найденных LP, а также множество 
ложноположительных полей, найденных алгоритмом 
DL прямо посреди леса. 

 
Рис. 8. Сравнение результатов DL и LP с эталонной 

разметкой (черная линия). Красная линия – ответ DL, 
синяя – ответ LP. Для приведенного фрагмента значение 
DICE составляет 97 % для DL и 94 % для LP , значение 

DICEobj – 20 % и 49 % соответственно 

 
Рис. 9. Сравнение границ DL и LP. Красная штриховая линия – ответы DL, синяя штриховая линия – ответы LP. Обе 
штриховые линии прозрачны, а разметка не приводится, чтобы лучше было видно, как результаты алгоритмов 

соответствуют реальным полям, различимым на изображении 

 
Рис. 10. Сравнение результатов DL и LP с разметкой. 

Красная штриховая линия – ответы DL, синяя пунктирная 
линия – ответы LP , сплошная черная линия – эталонная 

разметка 

Также мы провели эксперимент по сравнению 
предложенного алгоритм LP с тремя его модифика-
циями, в каждой из которых изменена одна из частей 
алгоритма. В табл. 5 приведены описания этих моди-
фикаций и результаты оценки их качества. Как видно 
из таблицы, наибольшее влияние на общее качество 
как по метрике DICEobj, так и по DICE оказывает ис-
пользование исторических данных вместо мгновен-
ных (23,54 % для мгновенных данных и 51,25 % для 
исторических). Второй по важности особенностью 
полного алгоритма LP оказывается тот факт, что де-
тектирование границ проводится на мгновенных дан-
ных, после чего агрегируются уже карты границ 
(29,63 % против 51,25 %). Это не соответствует ре-
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зультатам по DICE, которая показывает близкие зна-
чения для всех модификаций с историческими дан-

ными. Однако, как было показано выше (рис. 8), мет-
рика DICE обладает существенными недостатками. 

Табл. 5. Сравнение различных модификаций предложенного алгоритма 
 для выделения наиболее существенных особенностей основной конфигурации алгоритма 

Модификация алгоритма DICEobj DICE 
Алгоритм LP без исторических данных (на вход поступают мгновенные снимки) 23,54 53,32 
Алгоритм LP без агрегации детектированных границ (карта границ вычисляется 
по агрегированному индексу) 

29,63 88,31 

Алгоритм LP без дилатации детектированных границ 48,27 87,65 
Основная конфигурация алгоритма LP 51,25 86,41 

 

В дальнейшем качество оконтуривания может быть 
улучшено за счет объединения глубокого обучения и 
предложенного метода, а именно за счет включения 
обученной нами U-Net модели в качестве модуля детек-
тора полей в наш метод. С другой стороны, улучшение 
точности маски границ также позволит повысить каче-
ство. Такого улучшения можно ожидать, например, при 
замене обычного метода Оцу, использующегося при 
бинаризации агрегированных границ, на алгоритм, 
обобщенный для случая несбалансированных классов 
[55]. Еще одна возможность для развития связана с 
формой полей. Для разных стран и территорий харак-
терны разные формы, но в пределах одного региона по-
ля часто похожи, за счет чего можно ограничить про-
странство поиска решений, как это было сделано в ис-
следовании по распознаванию дорожной разметки [56, 
57]. Кроме того, поиск мгновенных границ можно вы-
полнять на специальной проекции мультиспектрального 
изображения, полученной методом контраст-
сохраняющей визуализации [58]. 

Заключение 

В данной работе рассмотрена задача оконтурива-
ния сельскохозяйственных полей по открытым спут-
никовым данным Sentinel-2. Предложен малопара-
метрический алгоритм, основанный на использовании 
классических инструментов обработки изображений 
и исторических данных индекса MSAVI2. Предлага-
емый алгоритм относится к гибридному подходу, то 
есть обнаружение границ и потенциальных полей вы-
полняется независимо. Для обнаружения границ мы 
предлагаем использовать детектор Кэнни, а для обна-
ружения полей — бинаризацию по методу Оцу. 

Проведенный нами эксперимент подтвердил, что 
подход на исторических данных, представленный 
нашим малопараметрическим алгоритмом, даёт более 
точные результаты, чем оконтуривание по мгновен-
ным данным, представленное современным нейросе-
тевым решением. При этом для настройки парамет-
ров предложенного алгоритма требуется выборка в 7 
раз меньше, чем для обучения метода на мгновенных 
данных. Предложенный алгоритм прост в реализации 
и не требует использования ресурсоёмких вычисли-
тельных машин, оснащенных GPU. 

Мы предоставляем исходный код алгоритма и 
экспертную разметку полей. Репозиторий разметки 

также содержит предварительно вычисленные при-
меры изображений, которые используются в качестве 
входных данных для алгоритма. 
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Abstract 

This paper considers an issue of delineating agricultural fields in satellite images. In this task 
we follow a multi-temporal data approach. We show that on such data, good quality can be 
achieved using a simple low-parameter method. The method consists of a combination of a field 
detector and an edge detector. The field detection is based on an Otsu thresholding technique and 
for the edge detection we use a Canny detector. Facing a lack of available datasets and aiming to 
estimate the proposed algorithm, we prepared and published our dataset consisting of 18,859 ex-
pertly annotated fields using Sentinel-2 data. We implement one of the state-of-the-art deep-
learning approaches and compare it with the proposed method on our dataset. The experiment 
shows the proposed simple multi-temporal algorithm to outperform the state-of-the-art instant data 
approach. This result confirms the importance of using multi-temporal data and for the first time 
demonstrates that the delineation problem can be solved at a lower cost without loss of quality. 
Our approach requires a significantly less amount of training data when compared with the NN-
based one. The dataset of agricultural fields used in the work and the proposed algorithm imple-
mentation in Python are published in open access. 
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