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Аннотация 

В данной работе мы предлагаем алгоритм натурального градиентного спуска с импуль-
сом на основе распределений Дирихле для ускорения обучения нейронных сетей. Данный 
подход учитывает не только направления градиентов, но и выпуклость минимизируемой 
функции, что значительно ускоряет процесс поиска экстремумов. Представлены вычисле-
ния натуральных градиентов, базирующихся на распределениях Дирихле, и реализовано 
внедрение предложенного подхода в схему обратного распространения ошибок. Результаты 
по распознаванию изображений и прогнозированию временных рядов во время проведения 
экспериментов показывают, что предложенный подход дает более высокую точность и не 
требует большого количества итераций для минимизации функций потерь, по сравнению с 
методами стохастического градиентного спуска, адаптивной оценки момента и адаптивным 
по параметрам диагональным квазиньютоновским методом для невыпуклой стохастической 
оптимизации. 
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Введение 

Наиболее важную роль в искусственных нейронных 
сетях играют методы оптимизации, которые существен-
но влияют на процесс обучения. Конечная точность в 
процессе обучения зависит от согласования значений 
весов искусственных нейронов с функцией потерь, ко-
торую с каждой эпохой необходимо минимизировать. 
Если оптимизация проходит быстро и сходится к гло-
бальному минимуму, то повышается точность распо-
знавания и сокращается время обучения. 

Одним из самых известных методов оптимизации 
является стохастический градиентный спуск SGD [1], 
который был модифицирован в SGDM [2] и SGDM с 
условием Нестерова [3]. Позднее на базе градиентно-
го подхода были предложены новые методы оптими-
зации: AdaGrad [4], ADADELTA [5], RMSProp[6] и 
Adam [7]. В настоящее время наиболее распростра-
ненные методы в машинном обучении – это SGDM с 
модификацией Нестерова и Adam. 

Достижение глобального минимума за меньшее 
количество итераций (эпох) с требуемой точностью 
по сей день остается актуальной проблемой в методах 
оптимизации. Особенно остро встает вопрос нахож-
дения минимума в машинном обучении, где процесс 
оптимизации функции потерь влияет на конечную 

точность. Для решения данной проблемы был пред-
ложен градиентный поток из [8], представляющий 
собой произведение метрического тензора на гладком 
многообразии и градиента оптимизируемой функции. 
Такой подход ускорил процесс минимизации функ-
ции потерь в нейронных сетях, но в данной статье бу-
дут использоваться многообразия вероятностных 
распределений вместо гладких. 

Многообразия вероятностных распределений в 
основном используются в информационной геомет-
рии, где аналогом градиентного потока является 
натуральный градиент. Натуральный градиент пред-
ставляет собой произведение информационной мат-
рицы Фишера и градиента оптимизируемой функции. 
Матрица Фишера рассчитывается по расхождению 
Кульбака–Лейблера (расхождение K-L в [9] и [10]). 

Натуральный градиентный спуск с импульсом 
(NGDM) является альтернативой стохастическому 
градиентному спуску и его модификациям, как было 
отмечено в [11]. Благодаря натуральному градиенту, 
содержащему матрицу Фишера, базирующуюся на 
вероятностном распределении, процесс оптимизации 
сходится в области глобального минимума с высокой 
точностью. Вероятностные распределения стоит вы-
бирать таким образом, чтобы матрица Фишера со-
держала только постоянные значения. В данной ста-
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тье мы предлагаем алгоритм обучения нейронных се-
тей с помощью натурального градиентного спуска с 
импульсом на основе распределения Дирихле и 
обобщенного распределения Дирихле. Мы покажем, 
что предложенный подход имеет более высокую точ-
ность и не требует большого количества итераций 
для минимизации функций потерь, в отличие от 
SGDM, Adam и Apollo [12]. Затем продемонстрируем 
работу предложенного алгоритма в экспериментах с 
распознаванием образов и прогнозированием вре-
менных рядов. В заключении мы обсудим результа-
ты, перспективы и направления разработок новых 
модификаций натурального градиентного спуска. 

1. Предварительные сведения 

Пусть f :    – гладкая функция над замкнутым 
выпуклым множеством  ∊ n, содержащая один или 
несколько экстремумов. Задача стохастического гра-
диентного спуска состоит в нахождении наименьшего 
значения функции f (θ) в заданной области  с помо-
щью следующей итеративной формулы: 

      1 ,k k k
k f     

 (1) 

где θ – произвольный аргумент. 
Функция f может быть минимизирована с помо-

щью SGDM с модификацией Нестерова из [3], псев-
докод которого представлен в Алгоритме 1. 

Algorithm 1. Стохастический градиентный спуск с 
импульсом и модификацией Нестерова 
Input: γ (скорость обучения), 0 (входные парамет-
ры), f (целевая функция), λ (распад веса), µ (им-
пульс), τ (демпфирование) 

Output: n (конечный результат) 
1: for i from 1 to n do 
2: gi

 =  f (i
 –1) + i –1 

3: if i > 1 then 
4: bi  bi –1

 + (1)gi   //bi – вспомога-
тельная переменная 
5: else 
6: bi

  gi 
7: end if 
8: gi  gi −1

 + bi 
9: i  θi −1

  γgi 
10: end for  

Стохастический градиентный спуск с импульсом 
и модификацией Нестерова очень практичен в свер-
точных нейронных сетях для распознавания изобра-
жений. Процесс минимизации при SGDM не требует 
много времени и ресурсов, но достичь глобального 
минимума у него не всегда удается. 

Наиболее предпочтительным методом оптимиза-
ции в нейронных сетях, решающих не только задачи 
распознавания образов, является Adam. Данный ме-
тод отличается от SGDM и является более надежным 
в машинном обучении, потому что он обновляет экс-

поненциальные скользящие средние градиента mt и 
квадрата градиента t с гиперпараметрами 1, 2

  [0, 1), 
контролирующими скорость экспоненциального зату-
хания этих скользящих средних. Однако эти скользящие 
средние инициализируются как (векторы) нули, что 
приводит к оценкам моментов, которые смещены в сто-
рону нуля, особенно на начальных шагах и при малых 
скоростях затухания. Псевдокод метода Adam ([7]) 
представлен в Алгоритме 2. 

Algorithm 2. Адаптивная оценка момента (Adam) 
Input: γ (скорость обучения), β1, β2 (коэффициенты 
для вычисления скользящих средних градиента и 
его квадрата), 0 (входные параметры), f (целевая 
функция), λ (распад веса) 

Output: n (конечный результат) 
1: m0  0 (первый момент), 0  0 (второй 
момент) 
2: for i from 1 to n do 
3: gi

   f (i −1) + λi−1 
4: mi

  β1mi−1
 + (1 − β1)gi 

5:   2
2 1 21i i iv v g     

6:  1/ˆ 1 i
i im m   

7:  2/ˆ 1 i
i iv v   

8:  1 ˆ ˆ/i i i im v     
 

9: end  for  
Метод Adam широко используется в библиотеках 

машинного обучения MATLAB, Python и R, но и он 
не лишен недостатков. Для спуска в область глобаль-
ного минимума требуется много итераций, а иногда 
глобальный экстремум не достигается вообще. По-
мимо Adam, в задачах распознавания изображений 
может использоваться алгоритм Apollo [12]. Данный 
подход отличается от представленных выше тем, что 
путем аппроксимации матрицы Гесса он способен 
учитывать выпуклость минимизируемой функции. 
Основное преимущество Apollo состоит в том, что он 
способен уменьшать стохастическую дисперсию, что 
упрощает аппроксимацию матрицы Гесса, сохраняет 
положительную определенность в условии невыпук-
лости целевой функции и сходится в выпуклой и сто-
хастической оптимизациях.  

 
Algorithm 3. Apollo Адаптивный по параметрам 
диагональный квазиньютоновский метод невыпук-
лой стохастической оптимизации 
Input: γ (скорость обучения), β (коэффициенты для 
вычисления скользящего среднего градиента), θ0 
(входные параметры), f (целевая функция),  = 10−4 

Output: θn (конечный результат) 
1: m0  0 (скользящее среднее с поправкой 
на смещение), d0  0 (коррекция направле-
ния), B0  0 (аппроксимация Гессиана) 
2: for i from 1 to n do 
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3: gi+1
   f (i) 

4: 

 
1 11 1

1 1
1 1

i

i i ii i
m m g  

   
   

5: 

 1

4
4

             
( )

T T
i i i i i i

i

d m m d B d
d

  
 

     
// значения коэффициента для B 

6:  2
1i i iB B Diag d     

7: Di+1   rectify(Bi+1, 0.01) // устранение не-
выпулости 
8: 

1
1 1 1i i id D m
    

9:θi+1  θi
 – γdi+1 

 0: end     for 

В Алгоритмах 1 и 2 направление к минимуму 
определяется с помощью градиентов. Но если, как в 
Алгоритме 3, учитывать не только поле градиентов, 
но и выпуклость поверхности, описанной оптимизи-
руемой функцией f, то это даст возможность дости-
гать именно глобального минимума с требуемой точ-
ностью. Но данный подход будет аппроксимировать 
Гессиан каждую итерацию, что увеличит количество 
вычислений и временные затраты. Далее мы изложи-
ли наш подход к решению этой проблемы, используя 
натуральный градиент. 

2. Метод быстрого поиска экстремума на основе 
NGDM и распределений Дирихле 
2.1. K-L расхождение для NGDM 

Натуральный градиентный спуск ([11], [13]) с им-
пульсом, удовлетворяющий условию Нестерова, мо-
жет быть представлен следующим образом: 

         1 11 ,k k k k
k F f b       

 (2) 

где (0) = 0 – начальная точка, 
b(k+1) = µb(k) + (1– τ)(f (θ(k)) +λθ(k)) (τ – параметр демп-
фирования), F – матрица Фишера, которая учитывает 
кривизну поверхности f для обхода локальных мини-
мумов и отличает натуральный градиентный спуск 
(2) от стохастического (1). Определение матрицы 
Фишера берет свое начало еще с определения гради-
ентного потока на гладких Римановых многообразиях 
в [8], где свойства производных (градиентов) и кри-
визны уже рассмотрены в общих случаях. Данный 
подход уже пытались использовать в методах оптими-
зации в [14]. Впоследствии выяснилось, что наиболее 
эффективно оказалось использовать многообразия веро-
ятностных распределений, где градиентным потоком 
является информационная матрица Фишера, вычисле-
ние которой можно провести с помощью расхождения 
Кульбака–Лейблера (K-L-расхождение). 

Предположим, что p (x; ξ) – некоторое семейство 
вероятностных распределений над значениями весо-
вых коэффициентов x, где ξ  n– вектор значений 
параметров распределения, регулирующих значения 

весовых коэффициентов. Тогда непрерывное K-L-
расхождение имеет следующий вид [15]: 

    1( ; || ; ) ,
2

T
t tKL p x p x F      

 (3) 

где F = −  [log p(x; t) log p(x; t)T ] – информаци-
онная матрица Фишера, представляющая собой гра-
диентный поток на многообразии вероятностных 
распределений. Далее приведем расчеты матрицы 
Фишера для распределения Дирихле и обобщенного 
распределения Дирихле. 

2.2. Вычисление матрицы Фишера  
с распределением Дирихле и его обобщением 

Распределение Дирихле порядка K  2 с парамет-
рами ξ = , где 1, ..., K

 > 0 в [16] имеет функцию 
плотности вероятности относительно меры Лебега на 
Евклидовом пространстве K−1, заданную формулой 

       
 

1

1

1; ,  ,i

K ii
i

i ii

p x x B
B

 



 
   

  
 

 (4) 

где 1{ }K
i ix   удовлетворяет ixi = 1, и Γ() – гамма-

функция. 
Вычислим логарифм от функции плотности (4). 
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1 1 1

log  ; log    

= log  Γ log  Γ ( 1) log  .
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Вычислим частные производные второго порядка 
от log p (x; ) по : 
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2
1

log  ,

log  .

K

i
j k i
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i j
j i
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Следовательно, матрицу Фишера можно предста-
вить следующим образом: 

 

 

 

1 ...

... ... ... ,

...

i i
i i

Dir

i K i
i i

F

  

 

    
         

    
  
 
    

         
    

 

 

 (5) 

где ψ () = (d / d) log (Γ()) – пси-функция. 
Приведем обобщенное распределение Дирихле 

[16] для 1{ }K
i ix  , i xi

 = 1, и  i
 > 0, βi

 > 0, i = 1, ..., K–1, 
имеющее функцию плотности вероятности 

   
1

1 1

1; , 1 ,
,

i

i

K i

i j
i ii j

p x x x
B



 

 

 
        

   (6) 
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где γi = βi– i +1 – βi+1 для i = 1, ..., K–1 и γK
 = βK−1. Ло-

гарифм от функции плотности обобщенного распре-
деления Дирихле имеет следующий вид: 

 
   

     

1

1 1

1 1 1

1 1 1

log  log  1

log  Γ log  Γ log  Γ

( 1) log  log  (1 ).

i

i

K i
i i

i j
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K K K

i i i i
i i i
K K i

i i i j
i i j
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Вычислим частные производные второго порядка 
от log p (x; , β): 
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Тогда матрица Фишера для обобщенного распре-
деления Дирихле выражается следующим образом: 
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GenDir
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 (7) 

где 

     
     Ψ i i i i i

i
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И  – нулевая матрица. 
Рассмотрим биективное отображение значений 

весовых коэффициентов x на множество значений z, 
удовлетворяющих условию j zj = 1. Пусть значения 
весовых коэффициентов x принадлежат n-мерному 
шару B(u0, r), где u0

  n, r  [0, ∞) – центр шара и его 
радиус соответственно. Из геометрии и топологии из-
вестно, что произвольный n-мерный шар B(u0, r) мож-
но биективно отобразить на n-мерный симплекс ∆n: 

B(u0, r)  (x1, ..., xn)  (z0, z1, ..., zn)  ∆n. 

После чего подбираем значения параметров  для 
распределения Дирихле,  и β для обобщенного рас-
пределения Дирихле. При этом удовлетворяются 
условия двух критериев согласия [17]: энергетическо-
го критерия согласия, критерия согласия треугольни-
ка. Для значений z, удовлетворяющих условию  

0
1,n

jj
z


  

можно вычислить матрицу Фишера распределений 
Дирихле p (z; ) и p (z; , β). В следствие чего вычис-
ляются матрицы Фишера (5) и (7). Так как отображе-
ние между x и z биективное, то имеется возможность 
минимизировать функцию потерь E (x (z)) по значени-
ям z. С помощью натурального градиентного спуска 
находится такое значение z, при котором функция по-
терь E принимает наименьшее значение в точке x (z). 

Отсюда можно сделать вывод: натуральные гра-
диенты на основе распределений Дирихле (4) и (6) 
могут использоваться на различных значениях весо-
вых коэффициентов. То есть для произвольных пере-
менных x из распределений p (x; ) и p (x; , β) воз-
можно применение натурального градиентного спус-
ка на основе распределений Дирихле. 

Значения матрицы Фишера выбираются в зависи-
мости от типа нейронной сети. В случае многослой-
ного персептрона, где для стохастического и нату-
рального градиентного спуска наиболее эффективная 
скорость обучения находится в промежутке 
[0,01; 0,1], выбираются значения на отрезке от [1; 4], 
так как в данной области матрица Фишера позволяет 
с большей точностью сходиться в области глобально-
го минимума. Для сверточных и рекуррентных 
нейронных сетей, где наиболее эффективная скорость 
обучения находится в промежутке [0,001; 0,005], вы-
бираются значения на отрезке [4; 8], что дает воз-
можность «избегать» локальных минимумов. 

Значения i на промежутке [12; ∞) не способны 
регулировать значения весовых коэффициентов так 
же эффективно, как на отрезке [4; 8]. При значениях 
I

 = 12 обратная матрица Фишера распределения Ди-
рихле имеет следующий вид: 

    
 

1 1/ 12 ;...;1/ 12

1,428;...;1,428 .
DirF diag

diag

    




 (8) 

Натуральный градиент с обратной матрицей Фи-
шера (8) не способен минимизировать функцию по-
терь с требуемой точностью, так как увеличивается 
шаг. При i, стремящейся к бесконечности, натураль-
ный градиент становится «взрывающимся». 

На промежутке (0; 0,5] натуральный градиент 
принимает слишком малые значения, которые не поз-
воляют сходиться в области глобального минимума. 
При i

 = 0,5 обратная матрица Фишера имеет следу-
ющий вид: 

    
 

1 1/ 0,5 ;...;1 / 0,5

0,203;...;0,203 .
DirF diag

diag

    




 (9) 

Натуральный градиент с обратной матрицей Фишера 
(9) не способен «обходить» локальные минимумы, так 
как значительно уменьшается шаг. При i, стремящейся 
к 0, натуральный градиент становится «исчезающим». 
На отрезке [0,5; 1] натуральный градиент не способен 
«обходить» ближайшие локальные минимумы, несмот-
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ря на быструю сходимость. На отрезке [9; 12] натураль-
ный градиент имеет возможность «обходить» локаль-
ные минимумы, но сходится с меньшей точностью. 

Матрица Фишера FGenDir (7) является диагональ-
ной относительно блоков i. Вследствие чего 
наиболее эффективно выбирать значения i и βi на 
отрезке [3, 5; 9], где ′(i

 + βi) приближенно равно 0. 
Следовательно, 

        
1

1 11/ ;1/ ;...;1 / ;1/ .
GenDir

n n

F

diag

 

          
 

В случае многослойного персептрона выбираются 
значения на отрезке от [4, 5; 6], для возможности схо-
димости в области глобального минимума. Для свер-
точных и рекуррентных нейронных сетей выбирают-
ся значения на отрезке [5, 5; 9], что дает возможность 
«избегать» локальных минимумов. 

После вычисления матриц Фишера для распреде-
лений Дирихле появляется возможность построить 
алгоритм натурального градиентного спуска с им-
пульсом на основе распределений Дирихле, который 
будет внедрен в алгоритм обратного распространения 
ошибок. 

2.3. Алгоритм поиска экстремума на основе NGDM 
и распределения Дирихле 

В соответствии с матрицей Фишера для распреде-
ления Дирихле и обобщенного распределения Дирихле 
мы предлагаем Алгоритм 4 для ускоренного нахожде-
ния глобального минимума целевой функции f . 

Algorithm 4. Натуральный градиентный спуск с 
импульсом, базирующийся на распределениях 
Дирихле. 
Input: γ (скорость обучения), θ0 (входные пара-
метры), f (целевая функция), λ (распад веса), µ 
(импульс), τ (демпфирование), F = FDir или 
F = FGenDir (матрица Фишера) 

Output: θn (конечный результат) 
1: for i from 1 to n do 
2: gi

 =  f (i
 –1) + i –1 

3: if i > 1 then 
4: bi  bi –1

 + (1 – )gi  // bi – вспомога-
тельная переменная 
5: else 
6: bi  gi 
7: end if 
8: gi

  gi−1 +  µbi 
9: θi  θi−1 – F –1gi 
10: end for  

Заметим, что в Алгоритме 4 нет необходимости 
уменьшать длину шага или числовое значение гради-
ента для повышения точности за счет учета выпукло-
сти минимизируемой функции. К тому же матрица 
Фишера содержит только параметры распределений 
без переменных  и x из формул (4) и (6), что позво-

ляет избежать дополнительных вычислений в цикле и 
ресурсных затрат. Стоит отметить, что информаци-
онная матрица Фишера с обобщенным распределени-
ем Дирихле полезна только в случае 2n-мерной по-
верхности, где n  . Но для нейронных сетей такое 
ограничение не оказывает особого влияния. 

3. Алгоритм обучения нейронной сети на основе 
NGDM и распределения Дирихле 

В данном параграфе представлены алгоритм и 
схема предложенного метода обучения нейронной се-
ти на основе натурального градиента. Из [18] вектор 
x = {x1, ..., xm}, проходящий через нейрон l, приобрета-
ет значение вектора y(l). Затем сигнал y(L) сравнивает-
ся с ожидаемым выходом d. В итоге получаем резуль-
тат ошибки ek

 = dk
 – yk, где k = 1, ..., m. Затем для дости-

жения правильного ответа необходимо минимизировать 
функцию потерь E(n), которая пошагово корректирует 
синаптические веса нейронов, пока система не достиг-
нет устойчивого состояния. Псевдокод метода обратно-
го распространения ошибок с использованием нату-
рального градиентного спуска с импульсом представлен 
в векторной форме в Алгоритме 5. 

Отметим, что в строке 2 Алгоритма 5 начинается 
прямое обучение, в 7 строке – обратное распростра-
нение ошибки, а с 14 по 19 строки содержится фор-
мула натурального градиентного спуска с импульсом, 
удовлетворяющая условию Нестерова. В 8 и 10 стро-
ках использована операция ⊙ – умножение Адамара, 
которая выражается следующим образом: 

(u1, ..., un)T ⊙ (1, ..., n)T = (u1·1, ..., n·n)T. 

На рис. 1 продемонстрирована схема работы 
нейронной сети с обратным распространением ошиб-
ки, использующая для оптимизации натуральный 
градиентный спуск с импульсом. Благодаря инфор-
мационной матрице Фишера, значения весов будут 
регулироваться лучше за счет учета не только 
направлений градиентов, но и выпуклости поверхно-
сти функции потерь E(n). 

Как видно на рис. 1, при обратном распростране-
нии ошибок веса нейронов будут принимать следую-
щие значения: 

wk
 (n + 1) = wk

 (n) – ηF –1(wk E (n) + µb (n + 1)) , (10) 

где b (n +1) = µb (n) + (1− τ)(wk
 E(n) + λwk

 (n)) (τ – па-
раметр демпфирования), η – скорость обучения, F – 
матрица Фишера, wk

  m, m = 2, ... – вектор, выра-
жающий веса. Аналогично можно применить метод 
обратного распространения ошибок для сверточ-
ных нейронных сетей, где будут регулироваться 
значения весов в сверточных, пулинговых и полно-
связных слоях. 

Algorithm 5. Алгоритм обратного распространения 
ошибок с NGDM Nesterov на основе распределений 
Дирихле 
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Input: y0 ∊ m (входные данные), d ∊ m (вектор ожи-
даемых выходов), w ∊ m×m (весовые коэффициенты 
нейронов), ϕ (функция активации), F (матрица Фише-
ра), λ (распад веса), µ (импульс), τ (демпфирование) 

Output: y(L) (конечные результаты), E (n) (функ-
ция потерь) 

1: for n from 1 to N do 
2: for l from 1 to L do 
3: y(l+1) (n)  ϕ w(l) (n)y(l) (n) 
4: end for 
5: e (n)  d (n) – y(L) (n) 
6: for l from 0 to L do 
7: if l = L then 

8: 

     
 

 

 

L
L

L

E n yn
e n v

  
 


  

9: else 

10: 

             
 

1 1l l l y n
n w n n

v n
  

  



 

11: end if 
12: for k from 0 to m do 
13: if n > 1 then 
14: b(n + 1)  µb(n) + (1 – τ)× 
×(δ(l) (n) y(l−1) (n) + λwk) 
15: else 
16: b(n + 1)   δ(l)(n)y(l−1)(n + 1) + λwk 
17: end if 
18: g(l) (n + 1)  g(l) (n) + µb (n + 1) 

19: 
           11 1l l l
k kw n w n F g n     

20: end for 
21: end for 
22: end    for 

Принцип работы обратного распространения оши-
бок для сверточных нейронных сетей аналогичен Алго-
ритму 5. Отличие в том, что, помимо полносвязных сло-
ев, необходимо учитывать слои свертки и пулинга при 
регулировании значений весов. Известно, что операция 
свертки [19] проводится следующим образом: 

1 21 1

, , ,
0 0

( * ) ,
k k

i j i p j q p q
p q

I K I K
 

 
 

   (11) 

где I – входное изображение и K – ядро размерностью 
k1× k2. Прямое распространение в сверточных 
нейронных сетях проводится по следующей формуле: 

y(l+1) (n) = ϕ (w(l) (n) ∗ y(l) (n)) . (12) 

После чего проводится обратное распространение 
ошибок, где функция ошибок вычисляется следую-
щим образом: 

 
   

 
   

   
   

1 2 ,

, , ,0 0
.

lH k W k
p q

l l l
p q p q p qi j

E n E n x n
w n x n w n

 

 

  


     (13) 

Подставив (13) в (10), получим формулу обратного 
распространения ошибки для сверточных нейронных 
сетей. Аналогичную подстановку можно выполнить в 
рекуррентных нейронных сетях. Модель рекуррентной 
нейронной сети похожа на модель многослойного пер-
спетрона по строению архитектур. Основное отличие 
состоит в том, что рекуррентные сети могут использо-
вать свою внутреннюю память для обработки последо-
вательностей произвольной длины, что позволяет бо-
лее точно обрабатывать временные ряды. В последнее 
время наибольшее распространение получили сети с 
долговременной и кратковременной памятью (LSTM) 
и управляемым рекуррентным блоком (GRU). 

 
Рис. 1. Предлагаемая схема обратного распространения ошибок с использованием натурального градиентного спуска 

 
Прямое распространение в рекуррентных нейрон-

ных сетях проводится следующим образом: 

y(l+1) (n) = ϕ(w(l) (n) y(l) (n) + u(l) (n − 1) y(l) (n − 1)) , (14) 

где u(l) (n – 1) – матрица весов с предыдущего состоя-
ния нейрона. После чего проводится обратное рас-
пространение ошибок, в котором локальные градиен-
ты функции потерь вычисляются так же, как и в мо-
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дели многослойного пресептрона, для весов во вход-
ном, скрытом и выходном слоях. 

4. Экспериментальная часть 

В экспериментальной части показаны результаты 
работы предложенного алгоритма натурального гради-
ентного спуска с импульсом, имеющие большую точ-
ность по сравнению с известными аналогами в задачах 
распознавания изображений баз MNIST и CIFAR10. 
Кроме того, представлены результаты прогнозирова-

ния временных рядов с помощью рекуррентных 
нейронных сетей, где предложенный Алгоритм 4 до-
стиг наименьшего значения функции ошибок. 

Для проведения экспериментов на базе данных 
MNIST (рукописные цифры от 0 до 9) в качестве те-
стируемых моделей выбраны многослойный персеп-
трон и сверточная нейронная сеть LeNet 5 из рис. 2. 
Нейронные сети данных архитектур не требуют мно-
го времени для обучения, и их точность зависит от 
метода оптимизации. 

 
Рис. 2. Архитектуры многослойного персептрона (а) и LeNet 5 (b) для базы изображений MNIST 

Уточним, что None на рис. 2 означает возмож-
ность выбора сета (batch) произвольного размера. 
Flatten – слой, выравнивающий вход. Dense – полно-
связный слой. BatchNormalization – нормализация 
слоев для ускорения и устойчивости распознавания. 
Conv2d – двумерная свертка. MaxPooling2D – выбор-
ка максимального значения из карты признаков. 
Dropout – регуляризатор, решающий проблему пере-
обучения. 

Реализация экспериментов проводилась на 
Python 3.8.1 с библиотекой машинного обучения 
TensorFlow 2.8. Ввиду небольшой архитектуры мно-
гослойного персептрона для матрицы Фишера рас-
пределения Дирихле были выбраны параметры 
i = 1,4 + 0,005i, i  . Для матрицы Фишера обобщен-
ного распределения Дирихле были выбраны значения 
параметров i

 = 3,5 + 0,005i, βi
 = 3,9 + 0,005i, i  . С 

такими значениями предложенные алгоритмы до-

стигают наибольшей точности, причем для NGDM 
Dir и NGDM GenDir была выбрана скорость обуче-
ния, равная 0,1. 

В случае сверточной нейронной сети LeNet 5 вы-
браны значения i = 8,8 – 0,005i для распределения 
Дирихле и значения i

 = 6,8 + 0,005i, βi
 = 5,5 + 0,005i 

для обобщенного распределения Дирихле, где i  . 
В данном случае для предложенных алгоритмов оп-
тимизации была выбрана скорость обучения со зна-
чением 0,001, так как сеть LeNet 5 содержит свер-
точные, пулинговые и полносвязные слои, где при 
большой скорости обучения функция потерь не ми-
нимизируется. 

Для сравнения эффективности алгоритмов опти-
мизации были обучены многослойный персептрон и 
сверточная нейронная сеть LeNet 5, результаты кото-
рых представлены в табл. 1 и 2, где продемонстриро-
ваны конечные точности распознавания. 

Табл. 1. Точность и значение функции потерь многослойного персептрона на базе данных MNIST 

Параметр 
Алгоритмы оптимизации 

Известные Предложенные 
SGDM Adam Apollo NGDM (Dir) NGDM (GDir) 

Точность (%) 98,00 ± 0,04 98,01 ± 0,02 98,03 ± 0,01 98,15 ± 0,01 98,12 ± 0,01 
Функция потерь 0,1055 ± 0,02 0,0809 ± 0,01 0,0844 ± 0,005 0,0777 ± 0,003 0,0799 ± 0,003 
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Табл. 2. Точность и значение функции потерь LeNet 5 на базе данных MNIST 

Параметр 
Алгоритмы оптимизации 

Известные Предложенные 
SGDM Adam Apollo NGDM (Dir) NGDM (GenDir) 

Точность (%) 98,91 ± 0,03 98,99 ± 0,03 99,0 ± 0,001 99,12 ± 0,03 99,11 ± 0,03 
Функция потерь 10,421 ± 1,08 7,0309 ± 0,05 7,6442 ± 0,08 5,3276 ± 0,03 5,3703 ± 0,02 
 

Для проведения экспериментов на базе данных 
CIFAR10 выбрана сверточная нейронная сеть, пред-
ставленная на рис. 3. Данная архитектура подходит 
для сравнения методов оптимизаций, но за счет опе-
раций свертки будет работать дольше. Для такой базы 
данных, как CIFAR10, подобная архитектура является 
относительно быстрой. 

 
Рис. 3. Сверточная нейронная сеть для базы данных 

CIFAR10 

Для сверточной сети, распознающей изображения 
из CIFAR10, были выбраны параметры для распреде-
ления Дирихле i = 7,4 – 0,02i, для обобщенного рас-
пределения Дирихле были выбраны i = 7,4 – 0,05i, 
βi = 7,6 – 0,01i, i ∊ . Данная сеть содержит больше 
слоев, чем LeNet 5, вследствие чего была выбрана 
скорость обучения, равная 0,004. Проведем обучение 
сверточной нейронной сети и, как в случае много-
слойного персептрона и сверточной сети LeNet 5, 
продемонстрируем результаты точности распознава-
ния и минимизации функции ошибок в табл. 3. 

Помимо улучшения распознаваний изображений, 
NGDM Nesterov с распределениями Дирихле спосо-
бен успешно обрабатывать данные временных рядов. 

Например, сделать прогноз дальнейшего поведения 
зашумленного сигнала, который представляет из себя 
синусоиду на рис. 4. 

 
Рис. 4. Зашумленная синусоида для эксперимента 

прогнозирования временных рядов 

Задача рекуррентной нейронной сети – спрогно-
зировать поведение сигнала на дальнейших проме-
жутках, который визуально будет более приближен к 
обычной синусоиде. Для решения данной задачи ис-
пользованы рекуррентные нейронные сети, представ-
ляющие из себя персептроны со слоями LSTM и 
GRU, состоящие из 128 нейронов с функцией актива-
ции гиперболического тангенса. На рис. 5 и 6 пред-
ставлены прогнозы временного ряда, полученные 
нейронными сетями со слоями LSTM и GRU соответ-
ственно, и реальное поведение сигнала. 

 
Рис. 5. График прогноза, полученный с помощью слоев LSTM 

 
Рис. 6. График прогноза, полученный с помощью слоев GRU 
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При обучении рекуррентных сетей, прогнозиру-
ющих временной ряд зашумленной синусоиды 
(рис. 2), для NGDM с распределением Дирихле со 
скоростью обучения, равной 0,007, были выбраны па-
раметры i = 4,4 – 0,005i, для обобщенного распреде-
ления Дирихле – i = 4,4 – 0,005i, βi

 = 5,4 – 0,005i, i  . 
Представим результаты минимизации функции по-

терь (средней квадратичной ошибки) после обучения 
рекуррентных сетей со слоями LSTM и GRU. 

Из табл. 4 можно видеть, что предложенные 
NGDM Dir и NGDM GenDir минимизируют функцию 
потерь с наибольшей точностью. Среди известных 
алгоритмов самым точным оказался Adam, затем 
SGDM Nesterov. Худший результат показал Apollo. 

Табл. 3. Точность и значение функции потерь нейронной сети из рис. 3 на базе данных CIFAR10 

Параметр 
Алгоритмы оптимизации 

Известные Предложенные 
SGDM Adam Apollo NGDM (Dir) NGDM (GenDir) 

Точность (%) 64,70 ± 2,45 77,90 ± 0,2 75,94 ± 0,43 78,49 ± 0,2 78,43 ± 0,16 
Функция потерь 1,0376 ± 0,3 0,6619 ± 0,1 0,7025 ± 0,1 0,6338 ± 0,05 0,6363 ± 0,05 

Табл. 4. Значение функции потерь рекуррентных нейронных сетей со слоями LSTM и GRU при обучении на зашумлённом 
синусоидальном временном ряде 

Архитектуры 
Алгоритмы оптимизации 

Известные Предложенные 
SGDM Adam Apollo NGDM (Dir) NGDM (GenDir) 

LSTM 0,3201 ± 10 −6 0,3074 ± 10 −6 0,3245 ± 10 −5 0,2825 ± 10 −6 0,2939 ± 10 −6 
GRU 0,3243 ± 10 −5 0,3079 ± 10 −6 0, 3299 ± 10 −5 0,2937 ± 10 −6 0,2937 ± 10 −6 
 

Наличие разности в 0,005i не дает матрице Фише-
ра становиться единичной, так как в этом случае 
натуральный градиент становится стохастическим. 

Основываясь на результатах, собранных в табл. 1–
 4, можно сделать выводы, что предложенный метод 
натурального градиентного спуска ускорил процесс 
обучения нейронных сетей и достиг наибольшей точ-
ности распознавания образов и прогнозирования вре-
менных рядов. 

Заключение 

Предложенный метод натурального градиентного 
спуска с импульсом на основе распределений Дирих-
ле оптимизирует функцию потерь быстрее и точнее, 
по сравнению со стохастическим градиентным спус-
ком, адаптивной оценкой момента и адаптивным по 
параметрам диагональным квазиньютоновским мето-
дом невыпуклой стохастической оптимизации. Ос-
новное преимущество NGDM Nesterov с распределе-
ниями Дирихле состоит в том, что данный подход 
учитывает не только направление градиентов, но, как 
и алгоритм Apollo, учитывает выпуклость минимизи-
руемой функции, в отличие от SGDM Nesterov и 
Adam. Предложенный подход, по сравнению с 
Apollo, не аппроксимирует Гессиан минимизируемой 
функции, а заменяет его на информационную матри-
цу Фишера, которая при использовании распределе-
ний Дирихле является постоянной. Так как матрицу 
Фишера не нужно пересчитывать каждую итерацию, 
количество вычислений уменьшается и повышается 
скорость обучения. Следовательно, применение 
предложенного метода оптимизации в различных ар-
хитектурах нейронных сетей ускорит процесс распо-
знавания образов и прогнозирования временных ря-
дов, достигая высокой точности. 

В дальнейших исследованиях планируется внед-
рение метода натурального градиентного спуска с 
распределениями Дирихле в сверточных нейронных 
сетях по типу AlexNet, VGG16, SqueezeNet, 
GoogLeNET и ResNet-101. Сети такой архитектуры 
способны распознавать изображения любой собран-
ной базы данных, а внедрение предложенного метода 
оптимизации функции потерь даст возможность по-
высить точность в процессе обучения, затрачивая 
меньше времени. 

Стоит отметить, что на основе натурального гра-
диента также разрабатываются подходы к реализации 
квантового машинного обучения с интенсивным ис-
пользованием квантовых вычислений. На их основе 
был выведен квантовый натуральный градиент, кото-
рый отличается от натурального градиента метрикой 
Фишера–Рао, состоящей из вероятностных векторов. 
Эту метрику на комплексном Гильбертовом про-
странстве еще называют обучающей метрикой Фуби-
ни (Fubini-Study metric). Данный подход способен 
ускорить процесс оптимизации функции потерь еще 
сильнее, чем обычный натуральный градиентный 
спуск. Развитие данной темы в дальнейших исследо-
ваниях позволит ускорить процесс обучения сверточ-
ных нейронных сетей, внедрить натуральный гради-
ентный спуск на комплекснозначные нейронные сети 
и развивать обработку сигналов и изображений с по-
мощью квантовых вычислений. 
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Abstract 

In this paper, we propose a natural gradient descent algorithm with momentum based on Di-
richlet distributions to speed up the training of neural networks. This approach takes into account 
not only the direction of the gradients, but also the convexity of the minimized function, which 
significantly accelerates the process of searching for the extremes. Calculations of natural gradi-
ents based on Dirichlet distributions are presented, with the proposed approach introduced into an 
error backpropagation scheme. The results of image recognition and time series forecasting during 
the experiments show that the proposed approach gives higher accuracy and does not require a 
large number of iterations to minimize loss functions compared to the methods of stochastic gradi-
ent descent, adaptive moment estimation and adaptive parameter-wise diagonal quasi-Newton 
method for nonconvex stochastic optimization. 
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