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Аннотация 

Последние исследования в области глубокого обучения показали, что метод градиентно-
го спуска при условии почти идеальной разделимости обучающей выборки сходится к оп-
тимальному решению, обеспечивающему максимальный зазор между классами. Даже без 
введения явной регуляризации положение разделяющей гиперплоскости продолжает изме-
няться, несмотря на то, что ошибка классификации на обучении стремится к нулю. Данное 
свойство так называемой «неявной» регуляризации позволяет использовать градиентный 
метод с более агрессивным шагом обучения, что гарантирует более низкие вычислительные 
затраты. Однако, хотя метод градиентного спуска обеспечивает хорошую обобщающую 
способность при стремлении к оптимальному решению, скорость сходимости к данному 
решению в условиях почти идеальной линейной разделимости значительно ниже, чем ско-
рость сходимости, определяемая самой функцей потерь с заданным шагом обучения. В дан-
ной работе предлагается расширенная логарифмическая функция потерь, оптимизация па-
раметров которой повышает скорость сходимости, обеспечивая границу погрешности, эк-
вивалентную границе метода градиентного спуска. Результаты вычислительных экспери-
ментов при классификации изображений на эталонных наборах MNIST и Fashion MNIST 
подтвердили эффективность предложенного подхода к снижению вычислительных затрат в 
условиях почти идеальной линейной разделимости обучающей выборки и обозначили 
направления дальнейших исследований. 
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Введение 

В ряде последних исследований обнаружена важ-
ная особенность моделей глубокого обучения [1, 2], 
сводящая к минимуму ошибку обучения на почти 
идеально линейно разделимых выборках [3 – 9]. Без 
явной регуляризации модели с большим числом па-
раметров часто демонстрируют хорошую способ-
ность к обобщению, поскольку итерации градиентно-
го метода продолжают смещать разделяющую гипер-
плоскость к оптимальному положению, даже если 
ошибка классификации на обучении равна нулю [4]. 
Данное явление получило название «неявной» регу-
ляризации [3, 4, 8, 9]. Свойство «неявной» регуляри-
зации позволяет градиентному спуску проходить тра-
екторию оптимизации более агрессивно, без перере-
гулирования, что, в свою очередь, приводит к значи-
тельной экономии вычислительных затрат. 

Несмотря на очевидные преимущества наличия 
неявной регуляризации, скорость сходимости, опре-
деляемая самой функцией потерь с заданным шагом 
обучения, является линейной O(1/t), тогда как ско-
рость сходимости к оптимальному решению в усло-
виях почти линейной разделимости классов лишь ло-
гарифмическая O(1/ln t) [7]. 

Наиболее часто используемый подход к повыше-
нию скорости сходимости заключается в применении 
методов оптимизации с переменным шагом, таких 
как Adam [10], Adagrad [11], Adadelta [12] и т. д. [13, 
14]. Использование адаптивных шагов обучения сни-
жает смещение, но приводит к ухудшению обобща-
ющей способности [6, 13, 15]. Кроме того, направле-
ние оптимизации адаптивных методов менее предска-
зуемо в сравнении с неадаптивными методами [8].  

В работе [7] исследовано влияние различных ти-
пов функций потерь на скорость сходимости. Соглас-
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но результатам проведённого исследования, функции 
потерь с экспоненциальными хвостами достигают оп-
тимальной скорости сходимости, равной O(ln t/t). В 
данной работе предлагается модификация логариф-
мической функции потерь, которая сводится к экспо-
ненциальной и логистической функции потерь при 
заданных значениях гиперпараметров. Оптимизация 
данных параметров приводит к скорости сходимости, 
близкой к O(ln t/t) и O (1/t), гарантируя границу по-
грешности метода градиентного спуска. 

Данная статья изложена следующим образом. Па-
раграф 1 посвящён математической постановке зада-
чи. Параграф 2 описывает предлагаемый в работе 
подход к снижению вычислительных затрат в усло-
виях почти линейной разделимости обучающей вы-
борки. В параграфе 3 приведены результаты вычис-
лительных экспериментов при классификации изоб-
ражений. В заключении перечислены основные ре-
зультаты, рекомендации по практическому использо-
ванию и дальнейшие направления исследований. 

1. Математическая постановка задачи 

Дана совокупность наблюдений  
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где xi  n и yi  {0, 1}. Поставим задачу минимиза-
ции эмпирической функции потерь 
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где   n задает вектор параметров модели. По 
аналогии с постановкой задачи в [4], для простоты 
представления сделаем предположение, что 
i  {1, ..., m} : yi = 1. Рассмотрим случай, когда вы-
борка наблюдений почти идеально разделима, т.е. 
* такое, что i : *Txi > 0, где лишь объекты-
выбросы классифицируются неверно [16], а функция 
потерь l является гладкой строго убывающей неотри-
цательной функцией: 
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Согласно Определению 2 в работе [7], отрица-
тельная производная функция потерь –l (t) имеет 
экспоненциальный хвост, если существуют положи-
тельные константы c, a, +, –, t+, t–, такие, что: 

      : ' 1 exp expt t l t c t at       , 

      : ' 1 exp expt t l t c t at       . 

Определения (2) и (3) при различных значениях 
констант включают множество функций потерь, 
включая экспоненциальную и логарифмическую 
функции.  

Решение задачи min ( )
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В работах [4] было показано, что в условиях иде-
альной разделимости выборки наблюдений справед-
ливо равенство: 

 lnt tt    , (5) 

где невязки  t ограничены и 
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откуда следует, что скорость сходимости в направле-
нии гиперплоскости, максимизирующей зазор 
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максимальный зазор. 
Как видно из постановки задачи, норма весов не 

минимизируется, т.е. t  , тогда как i : t
T x i > 0 

при t  , что гарантирует l (t
T x i )  0, L()  0, а 

следовательно, сходимость к глобальному минимуму. 
Соотношение (6) представляет скорость сходимости 
зазора к максимальному, но не t к  . Таким обра-
зом, оценка скорости сходимости предполагает ана-
лиз не нормы весов, а лишь направления, т.е. величи-
ны t

 / ||t||. 

2. Расширенная функция потерь 

Для повышения скорости сходимости (6) предло-
жим расширенную функцию потерь вида: 
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для которой 



http://www.computeroptics.ru http://www.computeroptics.smr.ru 

284 Computer Optics, 2020, Vol. 44(2)   DOI: 10.18287/2412-6179-CO-645 

    

 

' ; , , ; , ,

; , , ,
1 ,

q

r
l t a b q l t a b q a

q

l t a b r q a

b a

  

         

 

где нижняя a и верхняя b асимптоты удовлетворяют 
0  a  b  1, начальное значение нижней асимптоты P0 
удовлетворяет 0  P0  b – 2a, скорость роста функции 
r > 0, обобщающий параметр q > 0, позволяющий ре-
гулировать разницу темпов ускорения и замедления 
роста функции (7). В работах [18, 19] приводится ин-
терпретация предложенной функции потерь через 
модели динамики популяций в контексте трансдис-
циплинарных исследований. 

Применяя тождество [17] 
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к выражению (7), получим следующее определение: 
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такое, что t   : l (t; a, b, r) < 0, 
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Если q = 1 и P0 = (b – 3a) / 2, то выражение (7) при-
мет вид: 
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Заметим, что при a = 0, b = 1 и r = 1 функция (7) сво-
дится к сигмоидальной, которая является симметричной 
с темпом ускорения, эквивалентным темпу замедления. 

3. Анализ скорости сходимости 

Опустив член (b – a) c (a, b)r < 0, который задаёт 
знак, представим выражение (7) в виде: 
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где 
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Функция f (t; a, b, r) является строго возрастающей 
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Для f (t*; c (a, b), r) > 0 функция является положи-
тельной при c (a, b) > –exp (–1). Если c (a, b) < –1, то 
t*

 > 0, и, если c (a, b) < –exp (r), то t*
 > 1. 

Метод градиентного спуска (4) с учётом градиента 
(6), построенного на основе расширенной функции 
потерь (5), примет вид: 
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Проведём анализ скорости сходимости и покажем, 
что введение расширенной функции потерь в (9) поз-
воляет получить скорость сходимости на (почти) ли-
нейно разделимой выборке, эквивалентную: 
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где W0 задаёт W-функцию Ламберта. 
Ниже кратко представлены основные положения 

теоретического обоснования справедливости (14), 
аналогичные обоснованию, представленному в [4] 
для выражения (6). Данные положения включают: 
a) анализ сходимости (13) к гиперплоскости с макси-

мальным зазором; 
b) оценку скорости сходимости зазора к максималь-

ному. 
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Для компактности представления введём следую-
щие обозначения: gt  gt (c (a, b), r), t  t (c (a, b), r). 
Представим градиент расширенной эмпирической 
функции потерь с учётом (15) в виде: 
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Функция f (t; a, b, r) является возрастающей.  
Таким образом, при gt   выражение  
exp(–f (gtT x i

 + t
T x i; c (a, b), r)) становится более от-

рицательным, так как i : T x i > 0 и t = o (gt). Сле-
довательно, при условии, что f (t; c (a, b), r) растёт до-
статочно быстро, наблюдения с минимальным зазо-
ром arg mini

 T x i будут формировать сумму (16). 
Как результат, t, а следовательно, и  
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являются неотрицательной комбинацией опорных 
векторов [4], описывающих условия Каруша–Куна–
Таккера для метода опорных векторов. 
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Определим множество индексов 
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таких, что  
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Если f (t; c (a, b), r) растёт достаточно быстро, то 
при t   вклад неопорных векторов в формирование 
градиента становится незначительным: 
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Предположим, что t сходится в направлении a с 
вектором, ортогональным опорным векторам b. Тогда 
асимптотическое соотношение (15) примет вид: 
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где ht = o (gt). 
С учётом (18), выражение (17) может быть преоб-

разовано к виду: 
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Перепишем последнее соотношение с учётом раз-
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Положим 
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и i  S : exp(–aT x i ) = i.  

Для решения уравнения относительно qt восполь-
зуемся ln( f (t)) = o ( f (t)) [4], откуда 

       ' exp ; , , ln ' ; , ,t t tg f g c a b r f g c a b r   , 

  1 lntg f t C  .  

Находя обратную функцию с учётом определения 
(12) 
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где W0 задаёт W-функцию Ламберта, получим: 

  0ln , /
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g

r


 , (19) 

что позволяет гарантировать скорость сходимости (14). 
Проведём анализ скорости сходимости 

gt (c (a, b), r) при различных значениях гиперпарамет-
ров c (a, b) и r. Оценим, как введение параметров 
функции gt (c (a, b), r) влияет на её скорость роста в 
сравнении с имеющейся скоростью ln t и требуемыми 
скоростями t и t. 

На рис. 1 представлены кривые 1/gt, пересекающие 
кривую 1/g(t), где g(t) задаёт требуемую скорость в 
точках t*, являющихся решением s (t*; c (a, b), r) = 0, где 

    ; , , ts t c a b r g g t  , 

    
*

lim ; , ,
t t

g t
g t c a b r

r
 . 

Заметим, что пересечение с кривой 1/ ln t на обоих 
рисунках отсутствует, что говорит о более высокой 
скорости сходимости для предложенной функции по-
терь. На рис. 1а можно видеть, что на начальном 
участке диаграммы 1/qt (3, r) сходится к 1/t, тогда 
как на рис. 1б наилучшие результаты достигаются 
для скорости 1/qt (1, r), которая сходится к 1/t. Из 
рис. 1 также видно различие во влиянии каждого из 
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гиперпараметров: величина c (a, b) изменяет наклон 
функций роста 1/gt (c (a, b), r), тогда как параметр r 
задаёт смещение относительно 1/t и 1/t. Точные ре-
шения t* для различных c (a, b) и r представлены в 
табл. 1. Прочерки в таблице указывают на отсутствие 
пересечений между 1/gt (c (a, b), r) и 1/g (t), а следова-
тельно, отсутствие их асимптотической сходимости. 
Значения для 1/ ln t не представлены в таблице ввиду 
отсутствия пересечений с каждой из анализируемых 
кривых, что указывает на достоинства предложенного 
в работе подхода к повышению скорости сходимости. 

а)  

б)  
Рис. 1. Анализ функций роста 1/qt в сравнении с исходной 

1/ ln t и требуемыми 1/q(t) при c (a, b) = {1; 3; 10}: 
 r = 1 (а), r = 0,5 (б) 

Табл. 1. Значения решений t* для заданных  
c (a, b) = {1; 3; 10} и r = {1; 0,5} 

t*(r;c) 
r = 1 r = 0,5 

1/t 1/t 1/t 1/t 

1/gr(t;1) – – 0,841 2,298 

1/gr(t;3) 2,074 1,094 0,087 3,551 

1/gr(t;10) 7,054 2,025 4,714 4,903 

Результаты проведённого анализа сходимости 
представлены для выбранных значений параметров r 
и c (a, b), задающих область определения расширен-
ной функции потерь. В свою очередь, метод гради-
ентного спуска (8) предполагает оптимизацию дан-
ных гиперпараметров на каждой итерации j, что даёт 
лучшую аппроксимацию функции скорости 1/g (t) с 
помощью 1/gt (c (a, b), r) и приводит к более высокой 
скорости сходимости, близкой к O(1/t) и O(1/t), га-

рантируя границу погрешности метода градиентного 
спуска. 

4. Вычислительные эксперименты 

Выше описан общий подход к повышению скоро-
сти сходимости градиентного метода с помощью 
расширенной функции потерь. Данный подход может 
быть адаптирован на случай более широкого класса 
градиентных методов при решении задач классифи-
кации с целью минимизации вычислительных затрат. 

Для наблюдения эффекта неявной регуляризации 
вычислительные эксперименты предполагали много-
классовую классификацию изображений на наборах 
MNIST и Fashion MNIST с помощью модели нейрон-
ной сети как наиболее широкое приложение глубоко-
го обучения [20]. Модель включала два скрытых слоя 
с 10 нейронами на каждом из них. Для обучения сети 
использовался метод стохастического градиента, по-
строенный на основе (13) [19]. Функции активации на 
скрытых и выходном слоях были построены на осно-
ве расширенной функции потерь (10) с оптимальны-
ми гиперпараметрами r, a и b. 

Целью вычислительной экспериментов являлся 
анализ влияния «неявного» смещения, задаваемого 
методом оптимизации, на выход последнего слоя сети 
в случае, когда последний скрытый слой становится 
почти линейно разделимым после заданного количе-
ства итераций [4, 7, 21]. Обучающие выборки для 
каждого набора данных были разбиты на подвыбор-
ки для обучения и контроля на основе 5-fold CV. 
Обучение сети выполнялось при nитераций = 1 000 и  
nпакетов = 25 для реализации метода стохастического 
градиента, оптимизация гиперпараметров – с помо-
щью случайного поиска [22] со случайным выбором 
15 % возможных сочетаний параметров. Для сниже-
ния временных затрат оптимизация параметров r, a и 
b выполнялась на nитераций = 1, что должно оказать 
влияние на результат классификации уже на началь-
ном этапе обучения. На рис. 2 и 3 приведены резуль-
таты обучения модели на наборах MNIST и Fashion 
MNIST. 

Прежде всего, на представленных рисунках мож-
но наблюдать эффект неявной регуляризации: кривые 
функции потерь на обучении приближаются к нулю, 
кривые функции потерь на контроле начали возрас-
тать, но точности классификации на контрольных 
выборках по-прежнему растут с каждой итерацией. 

Из рис. 2 можно видеть, что рост кривой функции 
потерь на всем интервале обучения от 1 до 1000 ите-
раций для стандартной модели (c (a, b), r)def в сравне-
нии с расширенной моделью (c (a, b), r)opt выше в 88,3 
раза (см. рис. 2a). Прирост точности при использова-
нии расширенной модели для 1, 100 и 1000 итераций 
на 0,54 %, 0,53 % и 0,36 %, соответственно (рис. 2в). 
Данный результат указывает на то, что при использо-
вании расширенной модели достаточно меньшего ко-
личества итераций для обеспечения приемлемой точ-
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ности классификации без существенного прироста, 
что существенным образом снижает вычислительные 
результаты. 

В случае набора Fashion MNIST (см. рис. 3) рост 
кривой функции потерь на всем интервале для стан-
дартной модели в сравнении с расширенной моделью 
выше в 3,4 раза (см. рис. 3a). Прирост точности для 1, 

100 и 1000 итераций достигает 30,8 %, 2,94 % и 
1,05 %, соответственно (см. рис. 3в). Данный резуль-
тат также указывает на достоинства расширенной мо-
дели, требующей меньшего количества итераций для 
значительного прироста точности классификации, что 
также приводит к снижению вычислительных резуль-
татов. 

 

а)  

б)  

в)  
Рис. 2. Результат обучения модели на наборе MNIST: 
функция потерь на обучении (а); функция потерь на 

контроле (б), точность классификации на контроле (в) 

а)  

б)  

в)  
Рис. 3. Результат обучения модели на наборе Fashion 

MNIST: функция потерь на обучении (а), функция потерь 
на контроле (б), точность классификации на контроле (в) 

 

Заключение 

В данной работе был предложен способ снижения 
вычислительных затрат в глубоком обучении с по-
мощью расширенной функции потерь с гиперпара-
метрами. Теоретический анализ показал, что обуче-
ние модели с расширенной функцией потерь приво-
дит к более высокой скорости сходимости, близкой к 
O(1/t) и O(1/t), гарантируя границу погрешности ме-

тода градиентного спуска. Эмпирический анализ вы-
явил, что при построении модели обучения на основе 
расширенной функции потерь достаточно меньшего 
количества итераций как для получения устойчивого 
приемлемого значения точности классификации без 
существенного прироста, так и для обеспечения значи-
тельного прироста данного значения, что существен-
ным образом снижает вычислительные результаты. 
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Дальнейшие направления исследований связаны 
с более детальным теоретическим анализом и по-
строением асимптотических оценок скоростей схо-
димости на различных интервалах определения ги-
перпараметров. 
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Abstract  

Previous research in deep learning indicates that iterations of the gradient descent, over separa-
ble data converge toward the L2 maximum margin solution. Even in the absence of explicit regu-
larization, the decision boundary still changes even if the classification error on training is equal to 
zero. This feature of the so-called “implicit regularization” allows gradient methods to use more 
aggressive learning rates that result in substantial computational savings. However, even if the 
gradient descent method generalizes well, going toward the optimal solution, the rate of conver-
gence to this solution is much slower than the rate of convergence of a loss function itself with a 
fixed step size. The present study puts forward the generalized logistic loss function that involves 
the optimization of hyperparameters, which results in a faster convergence rate while keeping the 
same regret bound as the gradient descent method. The results of computational experiments on 
MNIST and Fashion MNIST benchmark datasets for image classification proved the viability of 
the proposed approach to reducing computational costs and outlined directions for future research. 
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