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La predicción de sistemas caóticos ha sido y sigue 
siendo un tema de mucho interés científico. Esto gra
cias a los beneficios que se pueden obtener al conocer 
comportamientos futuros de este t ipo de sistemas, 
en base a data conocida del pasado. Sin embargo, la 
búsqueda de estrategias de solución con márgenes 
de error aceptables, basado en la diferencia entre los 
valores predichos versus los reales, presenta niveles 
de complejidad que deben ser tratados conveniente
mente. Basta citar, por ejemplo, problemas específicos 
como la predicción del clima, un terremoto, la bolsa 
de valores, para darse cuenta el beneficio que signi
fi caría el tener una buena estrategia automatizada de 
predicción. Ahora bien, al estar este tipo de problemas 
relacionados con manejo de conocimiento, la mayoría 
de los intentos de obtener una herramienta de predic
ción con resultados aceptables, están relacionados 
con técnicas heurísticas. En este sentido, las Redes 
Neuronales son una de las técnicas heurísticas más 
utilizadas para este fin, específicamente mediante la 
configuración de los modelos Perceptrón Multicapa y 
Funciones de Base Radial. Cabe preguntarse entonces, 
¿cuál de estos modelos es el más idóneo para abordar 
este t ipo de problemas? ¿Se puede garantizar una 
herramienta de predicción con márgenes de error re
ducidos al uti lizar este tipo de técnica? En este artículo 
se presenta un estudio comparativo de los modelos de 

Facultad de Ingeniería, Escue la de Ingeniería en Informática, 

Universidad Católica Andrés Bello 

Departamento de Ciencia y Tecnología- Universidad Nacional 

Experimental de Guayana 

Ciudad Guayana, Estado Bolívar, 8050, Venezuela 

Fecha de Recepción: 27 de mayo de 2008 

Fecha de Aceptac ión: 25 de nov iembre de 2008 

r 



Mauricio Paletta 

Redes Neuronales antes indicados, dando respuesta 
a las dos preguntas anteriores así como también el 
aporte de conclusiones que sirven de ayuda al mundo 
científico a la hora de abordar un problema específico 
de predicción con este tipo de técnica. 

Palabras claves: Predicción , Redes Neuronales, 
Perceptrón Multicapa, Función de Base Rad ial. 

Abst rac t 

T e predict ion of chaot ic systems has been and 
continues to be a subject with great scientific interest. 
Th is is because the benefits that can be obtai ned 
knowing the future behaviors of th is kind of systems 
based on previous known data. However, the search 
ior solution strateg ies with an acceptable error mar
gin prese ts sorne levels of complexity that must be 
treated convenie tly, based on the differe ce between 
the pred icted values and the real values. Enoug is to 
say, for instance, specific problems like climate and 
seismic predictions and the stock market, to realize of 
t i e benefit that would mean to have a good strategy 
based on prediction. Since these problems are related 
to managing knowledge, most attempts to obtain a 
predictive tool w ith acceptable results are related to 
technical heuristics. In this regard, Neural Networks 
is o e of the most commonly used, specifically by 
configuring Multi-layer Perceptron and Radial Based 
Functions models. We must ask ourselves then: Which 
one of these models is most appropriate to salve this 
kind of problems? Can we guarantee a tool of prediction 
with low error marg ins using this kind of technique? 
This article presents a comparative study oi patterns 
of Neural Networks above, responding to the previous 
two questions as well as providing concl usions that 
are i tended to assist the scientific world to address a 
specific prediction problem with this technique. 

Keywords: Prediction, Neural Networks, Multi-layer 
Perceptron, Radial Based Function. 

1. Introducción 

Predecir un terremoto o un desastre cl imát ico 
son algunos ejemplos específicos de problemas de 
predicción. En general, estos problemas consisten en 
determinar lo que puede ocurrir en el futuro sabiendo lo 
que ha ocurrido en el pasado, siguiendo una dinámica 
característica de sistemas de comportamiento caótico 
[1], es decir, con ausencia de reglas claras [2]. 
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Diversas técnicas se han ut ilizado para obtener una 
herramienta automatizada que permita modelar pro
blemas de predicción [3]. El objet ivo principal que se 
busca en este tipo de herramientas es dar una buena 
respuesta (eficacia) en un tiempo razonable (eficiencia) . 
La única información que se dispone para ello es data 
del pasado (experiencia), por lo tanto, lo convierte en 
un tipo de problema adecuado para ser abordado con 
técnicas para el manejo de conocimiento o técnicas 
heuríst icas [2]. 

Si n embargo, las característi cas propias de com
portamiento caót ico sobre este tipo de problema, au
mentan considerablemente el nivel de complejidad para 
obtener una herramienta automatizada que logre un 
adecuado balanceo en la relación eficacia-eficiencia. 

Por otro lado, de las técnicas heurísticas más co
múnmente usadas para abordar problemas de predic
ción, están las Redes Neuronales Artific iales (RNAs). 
Más específicamente con la configuración y uso de los 
modelos Percetrón Multi-Capa (MLP- de sus siglas en 
inglés Multi-Layer Perceptron) y Redes de Funciones 
de Base Radial (RBFN- de sus siglas en inglés Radial 
Based Functions Network) . 

El principal objetivo de este artículo es mostrar un 
estudio comparativo de la forma en la cual los modelos 
MLP y RBFN se comportan en problemas de predic
ción. Es importante mencionar que la idea no es fijar una 
posición en defensa del uso de los modelos neuronales 
MLP y RBFN para abordar este tipo de problemas, en 
relación a otros modelos de RNAs u otras técnicas de 
resolución de problemas. Este artículo puede ayudar 
a aquellos investigadores que requ ieran abordar un 
problema de predicción y han decidido usar una RNA 
para dar sol ución a la automatización del mismo. 

En este artículo se incluyen, además, detalles de 
la experimentación realizada y resultados obtenidos 
sobre un par de casos de uso escogidos para este 
estudio, con niveles de dificultad baja y alta respecti
vamente. 

El artículo está organizado de la manera que se 
explica a cont inuación. La sección 2 presenta el en
torno introductorio de la tecnología de RNA. Algunos 
trabajos relacionados con problemas de predicción 
abordados con RNAs se presentan en la sección 3. 
La sección 4 muestra el estudio comparativo de los 
modelos MLP y RBF incluyendo los resultados de los 
ensayos realizados. Finalmente, la sección 5 presenta 
las conclusiones de la investigación, así como también 
algunos aspectos relacionados con trabajo futuro. 



2. Un repaso a las rede s neuronales 

2.1. Introducción 

Las RNAs [4][5][6] son estructuras cognitivas de 
procesamiento de inform ación basadas en modelos 
de las funciones cerebrales. Formalmente hablando, 
se pueden describir como un sistema dinámico alta
mente paralelo con la topología de un grafo d irigido. 
Una RNA ejecuta el procesamiento de la información 
en términos de su respuesta o reacción a una entrada 
o estímulo externo (representado tanto con valores 
continuos como discretos). 

Desde el punto de vista estructural, las RNAs son 
arreg los de unidades de procesamiento (neuronas 
artificiales) que están interconectadas entre sí forman
do la red. Cada una de estas unidades puede tener 
múltiples entradas pero só lo una salida. Las entradas, 
o vienen del exterior o son copias de las señales de 
salida de otras unidades, logrando así la propagación 
de la información entre las neuronas. 

En este mismo orden de ideas, los lados o aristas 
que conectan una neurona con otra t ienen asociado 
un peso que hace el papel de la sinapsis1 en el sistema 
neurofis iológico. Estos pesos permiten almacenar la 
información o memoria que una RNA es capaz de asi 
mi lar para un problema específico. En otras palabras, 
mediante un ajuste adecuado de estos pesos sinápti
cos, las RNAs son capaces de "aprender" la asociación 
entre un conjunto característico de vectores de entrada 
(estímulos) y salida (respuesta) relat ivos a un problema 
específico. Este ajuste de pesos se conoce en la litera
tura como proceso de aprendizaje de la RNA. 

El proceso de aprendizaje/entrenamiento se basa 
en un a!~oritmo, por lo general repetit ivo, que va gra
dualmente haciendo ajustes en los pesos desde un 
valor inicial dado a éstos (comúnmente generados de 
forma aleatoria). Cabe resaltar que este ajuste se realiza 
basado en una expresión característica de cada RNA y 
que se conoce en la literatura como ley de aprendiza
je. De esta manera se forma una dinámica que busca 
converger a un estado de configuración adecuada de 
los pesos, partiendo con un estado inicial específico, 
por lo general desordenado. La cantidad de ciclos 
(también llamado en la li teratura como época - del 
inglés "epoch"), la manera de inicializar los pesos para 
empezar la dinámica y el tiempo que dura este proceso 

1 Puntos de t ransmisión de información entre una neu rona y otra. 
Su func iona mient o es modificado por la exper iencia (tanto pa ra 

excitar como para inhibir la fuerza o peso de la conexión). Se consi
deran los sitios de> almacenami ento de la memoria. 

Prediccrón de Sistemas Caóticos con Redes Neurona les 

dependen de la complejidad del problema a representar 
y del tipo de RNA que se utilice. 

Continuando con el proceso de aprendizaje, cabe 
resaltar que, éste se real iza basado en un conjunto de 
patrones característicos asociados al problema que 
se quiere representar y que han sido seleccionados 
previamente. Además de la información de entrada, 
estos patrones pueden o no veni r acompañados de la 
información de salida que corresponde con la entrada 
específica. Si es este el caso, entonces se dice que el 
aprendizaje es supeNisado. Caso contrario se dice que 
es no supervisado. El hecho que el proceso de entre
namiento de una RNA sea supervisado o no, depende 
de la ley de aprendizaje correspondiente. 

En otro orden de ideas, además del aprendizaje, una 
RNA debe también ejecutar un proceso de reconoci
miento/ propagación. En este otro proceso se busca 
que la RNA genere una respuesta (salida) basado en 
un estímulo (entrada) dado. Es por este medio que los 
usuarios de una RNA pueden hacer uso de ella para 
lidiar con el prob lema específico por el cual ha sido 
entrenada. 

Por otro lado, un modelo específi co de RNA (tam
bién conocido en la literatura como parad igma neuro
nal) describe una serie de elementos o propiedades 
básicas (ver detal les a continuación) que permiten 
diferenciar la estructura y funcionamiento de una RNA 
con respecto a otra. Estos elementos son: 1) una fun
ción de transferencia no lineal asociada a cada unidad 
de procesamiento; 2) la topología de interconexión 
de las unidades y 3) la ley de aprendizaje o ajuste de 
pesos. MLP y RBF son dos ejemplos particulares de 
modelos neuronales, los cuales son los utilizados en 
este estudio y cuyo detal le, basado en los t res elemen
tos antes mencionados, se describe en las siguientes 
sub-secciones. 

2.2. El modelo MLP 

MLP [7] es uno de los modelos neuronales más utili
zados en apl icaciones de diversa índole. Se trata de una 
red con topología a capas en la cual la información fluye 
en una dirección, desde una capa de entrada (elementos 
sensores) hasta una capa de unidades que manifiestan 
la salida del sistema. En el recorrido, la información es 
procesada parcialmente por diferentes capas intermedias 
(escondidas) de unidades. 

En términos matemáticos, se puede ver la relación 
entrada- salida como una correspondencia que la RNA 
a capas es capaz de aprender y, en cierta forma generali-
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zar, ya que este tipo de redes provee una representación 
de esta correspondencia, razón por la cual son también 
llamadas redes de correspondencia o relacionales. 

En lo que respecta a la topología, en MLP el número 
de unidades de cada capa es arbitrario y las salidas de 
las unidades de una capa sólo se conectan (son entrada) 
con todas las unidades de la capa siguiente (no hay inter
conexión entre las unidades de la misma capa). 

Cabe destacar la importancia que t iene seleccionar 
una adecuada topología de la red (dado en este caso por 
el número de capas escondidas y el número de unidades 
en cada capa). En este sentido, es importante tener en 
cuenta que si la red es pequeña no será capaz de sin
tetizar un buen modelo de la data y, si la red es grande, 
podrá implementar muchas soluciones consistentes pero 
la mayoría, aproximaciones pobres del problema, com
portamiento conocido en la literatura como "overfitting" . 
Para revisar una discusión básica sobre "overfitting" se 
puede consu ltar (8]; para ver una revisión más profunda 
se puede consultar los artículos (9] y (1 0]. 

En general no hay forma de saber a priori el valor 
adecuado del número de unidades escondidas que 
debe tener la red , por lo que es necesario aplicar en
sayo y error. 

La recomendación es empezar con la red más pe
queña posible e ir incrementando gradualmente. Para 
ello, es posible usar las cotas mínima y máxima cuyas 
expresiones se muestra en (1 ), con: 

N: número de unidades en la capa de entrada. 

n: número de unidades en la capa de salida. 

m: número de patrones de entrenamiento. 

n - ¡¡:¡;;; · n =m 
ocultos_min V2' ocu/tos_max 

(1) 

El aprendizaje es del tipo supervisado y provee un 
método para ajustar los pesos sinápticos de forma tal 
que la red aprenda la correspondencia (ji, .S) , siendo y 
el vector de entrada y s el vector de salida asociado. El 
algoritmo de aprendizaje más popular es el que se conoce 
con el nombre de retro-p ropagación del error (en inglés 
backpropagation) (11]. 

La base de este algoritmo es el método de descenso 
de gradiente que se emplea para minimizar una funció 
de calidad, siendo la más ut ilizada el error cuadrático 
medio cuya expresión se puede ver en (2). A esta ley 
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o regla de aprendizaje se le llama regla delta genera
lizada. 

(2) 

La expresión para calcular el cómputo o propaga
ción de las uni<.Jades e!:icond idas se observa en (3), 
mientras que en (4) se muestra la expresión para reali 
zar el cómputo de las unidades de salida dE.I modelo. 
Siendo. 

0: unid<Jd de salida. 

V: unidad de la cara escondrda. 

y: unidad de .ntrr1da. 

f: función d e transferencia (los casos más comu
nes son la sigmoide, cuando el intervalo de los 
valores de entrada es [0, 1] ó tangente hiperbóli 
ca cuando el intervalo es [-1 , 1]). 

i: índice para las unidades de la capa de salida. 

j: índice para las unidades de la capa escondida. 

k: índice para las unidades de la capa de entrada. 

~t: índice para los patrones. 

V1 =f(h~' ) =f(L wJky:) (3) 
k 

o¡ =f( :¿ w!Jvj J (4) 
} 

1 
f(x)= ó f(x) =tanh(x) (5) 

J+exp(-x) 

Las expresiones para el ajuste de los pesos sinápti
cos (para el entrenamiento) se originan por el gradiente 
de la expresión de error dada en (2) en re lación a los 
pesos W ¡¡ que representan las variables de este proce
so. En este sentido, la expresión dada en (6) muestra el 
ajuste de pesos entre la capad e salida y la últ ima capa 
escondida conectada con ésta y la expresión dada en 
(7) muestra la expresión para el ajuste de pesos entre 
las demás capas escondidas hasta ll egar a la capa de 
entrada. Siendo: 



W: la matriz de pesos sinápticos. 

!:J.W: proporción del peso a ajustar acorde a su 
valor actual. 

11: factor de ajuste. 

s: sal ida deseada (entrenamiento supervisado). 

f: derivada de f. 

~~ j 

llW =-11 a E ='11" c,r'Wf(" w y ~ )yfl 
IJ • 1 '"' • 1 L.,¡ 1 IJ L.,¡ ¡k k k (7) 

owk lll k 
J ' 

Nótese que el factor (s; - O) representa el error 
cometido basado en la salida dada por la red (O) y lo 
que ésta debería dar (s,). 

2.3 El modelo RBFN 

Las RBFs fueron originalmente desarrolladas por 
Hardy para tratar prob lemas que involucraban la 
adaptación de contornos irregu lares topográficos me
diante un conjunto de datos geográficos [12](13]. Las 
redes neuronales basadas en esta técnica (conocidas 
en la literatura como RBFN) son unas de las mejores 
opciones en modelos de propagación hacia delante, 
como alternativa para lograr excelentes resultados en la 
aproximación de datos originados, tanto por funciones 
estocásticas como determinísticas [14]. 

Se trata de un modelo formado por tres capas de 
unidades de procesamiento: la capa de entrada, la 
capa de salida y una capa de unidades escondidas. 
Haciendo uso de la misma nomenclatura usada para 
presentar las expresiones de MLP, en (8) se observa la 
expresión de cómputo de las unidades escondidas y en 
(9) las que corresponden a las unidades de salida. La 
función de activación de este modelo que se muestra 
en (1 O), corresponde a la exponencial. 
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(8) 

(9) 

f(x) =exp(x) (1 O) 

Tal como se puede apreciar en las expresiones de 
cómputo antes presentadas y las de ajuste de pesos 
que aparecen a continuación, este modelo tiene su 
basamento en la distribución Gaussiana. De allí el uso 
del término o como desviación estándar. La expresión 
para el ajuste de peso entre la capa de salida y la capa 
escondida se muestra en (11) mientras que las expre
siones para el ajuste de los pesos y las desviaciones es
tándares entre la capa escondida y la capa de entrada 
se pueden observar en (12) y (13) respectivamente. 

llWu =11 L (s; -O}" )(L w,Jvj )V/ 
~~ j 

l1Wij =11 L o;'Vf' ;o¡=(:L wu~· )(s¡ -o:') (
11

) 
j 

y -w 
LlW .k =n" {:s P -O:u J(" W V)W( k ? Jk ) r 'IL,¡ 1 1 L.,¡ lJ 1 lf _ 

~u J o Jk 

é ll )2 (12) 

f(-L Yi. -w~k ) 
k 2o .k 

F 

" " O" J(" V ) ((y k -w¡k / tJ.a¡k =Y]~ (s; - ; ~ ~~ i ~~ a] ) 
fll J (13) 

1 ll )2 
f(-f (yk ;:~ ) 

En la próxima sección se presentan algunos trabajos 
que involucran los modelos neurales MLP y RBF en 
prob lemas de predicción. 

3. Trabajos re lacionados 

Hay una gran cantidad de trabajos relacionados 
con el uso de RNAs del tipo MLP y RBFN para una 
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diversidad de problemas de predicción. Se puede 
citar por ejemplo a Serrano y compañía [15] quiénes 
plantean el uso de una RNA del tipo MLP para tratar 
de predecir la quiebra bancaria. Un trabajo simi lar y 
más reciente es el de Santana [16] quien presenta una 
solución basada en MLP para predecir series tempo
rales tomando como caso particular una aplicación a 
la inflación colombiana. 

Por otro lado, en [17]1os autores presentan un estu
dio comparativo de modelos de predicción basados 
en RNAs (específicamente haciendo uso de MLP) con 
otros modelos basados en métodos estocásticos, si
endo una de sus conclusones que las redes neuronales 
alcanzaron resultados más acertados en comparación 
al método estadístico utilizado. 

En este mismo orden de ideas, en [18] se tiene un 
modelo basado en MLP para predecir heladas basado 
en 24 años de datos meteorológicos recolectados en 
una región de Argentina. En [19]1os autores presentan 
un interesante trabajo en la cual se busca predecir 
el éxito en estudios universitarios con una RNA del 
tipo MLP. Borracci y Rubio [20] presentan un traba
jo relac ionado con modelos de MLP para predecir 
resultados individuales de la cirugía cardíaca. Una 
de las conclusiones a las cuales llegaron los autores 
de este trabajo es que las RNAs resultaron modelos 
aplicables para predecir los resultados individuales 
pos-cirugía cardíaca. Al igual que el caso anterior, otro 
trabajo relacionado con el ámbito médico es el que se 
encuentra en [21] en la cual los autores presentan un 
modelo de predicción de cáncer de próstata basado en 
la biopsia transceral. En este caso los autores llegan a 
la conclusión de que la RNA presenta una capacidad 
de predicc ión sign ificativamente superior a los méto
dos de diagnósticos unimodales y similar al método 
de regresión logística. 

En lo que respecta al modelo RBF, se pueden citar 
los trabajos de Wang y compañía [22] sobre la predic
ción de tráfico automotor; Rivas y compañía [23] sobre 
la predicción de consumo de agua; Panda y compañía 
en [24] sobre la predicción del desgaste en brocas de 
taladros. 

Los mencionados anteriormente son sólo algunos 
ejemplos de la gran cantidad de trabajos que basan 
el uso de RNAs en problemas de predicción, lo que 
muestra la importancia que tiene el considerar esta 
tecnología a la hora de abordar este tipo de problemas 
en una gran variedad de dominios. Lo que es un común 
en la gran mayoría de estos trabajos es el uso de los 
modelos MLP y RBF para abordar este tipo de pro-

blemas. En la próxima sección se prese ta el estudio 
comparativo de estos modelos neuronales para tratar 
problemas de predicción. 

4 . Estudio comparativo entre mlp y rbfn para 
tratar problemas de predicción 

4.1. Implementación y experimentación 

Con el objeto de 11acer experimentos para realizar 
el anál isis comparativo entre los modelos neuronales 
MLP y RBFN en problemas de predicción, tales mode
los fueron implementados hacie do uso de C++. Los 
experimentos se llevaron a cabo en una plataforma de 
hardware lntel 2600 (2.16 GHz) con 2 GB RAM. 

Para este estud io se escogieron dos casos de 
prueba cuyos resultados se muestran a continuación 
en esta sección . Por un lado se hace predicción sobre 
el mapa logístico [25) y por el otro se busca hacer pre
dicción con la data del terremoto de Kobe2 . La idea es 
hacer el estud io basado en la experimentación hecha 
con problemas de niveles de complejidad y razón de 
ser diferentes. 

Para los ensayos q e se realizaron en este estudio 
se tomaron en cuenta las siguientes consideraciones: 

Una sola capa de unidades escondidas para 
el modelo MLP con el objeto de homologar 
ambos modelos. 

Dado que es la más comúnmente uti lizada, se 
usó la sigmoide como función de transferencia 
para MLP. 

Los pesos sinápticos fueron in icializados al 
azar en un rango de valores del intervalo [-1, 
+ 1]. 

Se planteó como objetivo buscar una topolo
gía que tenga el menor número de unidades 
escondidas. 

No se hizo ningún tipo de pre-procesamiento 
de la data de entrada a fin de comparar el 
rendimiento de cada modelo sin contaminar 
el experimento. 

En MLP, el factor de aprendizaje se inicializa 
en un valor grande (1 .0) y va decreciendo a 
razón de 0.01 por ciclo hasta alcanzar el valor 
de 0.125; la idea es real izar saltos grandes al 
comienzo del proceso hasta que el descenso 
de gradiente encuentre la dirección correcta, 

2 Ocurrido en la ciudad de Kobe, Japón , el 17 de enero de 1995. 



para lo cual hay que hacer saltos pequeños a 
fin de evitar las transiciones. 

En MLP se hace uso de un factor de momento 
[26] . El factor de aprendizaje para este término 
se inicializa en un valor pequeño (0.0) y va cre
ciendo a razón de 0.01 por ciclo hasta alcanzar 
el valor de 0.9. La idea es darle al algoritmo 
algo de t iempo para encontrar la dirección 
correcta y acelerar el entrenamiento cuando 
esto ocurra. 

En ambos modelos no se considera explíci
tamente el umbral en las expresiones. En su 
defecto se agrega una conexión adicional que 
se ajusta de la misma manera que el resto de 
los pesos sinápticos [27]. 

Caso de estudio 1: El mapa logíst ico 
El mapa logístico se trata de un sistema dinámico 

del tipo mapa (estados del sistema medidos de forma 
cont inua y el tiempo de forma discreta) con una sola 
variable de estado en el intervalo [0, 1]. La regla de 
transición entre estados viene dada por la expresión 
mostrada en (14), siendo A una constante. Dependiendo 
del valor de la constante A, el sistema puede tomar 
diferentes órbitas (por ejemplo: punto fijo para A= 2.0; 
2-periódico para A = 3.2 y caót ico para )._ = 4.0) [28]. 
La Figura 1 muestra las órbitas generadas por el mapa 
logístico dependiendo del valor de A. 

(14) 

La idea original del mapa logístico es servir como 
un modelo demográfico de t iempo discreto en la cual, 
f. representa una tasa que combina tanto la reproduc
ción como el hambre (dependiente de la densidad de 
la mortalidad). Para este estudio se consideró el caso 
cuando f. es igual a 4.0 (comportamiento caótico). 

LO 

~~-, O.S 

<N" •' i \ 

tl.t> 
\ 

·¡. 

0.4 ,., \ 
0.~ ~ .~ 
flfl 

~4 2.6 :! .S Hl ~2 .lA l (, H 40 

Figura l. Dinámica del mapa logístico basado en diferentes valores de¡, 
(Fuente: Wik imedia Commons) 

Predicción de Sistemas Caóticos con Redes Neuronales 

Para este caso, la RNA se entrenó con 100 términos 
(que hacen el papel de la data que se conoce) y luego 
se probó con los 50 términos siguientes de la serie 
caótica. Por otro lado, hay que tener en cuenta que la 
pred icción puede variar dependiendo de la cantidad 
de data prevía que se suministre. Es decir, no es igual 
predecir el sigu iente término conociendo el anterior, a 
predecir el térmi no que sigue a dos previos dados. En 
este sentido, se hicieron tres ejercicios de predicción 
basado en 1, 2 y 3 términos previos conocidos para 
estimar el término siguiente. Dado que los valores de 
la data del mapa logístico están en el intervalo [0, 1], al 
igual como ocurre con las funciones de transferencia 
sigmoide (caso MLP) y exponencial (caso RBFN), esta 
data no fue pre-procesada y por ende fue usada tal cual 
fue generada de la expresión dada en (14). 

í D D 

li 0.886594 0 .890937 ·0,00434 l 0.676563 0.717201 -0.04064 i 

i 0.402!81 0.3558!8 0.035353 0.875301 0.885430 -0,01013 1 

1 0,961725 0 ,920343 0,041382 0.436S95 0,41!003 0.025592 i 
1 0,!47239 0.134120 0.0131!9 0.983919 0.927500 0,055419 i 

: 0,502237 0 ,48'•542 0.017595 0.063288 0,095358 -0.03208 

0.999980 0,932205 0.057775 0.237130 0 ,191938 0,045192 

:o.000080 0 .074355 -0.07429 0.723598 0.768145 -0.04455 . 

0,000320 0.081402 -0.08108 0.800016 0.840390 -0.04037 

0.001281 0.08166'• -0.08038 0.639961 0,687098 -0,04714 

1 0.005118 0,082720 -0.07760 0.921643 0.905 245 0.015398 1 

i o .o20368 0.087092 -0.06572 ' 0.288858 0 ,238941 0.049927 

1 0 .0798! 3 0.107129 -0.02732 : 0.82169'• 0.850694 -0.02900 

• 0 .293772 0 .237731 0,056041 1 0.586053 0.518300 -0.03225 

0,829880 0 .856182 -0.02630 ! 0.970379 0 ,923589 0.046790 

i 0.564717 0.589409 -0.02469 1 0.114973 0.117527 -0,00255 i 
0.983247 0.927504 0.05574 3 1 0/107016 0,358220 0,0487961 

i 0.065889 0.096366 -0.03048 1 0.965416 0.921592 0.0438241 

1 0,246192 0,198640 0,047552 i 0.!33553 0.126799 0 .006754 1 

1 0.742326 0.785388 -0,01¡406 ¡ 0.462857 0,430388 0 .032479 1 

1 0.765112 0,813976 -0,04886 ! 0.994484 0 .930625 0.063859! 

~ 0.718862 0,77?982 -0.0 541 2 ! 0.021941 0 .080967 -0.05903 1 

:o.8o8398 0.846181 -0 .03778 ! 0 .085837 0.109458 -0.02362 i 

0.519552 0.661889 -0.04233 ! 0,313875 0.256290 0 .057586 i 

0 ,942820 0 ,914300 0 .028520 1 0.861'+31 0.875498 -0.014 07 1 

! 0.215643 0.177665 0.037978 1 0 .477471 0/!67218 0 ,010253 ; 

Tabla l. Resu ltados de la predicción conocido 1 térm ino previo con MLP 
(2 unidades escondidas) 

La Tabla muestra los resultados obten1dos al reali
zar el ensayo de predicción con una RNA del tipo M LP 
(2 unidades escondidas) conociendo un término previo, 
es decir, un patrón de entrenamiento de la forma x; ~ 
x¡_, . Los valores mostrados en la tabla corresponden 
al reconocimiento de los 50 términos siguientes a los 
primeros 100 utilizados en el entrenamiento, siendo x el 
valor deseado, x ·el valor pred icho y E el error o diferen-
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cía. El proceso de entrenamiento para este caso duró 
10.000 ciclos y se lag ó un error promedio de 0,000953. 
La desviación estándar para las diferencias entre los 
valores reales y los predichos es de 0,044519. 

La Figura 2 muestra un par de gráficas con los re
sultados expresados en la Tabla 1. En la gráfica de la 
izquierda se puede observar qué tan cerca están los 
valo es predichos (ordenada) con los reales (abscisa). 
Nótese que el 1 00% de eficiencia, es decir, cuando 
los valores predichos coinciden en su totalidad con los 
valores reales, corresponde a la recta x =y. La gráfica 
de la derecha da una idea del desorden de la data ya 
que se muestra según la escala temporal de ocurrencia 
de los términos, de izquierda a derecha. Los valores 
que aparecen en el eje de abscisas co rresponden 
también a los valores de los términos, al igual que el 
eje de ordenadas. 

r: __________ -----
, 1 ' 

Figura 2. Predicción (1 término prev io] con MLP 
(2 unidades escondidas] 

Por otro lado, en la misma gráfica de la derecha tam
bién se pueden notar los intervalos en los cuales hay 
mayor diferencia entre los valores pred ichos (en azul) 
y los valores reales o deseados (en magenta). Nótese 
que estas diferencias se observa en su gran mayoría 
cerca de los picos (mínimos y máximos) de la curva. 

X X D 1 X X D 

0.961725 0.958980 0.002745 1 0 .875301 0.859996 0.005305 

0.147239 0,152198 -0,01496 1 0.436595 0,435742 0,000853 

0,502237 0,500865 0 ,001372 1 0,983919 0.981723 0.002195 i 
0,999980 0 ,998119 0,001851 1 0,053288 0,084577 -0,02139 i 
0,0000 80 0,0 25845 -0.02577 1 0,237130 0,248115 -0 ,01099 

0,000320 0,029288 -0,02897 1 0 ,723598 0.718364 0.005234 

0,0 01 281 0,030161 -0,02888 1 0,800016 0 ,793737 0.0062791 

0,0 05118 0,0 33558 -0,02854 1 0,539961 0,534041 0,005920 ! 

0,020358 0,0 47564 -0,02720 1 0.921643 0,917314 0,004329 i 

0,079813 0,102026 -0 ,02221 1 0 ,288868 0,294845 -0 ,00598! 

0 ,293772 0,301419 -0.00765 1 0,821694 0.8 15558 0,005036 . 

0,829880 0 ,824915 0 ,0049651 0,586053 0,580977 0 ,005075 

0,564717 0,560077 0 .004540 ! 0.970379 0,967412 0,002957 

2 

1 0,983247 0,980709 0 ,002538 0,114973 0.132307 -0,01733 

10 ,055889 0 ,087055 -0.02118 0 ,407016 0,409122 -0,00211 

0,245192 0,256517 -0,01043 0.955415 0,952759 0.002557 

0,74 2325 0.73704 0 ,005286 0,133553 0 .149502 -0,01595 

0 ,755112 0.758533 0.005479 1 0,452857 0,452800 0,000067 

0.718862 0 .712359 0,0055031 0 .994484 0.992548 0,001935 

0,808398 0.802190 0,0052081 0,021941 0.045796 -0,02486 ' 

0,519552 0 ,613920 0,005542 0 .085837 0,107569 -0,02173 

0 ,942820 0,939037 0,003783 0,313875 0,320429 -0,00555 

0,215543 0,225967 -0,01032 0,861431 0,855812 0,004519 J 

0,675563 0.671652 0 ,004911 1 0,477471 0.4751 91 0,002280 

0,961725 0.958980 0.002745 l 0.875301 0 ,869996 0 .005305 

Tabla 2. Resultados de la predicción conocido 1 t érmino previo con 
RBF (1 unidad escondida) 
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Figura 3. Predicción (1 t érmino previo) con RBF (1 unidad escondida] 

X X 
1 

E X X D 

0,402181 0,398619 0,003562 0.875301 0.875003 -0,00070 

0,951725 0 ,921574 0,040151 0,435595 0,448295 -0,01170 

0 ,147239 0.114975 0 ,032263 0,983919 0,928123 0,055795 

' 0.502237 0,455703 0 ,035534 0,063288 0,082245 -0,01895 

0,999980 0,928794 0,071185 0.237130 0,178295 0,058835 

0,00 0080 0 ,066753 -0,05658 0.723598 0,781304 -0,05771 

0 ,000320 0 ,081861 -0,08154 1 0.800015 0.825949 -0,02593 

0,001281 0,089018 -0,08774 0,639951 0,725946 -0,08599 

0,005118 0 ,090013 -0,08490 1 0,921643 0 .912383 0,00926 

0,020368 0.094133 -0,07377 0,288868 0 ,254850 0,03'•018 i 

i 0,079813 O,l13063 -0,03325 0.821694 0,854412 -0.03272 ¡ 
, 

0 ,293772 0,239728 0,054044 0,586053 0.585806 -0,00075 

0,829880 0,864681 -0 ,03480 0,970379 0,926068 0,044311 

! 0.564717 0.556230 0,008487 0,114973 0.115074 -0.00110 

0,983247 0,929123 0 ,054124 1 0,407016 0,336279 0,070737 

i 0,065889 0,092417 -0,02653 1 0.955415 0,921802 0,043614 

! 0,246192 0.184354 0,061838 1 0,133553 0,108693 0,02485 1 

' 0,742326 0.798995 -0,05667 1 0,452857 0,409386 0,05348! 1 

0,755112 0.798154 -0,03304 0,994484 0,928475 0,066009 

0.718852 0.802386 -0,08352 0 ,021941 0 ,070700 -0 .04876 

' 0 ,808398 0.863958 -0,05557 1 0.085837 0,105790 -0.01995 l 
0,619562 0,702608 -0,08305 0,313875 0.258212 0,055664 

0,942820 0,918757 0 ,024063 0.851431 0,882151 -0,02073 1 

0.215643 0.184428 0,031215 0,477471 0,429669 0.047802 i 
0,676563 0 ,715012 -0,03845 1 0 ,997970 0,931943 0,066027 

Tabla 3. Resu ltados de la predicción conocido 2 términos previos con 
MLP (2 unidades escondidas) 



Haciendo uso de los mismos 1 00 patrones para 
entrenar la MLP descrita anteriormente, se entrenó la 
RBFN con una unidad escondida. Luego de 920 ciclos 
de entrenamiento se alcanzó un error promedio de 
0.0001 00 obteniendo los resultados que se muestran 
en la Tabla 2 y la Figura 3. La desviación estándar en 
este caso es de 0,011971. Hay que resaltar que lato
pología de esta red tiene 1 unidad en cada una de las 
tres capas, es decir, hay sólo un peso sináptico entre 
la capa de entrada y la escondida y un segundo peso 
sináptico entre la capa escondida y la de sal ida. Por lo 
tanto, estos resultados se logran ajustando solo dos 
pesos sinápticos. 
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Figura 4. Predicc ión (2 términos previos] con MLP 
(2 unidades escondidas] 

X X o 1 X X o 
0.402181 0.402607 -0,00043 1 0,875301 0,871717 0,003584: 

0,961725 0.957881 0,003844 1 0 ,436595 0,435640 0 ,000955 ¡ 

0,147239 0 .163058 -0,01582 1 0 ,983919 0,980700 0,003219 1 

0,502237 0.499249 0.002988 1 0,063288 0,085393 -0,02211 

0,999980 1.000000 -0,00002 1 0.237130 0,246344 -0.00921 i 
0,000080 0.027315 -0,02724 1 0,723598 0,720314 0,003284 

0,000320 0,027405 -0,02709 1 0,800016 0.795364 0,004652 

0,001281 0 .031824 -0.03054 1 0 ,639961 0.533768 0.006193 

0,005118 0,035319 -0.03020 1 0 ,921643 0,916711 0,004932 ' 

0,020368 0.049233 -0,02887 1 0,288868 0,294864 -0,00600 · 

0 ,079813 0 ,!0372 -0,02391 1 0,821694 0 .815326 0.006368 

0,293772 0 .303202 -0,00943 ! 0,586053 0,582361 0,003692 1 

0.829880 0.826896 0,0029841 0 ,970379 0,966697 0,003682 : 

1 0,564717 0.561438 0 ,003279 1 0,114973 0.132498 -0.01753 1 

1 0,983247 0 ,97995 0 ,003297 1 0,407016 0,407446 -0,00043 1 

'0.065889 0,087325 -0,02144 1 0 ,965416 0,964752 0,000664 ! 

1 0,2461')2 0,25481¡8 -0,00865 ¡ 0,133553 0,150341 -0,01579 1 

0,742326 0,738994 0,003332 1 0,462867 0.461156 0,001711 

1 0,765112 0,760220 0 ,004892 1 0,994484 0,994519 -3,5E-05 

1 0,718862 0,712013 0,005849 i 0,021941 0,04741 -0,02547 

10.808398 0.801750 0,005648 ! 0.085837 0.105724 -0.01989 

0,519552 0,613665 0,005897 : 0,313876 0 ,322223 -0,00835 1 

0.94282 0,938392 0 ,004428 ! 0.851431 0,858800 0.002631 : 

0,215643 0,226050 -0 ,01041 1 0.477471 0,476455 0.00!016 

0,676563 0,670159 0 ,006394 1 0,997970 0.995166 0,002804 

Tabla 4. Resultados de la predicción conocido 2 t érminos prev ios con 
RBFN (1 unidad escondida) 

Predicci ón de Sistemas Caóticos con Redes Neuronales 

En el experimento de predicción con dos términos 
previos, el patrón de entrenamiento tiene la formax;, x;+

1 

---;;. \ . 2 • Para la red MLP con 2 unidades escondidas se 
hizo un entrenamiento de 7.000 ciclos obteniendo un 
error promedio de 0,000995 y una desviación estándar 
de 0,050554. Los resultados de este experimento se 
muestran en la Tabla 3 y la Figura 4. 
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Figura 5. Predicción (2 términos previos) con RBFN 
(1 unidad escondida] 

El ensayo de este mismo caso (predicción basado 
en dos términos previos conocidos) con RBFN y una 
unidad escondida, dio como resultado los datos ex
presados en la Tabla 4 y las gráficas mostradas en la 
Figura 5. Se realizaron 990 ciclos de entrenamiento y 
se alcanzó un error promedio de 0,0001 OO. La desvia
ción estándar de las diferencias es, en este caso de 
0,011996. 

: 1: 

·~ 

Figura 6. Predicc ión (3 términos previos] con MLP 
(2 unidades escondidas] 

Figura 7. Predicción (3 t érminos previos] con RBFN 
(1 unidad escondida] 
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Finalmente, para la predicción a tres intervalos (x;, 
x. , , x. 2 --? x. 3) , se mantiene la misma te dencia de dos 

J+ 1+ IT 

unidades escondidas en MLP con un entrenamiento 
de 10.000 ciclos y un error promedio igual a 0,000982 
(ve resu ltados en Figura 6). Para el modelo RBFN en 
este mismo caso, se mantiene una sola unidad es
condida; se hicieron 1 070 ciclos de entrenamiento y 
el error promedio alcanzado es igual a 0,0001 00 (ver 
resultados en Figura 7). 

4.3. Caso de estudio 2: Terremoto de Kobe 

Para este segundo caso de experimentación, se 
t ienen 895 lecturas de u sismógrafo registrados 
durante el terremoto ocurrido en la ciudad japonesa 
de Kobe. Los datos origi ales están en un rango de 
valores +1- 42.500. Por lo tanto, para ser utilizados 
con los modelos MLP y RBFN, los 895 valo res fueron 
normalizados adecuadamente a la escala [0, 1). La 
Figura 8 muestra la correlación de estos datos luego 
de su normalización. 
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patrones, un grupo fue usado para el entrenamiento y 
el otro para probar las redes ya entrenadas. 

Por otro lado, para este experimento se hizo caso 
omiso sobre el criterio de reducir la topología de la 
red , es decir, aunque se mantiene una sola capa de 
unidades escondidas, no se buscó reducir la cantidad 
de unidades para esta capa. 

En relación al entrenamiento con la red MLP, se 
real izaron unos 700.000 cic los en una red con 24 
unidades escondidas. El error promedio obtenido fue 
de 0,00394049 y la desviación estándar de las dife
rencias entre las salidas reales y las predichas fue de 
0,06104946. Al probar la red con el otro conjunto de 223 
patrones se obtuvo un error promedio de O, 14352885 
y una desviación estándar de 0,15274571 . 

Una prueba de mayor interés consistió en presentar 
a la red los primeros 446 datos para obtener los 446 
datos siguientes. Luego se unieron en secuencia los 
892 valores y se graficaron a fin de comparar la lectura 
del sismógrafo construida por predicción versus la real 
(Figura 8) . La Figura 9 muestra esta gráfica. Nótese que, 
aunque hay márgenes de error en los valores predichos 
versus los reales, la red es capaz de identif icar una 
situación anormal en el intervalo adecuado. 
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Figura 8 . Lecturas de sismógrafo en terremoto de 

Kobe normal izados a [0 , 1] 

Como se observa en la Figura 8, el terremoto ocu
rrió aproximadamente entre las lectu ras 440 y 800. En 
este sentido, la idea con este experimento es tratar de 
predecir el terremoto conociendo las lecturas previas 
antes de que éste ocurra. Por lo tanto, las redes fue
ron entrenadas con patrones que asociaban lecturas 
de sismógrafo con una diferencia de intervalos por el 
orden de 446 unidades de tiempo. Luego de varios 
ensayos, se usaron 81ecturas en la entrada asociadas a 
una lectura de la salida para construir los patrones. Por 
lo tanto, los datos fueron estructurados de la forma x;, 

x;+, ; xi+2 ' x i.3' x ;.,:• x ;. s• x ;.s• x i+7' xi+8--? x i+446' Los primeros 
446 datos fueron separados al azar en parejas de 223 
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Figura 9 . Lecturas de sismógrafo de terremoto de Kobe predichas con 
MLP 

Con respecto a la red RBFN, luego de varios in
tentos de ensayo y erro r, no se pudo obtener una 
configuración adecuada que permitiera manejar este 
problema. El entrenamiento quedaba estancado por 
lo general e un error promedio al to con valores que 
estaban alrededor del 0,008. Las pruebas con una red 
ent renada bajo estas condiciones arrojaron resultados 
no satisfactorios. 

-----------



4.4. Análisis de los resu ltados 

Con respecto al primer caso de estudio, se eviden
cian mejores resultados obtenidos con el modelo RBFN 
versus los resultados obtenidos con el modelo MLP, 
desde diferentes puntos de vista: 

1. En relación a la topología de la red, se tiene 
un menor número de unidades escondidas, 
lo que implica un menor número de variables 
asociadas a los pesos si nápticos. 

2. Menor cantidad de ciclos de entrenamiento en 
una diferencia que es de casi 1 O a 1. 

3. Más eficaz en las predicciones alcanzando un 
error promedio más bajo en una proporción 
aproximada de 1 O a 1. 

Otra observación interesante a considerar es que 
RBFN mantiene una respuesta homogénea en todos 
los ensayos. Se puede notar que todos los errores 
promedios alcanzados están en el orden de 0.0001 00 
y ver en detal le las gráficas de los experimentos co
rrespondientes (Figura 3, Figura 5 y Figura 7). 

En re lación al segundo caso de esturjio, es de notar 
cómo fue posible obtener un resultado satisfactorio 
con MLP, mientras que no fue posible converger ade
cuadamente el entrenamiento de la red RBFN para 
modelar este problema. 

En base a estos hechos, quiere decir entonces que 
no es posible fijar una posición sobre cuál de los dos 
modelos es el más adecuado para representar pro
blemas de predicción. La decisión depende de varios 
factores, uno de los cuales es el problema específico 
a tratar. Criterios específicos como minimización de 
la topología de la red, facil idad de implementación y 
configuración, rapidez en el entrenamiento y otros, son 
otros factores que pudieran ser utilizados a la hora de 
hacer un cuadro comparativo entre los dos modelos 
sobre un problema específico. 

En este sentido, sería recomendable, de ser posible, 
intentar experimentar con los dos modelos y, luego de 
analizar los resul tados y fi jar los criterios que se deseen, 
tomar la decisión de cuál modelo segui r. 

5. Conclusiones y trabajo futuro 

La automatización de procesos que tienen que ver 
con la predicción de sistemas dinámicos ha sido y sigue 
siendo un interés para entender el comportamiento 
de diversos fenómenos que ocurren en la naturaleza. 
Siendo ésta una tarea de alta complejidad, la mayoría 
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de las propuestas de solución relacionados con esta 
área tienen que ver con el uso de técnicas heurísticas, 
donde las RNAs tienen principal participación. Muchos 
son los trabajos que se han propuesto para predecir 
algún tipo de problema sobre una gran variedad de 
dominios (medicina, ambiente, banca, industria, etc.), 
haciendo uso de una RNA. La gran mayoría de estos 
trabajos tienen que ver con un modelo basado en una 
RNA a capas, ya sea MLP o RBFN. 

En este artícu lo se presentó un estudio comparativo 
sobre los modelos MLP y RBFN para tratar problemas 
de predicción. Para el estudio se realizaron experi
mentos basados en dos casos de estudio de diferente 
complejidad, el primero de ellos re lativo a la predicción 
de la serie caótica generada por el mapa logístico. El 
segundo tiene que ver con la predicción de terremotos, 
basado en la data del terremoto de la ciudad japonesa 
de Kobe. 

En relación a las dos interrogantes formuladas como 
motivación de este artículo, los resultados muestran, 
por un lado, que con una adecuada configuración y 
adaptación del modelo neuronal al problema tratado, 
las RNAs son, en efecto, una adecuada opción para 
tratar de automatizar problemas de predicción. Por otro 
lado, los resu ltados muestran que no se puede fijar 
una decisión de cuál modelo neuronal es mejor para 
tratar este tipo de problemas. Varios criterios, siendo el 
problema específico uno de ellos, pueden ser usados 
para evaluar la conveniencia de usar MLP y/o RBFN. La 
recomendación es experimentar con ambos y analizar 
los resultados obtenidos. 

Actualmente se está llevando a cabo una inves
t igación en la Universidad Nacional Experimental de 
Guayana, en colaboración con la Universidad Politéc
nica de Madrid, que tiene que ver con una propuesta 
de modelo predictivo del comportamiento que los 
nodos de un sistema basado en Grid Computing [29] 
[30] tienen, en base a la cooperación entre sí para el 
mejor aprovechamiento de los recursos. El diseño de 
este modelo está basado en una red RBFN; los datos 
para el entrenamiento y prueba de la red se están 
tomando de una base de datos generada por AMBLE 
(de sus siglas en inglés An Agents-Based Cooperative 
Awareness Model to Cover Load Balancing Delivery in 
Grid Environments) [31]. Resu ltados prel iminares de 
esta investigación se pueden consu ltar en [32]. 
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