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Аннотация 
Исследуется алгоритм распознавания растительных культур на гиперспектральных 

изображениях, основанный на применении в качестве меры близости показателя сопряжён-
ности с подпространством, образованным сигнатурами заданного класса. Цель работы – по-
казать, что этот метод при проведении предварительной обработки данных, заключающейся 
во взвешивании компонент векторов признаков и разбиении классов на подклассы, обеспе-
чивает более высокое качество распознавания по сравнению с наиболее популярным мето-
дом опорных векторов (SVM). При проведении экспериментов для сравнения с методом 
SVM использовалась реализация из пакета MatLab. Эта программа обеспечивает высокие 
результаты метода SVM на достаточно сложном тесте для распознавания близких типов 
растительности «Индиан Пайнс», на котором размечены 16 классов растительных культур. 
Тест является достаточно сложным, т.к. сигнатуры классов сильно коррелированы. Полу-
ченные результаты показывают возможность распознавания большого количества расти-
тельных культур, в т.ч. и наркосодержащих. 
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Введение 
По мере развития систем дистанционного зонди-

рования Земли (ДЗЗ) и приборов гиперспектральной 
съёмки все шире в практику внедряются системы 
наблюдения и анализа растительных покровов с це-
лью оценки ареалов распространения дикорастущих 
растений, оценки степени созревания различных 
культур, обнаружения плантаций наркосодержащих 
растений и др. [1 – 2]. При этом важное значение име-
ет возможность оперативного получения достовер-
ных результатов, в т.ч. в ситуации, когда число обу-
чающих примеров (прецедентов) распознаваемых 
типов растительности невелико. Эти требования осо-
бенно актуальны при решении задач обнаружения 
плантаций наркосодержащих растений по гиперспек-
тральным изображениям, регистрируемым с помо-
щью беспилотных летательных аппаратов.  

В настоящее время общепризнано, что высокая 
вероятность распознавания достигается с использо-
ванием искусственных нейронных сетей [3 – 4]. Одна-
ко для обучения нейронной сети требуется большое 
число образцов – прецедентов, а само обучение зани-
мает много времени. В частности, в работе [4] для 
обучения нейронной сети авторами было использова-
но 90 % от объёма аннотированных данных и только 
10 % для тестирования. Поэтому для оперативного 
обнаружения наркосодержащих растений этот аппа-
рат не вполне подходит. Наиболее популярным для 
решения указанных задач является метод опорных 
векторов (SVM), который обеспечивает высокое ка-

чество распознавания. Вместе с тем качество распо-
знавания методом SVM существенно снижается при 
увеличении числа распознаваемых классов. Напри-
мер, в работе [5] высокое качество распознавания 
было показано при уменьшении числа распознавае-
мых классов с 16 до 9. 

Следует также заметить, что наиболее высокое 
качество метода SVM достигается при использовании 
различных ядер, расширяющих признаковое про-
странство. Подбор этих ядер является самостоятель-
ной проблемой. В исследованиях многих авторов 
приводятся примеры сравнения качества распознава-
ния при решении тестовых задач с использованием 
различных ядер [6]. Однако остаётся неясным, как 
выбрать конкретный тип ядра в случае, когда решает-
ся реальная задача. Кроме того, метод опорных век-
торов все-таки является достаточно сложным в вы-
числительном отношении, и различение большого 
числа классов требует значительного времени и 
больших вычислительных ресурсов. 

Таким образом, актуальна задача построения ме-
тода для оперативного распознавания наркосодер-
жащих растений по гиперспектральным изображени-
ям, обеспечивающего высокое качество распознава-
ния и обладающего простотой вычислительной реа-
лизации. Первая попытка построения такого метода, 
основанного на использовании в качестве меры бли-
зости показателя сопряжённости распознаваемого 
вектора с заданным классом, была предпринята в ра-
боте [7]. В этой работе было показано: метод, осно-
ванный на показателе сопряжённости, даёт суще-
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ственно лучший результат, чем метод спектрального 
угла [8 – 9], однако не удалось достигнуть качества 
распознавания, превосходящего метод SVM. 

В настоящей работе исследуется тот же алгоритм 
распознавания растительных культур на гиперспек-
тральных изображениях, основанный на применении 
в качестве меры близости показателя сопряжённости 
с подпространством, образованным сигнатурами за-
данного класса. Цель работы – показать, что этот ме-
тод при проведении предварительной обработки дан-
ных, заключающейся во взвешивании компонент век-
торов признаков и разбиении классов на подклассы, 
обеспечивает более высокое качество распознавания 
по сравнению с SVM.  

При проведении сравнительных экспериментов в 
настоящей работе используется реализация алгорит-
мов из пакета MatLab, обеспечивающих высокие ре-
зультаты методом SVM на наиболее сложном до-
ступном тесте для распознавания близких типов рас-
тительности «Индиан Пайнс». Тест является доста-
точно сложным, т.к. сигнатуры классов сильно кор-
релированы. Поэтому полученные результаты пока-
зывают возможность надёжного различения любых 
типов растительных культур, в т.ч. наркосодержащих 
растений. 

1. Постановка задачи 
Рассматриваемая в настоящей статье задача по су-

ществу является задачей тематической классификации 
гиперспектральных изображений по прецедентам [7]. 
Предполагается, что обучающие множества могут 
быть взяты либо из библиотек спектров отражения в 
виде векторов признаков, компонентами которых яв-
ляются спектры отражения заданных растений, либо в 
виде векторов гиперпикселей зарегистрированного 
изображения, принадлежность которых к распознавае-
мому классу выявлена путём предварительных изме-
рений спектров и координат на местности в предше-
ствующих экспериментах. Это может быть также ма-
лый участок текущего изображения, который по пред-
положению является образцом данного класса. 

В известных методах по сформированному набору 
обучающих векторов либо строится некоторая кон-
струкция, являющаяся представителем класса 
(например, средний вектор при сравнении с этало-
ном), либо осуществляется обучение некоторого ре-
шающего правила (SVM, нейронная сеть). В настоя-
щей статье в качестве представителя класса исполь-
зуется некоторое подмножество векторов из обучаю-
щей выборки, а решение о принадлежности к классу 
принимается с использованием в качестве меры бли-
зости показателя сопряжённости распознаваемого 
вектора с подпространством, образованным этим 
подмножеством. 

Введём в рассмотрение N×1-вектор, характеризу-
ющий j-й гиперпиксель изображения: 

[ ]1 2( ), ( ), ..., ( ), ..., ( ) T
j i Nx j x j x j x j=x , (1) 

где xi ( j) − значение интенсивности отражения реги-
стрируемого объекта в i-м спектральном диапазоне в 
j-й точке гиперспектрального изображения по про-
странственной координате. Пусть также Xk, 1,k K=  – 
N×M-матрицы, составленные из M обучающих векто-
ров (гиперпикселей) распознаваемых классов. 

Задача классификации состоит в конструировании 
решающей функции f : RN

{0, 1, 2, ..., k}, которая для 
каждого вектора x j вырабатывает решение о его при-
надлежности к некоторому классу. Решающая функ-
ция f (xj) строится следующим образом. Для каждого 
(k-го) класса формируется N×N-матрица Qk: 

1
, 1,T T

k k kk k k K
−

 = = Q X X X X . (2) 

Вектор xj является образом искомого объекта (гипер-
пикселя) и принадлежит m-му классу, т.е. 

( ) , 1, 2, ...,jf m m k= =x , 

если  
( ) max ( )m k

k
R j R j

∀
= , (3) 

где 

( ) 1
( ) T T

k k j jj jR j
−

= x Q x x x . (4) 

Таким образом, обучение классификатора сводится к 
формированию N×M-матриц классов – Xk, 1,k K= , 
M < N из некоторого набора заданных гиперпикселей 
из каждого класса, например, взятых на участках 
изображения с известным типом растительности. Да-
лее подпространства, образованные множествами 
векторов-столбцов матриц Xk, 1,k K= , мы будем 
называть опорными подпространствами. 

При распознавании с использованием описанного 
подхода возникают следующие трудности. Во-первых, 
некоторые обучающие векторы класса могут быть 
«похожими» в такой степени, что матрица Xk может 
оказаться плохо обусловленной настолько, что приве-
дёт к невозможности операции обращения в (2). Во-
вторых, сигнатуры некоторых гиперпикселей могут 
значительно отличаться от сигнатур задаваемого клас-
са, что, наоборот, приведёт к большим ошибкам распо-
знавания. Таким образом, для обеспечения высокой 
эффективности метода необходима предварительная 
обработка обучающих множеств векторов классов, 
заключающаяся в формировании так называемых 
опорных подпространств путём удаления из исходно-
го обучающего набора данных гиперпикселей, кото-
рые приводят к снижению качества распознавания. 

2. Технология обучения и распознавания 

2.1. Этапы технологии 
В процессе обучения предлагается выполнение 

следующей последовательности процедур. 
1. Удаление почти линейно-зависимых векторов. 
2. Удаление «выделяющихся» векторов. 
3. Разбиение классов на подклассы. 
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4. Выбор весов спектральных компонент. 
Первые три этапа, по существу, реализуют после-

довательность процедур формирования опорных под-
пространств. Эффективность использования этих 
процедур в отдельности исследовалась в предыдущих 
работах авторов [7, 10 – 11]. В настоящей статье впер-
вые представляется технология, в которой все эти 
процедуры применяются совместно с процедурой 
взвешивания. В экспериментальной части будет под-
тверждён связанный с этим синергетический эффект. 

Приведённые этапы реализуются на обучающем 
множестве векторов в указанной последовательности. 
Результатом реализации этапов 1 – 3 являются опор-
ные подпространства классов, образованные векто-
рами-столбцами матриц Xk, 1,k K= , которые исполь-
зуются для построения решающих матриц Qk, 

1,k K=  в (2). Обучение в данном случае сводится к 
выбору размерности и отбору конкретных векторов 
этих подпространств. Решающие матрицы Qk, 

1,k K=  фиксируются на этапе обучения и на этапе 
распознавания не изменяются. 

Процедура взвешивания спектральных компонент, 
которая применяется на этапе 4 к обучающим векто-
рам, должна применяться по тем же алгоритмам на 
этапе распознавания для предварительной обработки 
текущих векторов, предъявляемых для распознава-
ния. При настройке параметров этих алгоритмов мо-
жет потребоваться повторение этапов настройки ал-
горитмов взвешивания и формирования опорных 
подпространств. Рассмотрим описание этих процедур 
в указанной выше последовательности. 

2.2. Удаление линейно-зависимых векторов 
Удаление линейно-зависимых и/или почти линей-

но-зависимых векторов осуществляется с целью 
обеспечения допустимой обусловленности матрицы 

T
kkX X  в (2), чтобы избежать проблем обращения при 

вычислении матрицы Qk. Удаление таких векторов не 
приводит к потере информации, поскольку в обуча-
ющем множестве остается вектор, практически сов-
падающий с удалённым. 

Процедура строится в виде последовательного 
удаления наиболее сопряжённых векторов. На каж-
дом шаге среди векторов-столбцов матрицы Xk опре-
деляется пара векторов, для которой 

*
, ,

, 1,
maxi j i j
i j M

R R
∀ =

= , (5) 

где , , , 1,T
i j j i jiR x x x x i j M= = . 

Далее либо один из этих векторов (i, j) удаляется 
из множества, либо эти два вектора заменяются од-
ним, являющимся средним значением этих векторов. 
Процедура повторяется либо на оставшемся после 
удаления, либо на включающем вновь сформирован-
ный средний вектор взамен векторов i, j множестве. 
Процесс останавливается, если величина парной со-
пряжённости достигает допустимой величины: 

*
,i j trethR R≥ . (6) 

Если необходимо обеспечить заданную размер-
ность опорного подпространства, то условие (6) не 
проверяется, а процесс останавливается, когда до-
стигнута заданная размерность (заданное число 
столбцов M) матрицы Xk. Описанная процедура вы-
полняется для всех опорных подпространств. 

2.3. Удаление «выделяющихся» векторов 
Эта операция выполняется с целью обеспечения 

лучшей разделимости классов. Векторы опорных 
подпространств, показатель сопряжённости которых 
со «своим» опорным подпространством меньше, чем 
показатель сопряжённости с опорными подпростран-
ствами других классов, могут вносить ошибки распо-
знавания. Поэтому одним из этапов предварительной 
обработки является удаление таких векторов из опор-
ного подпространства.  

Процедура строится также в виде последователь-
ного удаления векторов. На каждом шаге вектор-
столбец xr удаляется из N×M-матрицы Xk, образован-
ной векторами опорного подпространства k-го класса, 
если  

( ), ,( , ) min , , 1,k r k r k j k j
j

R R j M
∀

= =x X x X , (7) 

где ( ) 1
,,( , ) T T

k j k j j jj jk jR
−

=x X x Q x x x , 

1
, , ,, , , 1, , 1,T T

k j k j k jk j k j k K j M
−

 = = = Q X X X X , 

а ,
T
k rX ,

T
k jX  – матрицы k-го класса, из которых ис-

ключены векторы xr и x j – соответственно. Для по-
строения процедуры последовательного удаления 
векторов необходимо установить порядок «обхода» 
опорных подпространств и правило останова для 
каждого опорного подпространства и алгоритма в 
целом. Прежде чем сформулировать эти правила, 
сделаем следующие замечания. 

Замечание 1. Поскольку для принятия решения об 
удалении вектора необходимо вычислять показатель 
сопряженности, этапу исключения наиболее удален-
ных векторов должна всегда предшествовать проце-
дура удаления линейно зависимых и почти линейно 
зависимых векторов. 

Замечание 2. Вероятность ошибок распознавания 
возрастает, если размерности опорных подпространств 
сильно различаются. В частности, опорные подпро-
странства, образованные большим количеством обу-
чающих векторов (столбцов матрицы Xk), обычно ча-
ще «притягивают» распознаваемые векторы из других 
классов. Поэтому целесообразно формировать опор-
ные подпространства одинаковых размерностей. 

Замечание 3. Удаление большого числа «выделя-
ющихся» векторов может приводить к потере инфор-
мации и снижению качества распознавания в целом. 
Дело в том, что «разнесенность» векторов в смысле 
показателя сопряженности часто является свойством 
объекта. Поэтому целесообразно исключать лишь 
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небольшое число сильно удаленных векторов, обыч-
но являющихся сбойными точками в признаковом 
пространстве. 

В соответствии с этими замечаниями процедуры 
исключения векторов из опорных подпространств 
реализуются следующим образом. Сначала осу-
ществляется исключение линейно-зависимых и почти 
линейно-зависимых векторов так, как описано в 
п. 2.3. Правило останова этой процедуры строится 
таким образом, чтобы размерности опорных подпро-
странств были близкими или совпадали. Обычно су-
щество дела сводится к тому, чтобы приблизить раз-
мерность, насколько это возможно, к размерности 
подпространств, для которых число доступных обу-
чающих векторов изначально мало. 

На втором этапе алгоритм исключения строится 
как итерационная обучающая процедура. На каждом 
шаге этой процедуры в каждом опорном подпро-
странстве определяется вектор, для которого выпол-
няется условие (6). Далее эти векторы исключаются 
из опорных подпространств и определяется число 
правильно распознаваемых векторов из обучающего 
множества по всем классам. Если это число возраста-
ет, опорные подпространства фиксируются и проце-
дура исключения повторяется. Если на очередном 
этапе алгоритма число правильно распознаваемых 
векторов уменьшается, результат игнорируется и 
фиксируются опорные подпространства, сформиро-
ванные на предыдущем шаге. 

2.4. Разбиение классов на подклассы 
Путем разбиения классов на подклассы достигает-

ся одновременно снижение вычислительной сложно-
сти и повышение качества распознавания. Процедура 
строится следующим образом. На первом шаге из 
всего множества M векторов выбираются два (обо-
значим их x1, xM ) наиболее «удаленных» вектора, для 
которых величина  

1, 11
T

M M MR x x x x=  (8) 

минимальна. Затем из оставшегося множества векто-
ров к ним присоединяется по одному вектору (x2, xM – 1), 
для которых величины 

1,2 2 1 21
TR x x x x= , (9) 

1, 11
T

M M M M MMR x x x x− −−=  (10) 

принимают максимальные значения. Пары векторов 
x1, x2 и xM–1, xM образуют два подпространства, описы-
ваемые матрицами Xk и Xk соответственно. Далее 
определяются следующие два вектора x1, x2 и xM–1, xM, 
ближайшие к этим двум подпространствам по крите-
рию максимальной сопряженности: 

1
1,2 1,2 33 1,2 1,2

1,2,3
33

T T T

TR

−
  =

x X X X X x

x x
,
 

1
1,2 1,2 33 1,2 1,2

1,2,3
33

T T T

TR

−
  =

x X X X X x

x x
. 

В результате на шаге с номером M / 2 − при четном 
или (M – 1) / 2 − при нечётном M будет образовано два 
подкласса. Можно продолжить разбиение каждого из 
этих подклассов по той же схеме и получить четыре 
подкласса. На этапе классификации вектор, ближай-
ший в смысле решающего правила (7) к одному из 
образованных описанным способом подклассов, счи-
тается принадлежащим исходному классу. 

Заметим, что при реализации описанной техноло-
гии векторы признаков должны иметь одинаковые 
размерности, а их компоненты характеризовать одно-
именные спектральные диапазоны. Вместе с тем ча-
сто библиотеки спектров отражения различных мате-
риалов содержат данные в разных спектральных шка-
лах. Поэтому в качестве предварительного этапа в 
данном случае необходимо также решать задачу при-
ведения данных к унифицированной спектральной 
шкале путем их интерполяции. 

2.5. Взвешивание спектральных компонентов 
Широко известна мера близости – «взвешенное» 

евклидово расстояние. Оно применяется в тех случа-
ях, когда компонентам вектора наблюдений можно 
приписать некоторые веса, пропорциональные степе-
ни важности признака в задаче распознавания. По 
аналогии введем в рассмотрение меру близости – 
«взвешенный» показатель сопряженности, определя-
емый как 

( ) ( ) ( ) 1
, T T

k k j jj jR j
−

=G x Q G x x x , (8) 

( ) 12 , 1,T T
k k kk k k K

−
 = = Q G GX X G X X G , 

где G – диагональная N×N-матрица положительных 
чисел (весовых коэффициентов), удовлетворяющих 
условию нормировки: 

1

N
i

i
g N

=
=∑ . (9) 

В данном случае идея процедуры взвешивания со-
стоит в том, чтобы придать больший вес компонентам 
векторов признаков в спектральных диапазонах, где 
векторы признаков менее коррелированы. Эта задача в 
общем виде может быть сформулирована как оптими-
зационная задача выбора некоторой диагональной по-
ложительно определенной N×N-матрицы, умножение 
на которую слева всех N×M-матриц классов – Xk, 

1,k K= , обеспечивает максимум вероятности распо-
знавания. Решение такой задачи для общего случая (8) 
потребует огромных вычислительных затрат.  

Задача существенно упрощается, если матрицу G 
задавать в виде: 
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2 2

q q

g
g

g

 
 
 =
 
 
  

I
I

G

I


, (10) 

где Ii, 1,i q=  – единичные матрицы такие, что 

( )
1

dim
q

i
i

N
=

=∑ I , 

а gi, 1,i q= , q N  – заданные весовые коэффициен-
ты. Если число различных весовых коэффициентов 
невелико, задача оптимизации становится разрешимой 
за приемлемое время. Размерности единичных матриц 
могут быть определены путем установления размерно-
сти подвекторов векторов признаков всех классов в 
(10), которые приводят к повышению качества распо-
знавания. В общем случае, когда неизвестны как число 
таких подвекторов, так и их размерности, задача оста-
ется чрезвычайно сложной в вычислительном отноше-
нии. Существенное сокращение вычислительной 
сложности достигается путем задания фиксированного 
числа весовых подматриц. При этом задача сводится к 
определению граничных спектральных значений, 
обеспечивающих повышение качества распознавания. 

В частности, в простейшем случае разбиения 
спектра на два интервала алгоритм может быть реа-
лизован следующим образом. 

Шаг 1. Задание начального значения весового ко-
эффициента g0

 > 1, начальной вероятности p0
 = 0 и 

шагов по спектральной области ∆q и по диапазону 
весовых коэффициентов ∆g. 

Шаг 2. Определение весового коэффициента для 
текущего значения диапазона gk

 = gk–1
 + ∆k. 

Шаг 3. Задание начального значения спектрально-
го диапазона q0. 

Шаг 4. Определение граничного значения диапа-
зона qk

 = qk–1
 + ∆q. 

Шаг 5. Решение задачи распознавания для теку-
щих gk, qk и определение вероятности pk. 

Шаг 6 Если pk
 > pk–1, полученные значения gk, qk 

сохраняем. 
Шаг 7. Если qk

 > q0 / 2, переходим к шагу 4, иначе 
переходим к шагу 2. 

Приведенный алгоритм реализуется для первой по-
ловины спектрального диапазона [q0

 = 1, q0 / 2]. Анало-
гичный алгоритм реализуется для второй половины 
диапазона. При этом на шаге 3 вместо q0 задается qN, а 
в соотношениях на шагах 2 и 4 вместо плюса берется 
минус. Из двух реализаций принимается лучший ре-
зультат в смысле вероятности распознавания. 

Ясно, что для решения этой задачи с использова-
нием в качестве меры близости показателя сопряжен-
ности вначале должны быть реализованы этапы 1 – 3 
технологии. 

Повышение качества классификации может быть 
достигнуто также предварительным преобразованием, 
заключающимся в вычитании из всех векторов гипер-

спектрального изображения так называемого среднего 
вектора. Средний вектор вычисляется путем вычисле-
ния среднего по всем одноименным компонентам век-
торов, представляющих все гиперпиксели изображе-
ния. Такое преобразование увеличивает взаимные уг-
лы между векторами разных классов, что приводит к 
их большей «различимости». Такое преобразование 
целесообразно выполнять для всех векторов до опера-
ции взвешивания спектральных компонент. 

3. Результаты экспериментов 
Проверка эффективности описанной технологии 

осуществлялась с использованием тестового гипер-
спектрального изображения, предлагаемого в откры-
том пакете анализа гиперспектральных изображений 
MultiSpec. Тестовое изображение получено в рамках 
программы AVIRIS (AirborneVisible/InfraredImaging-
Speсtrometer). Изображение является снимком опыт-
ного полигона Индиан Пайнс на северо-западе шта-
та Индиана, США. Размер изображения – 145×145 
гиперпикселей. Каждому гиперпикселю снимка со-
ответствует 224 спектральных полосы в диапазоне 
0,4 – 2,5 мкм.  

На снимке представлены: основная автомаги-
страль, железнодорожные пути, жилые постройки, 
различные здания, небольшие дороги, сельскохозяй-
ственные культуры, лес и другая многолетняя расти-
тельность. Снимок сделан в июне, поэтому некоторые 
культуры, такие как кукуруза и соя, находятся на 
раннем этапе созревания и покрывают меньше 5 % 
изображения. Разработчиками тестового изображения 
предложен сокращённый вариант, включающий 200 
спектральных полос изображения с разбиением изоб-
ражения на 16 классов, притом не все из них являют-
ся взаимоисключающими. В частности, на снимке 
имеется неразмеченная область, которая не отнесена 
ни к одному из 16 классов. Данная область при про-
ведении эксперимента не использовалась. Тестовое 
изображение, разбитое на классы, приведено на рис. 1, 
неразмеченная область показана белым цветом. 

 
Рис. 1. Тестовое изображение  

с разбиением на классы 
Для оценки эффективности алгоритмов распозна-

вания исходные тестовые изображения случайным 
образом разбивались на два множества: обучающее и 
контрольное с одинаковым числом обучающих и кон-
трольных векторов в каждом классе. В табл. 1 приве-
дены данные о количестве векторов (гиперпикселей) 
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на исходном изображении, а также в обучающем и 
контрольном множествах.  

Все данные подвергались предварительной обра-
ботке алгоритмом взвешивания спектральных компо-
нент. Весь спектральный диапазон разбивался на два 
интервала. Компоненты векторов признаков с номе-
рами от 1 до 129 брались с весом 0,461, а компоненты 
с номерами от 130 до 200 – с весовым коэффициентом 
2 так, чтобы выполнялось условие нормировки (9). 

Таблица 1. Размерности классов 

# Класс 

Количество векторов 

Всего 
Обучающая выборка 

экспериментов 
1 2 – 4 

1 Hay-windrowed 478 50 200 
2 Woods 1265 50 200 
3 Grass-trees 730 50 200 
4 Wheat 205 50 50 
5 Grass-pasture 483 50 200 
6 Buildings-Grass-Trees-

Drives 386 50 200 

7 Soybean-notill 972 50 200 
8 Soybean-clean 593 50 200 
9 Corn-notill 1428 50 200 
10 Soybean-mintill 2455 50 200 
11 Stone-Steel-Towers 93 15 15 
12 Corn-mintill 830 50 200 
13 Corn 237 50 50 
14 Alfalfa 46 15 15 
15 Grass-pasture-mowed 28 15 15 
16 Oats 20 15 15 

 

Цель эксперимента состояла в сравнении предло-
женной технологии с методом опорных векторов 
(SVM), программная реализация которого имеется в 
открытом доступе в программном пакете MatLab. 
Использовалась версия 2017(a). 

Для иллюстрации возможностей указанной версии 
SVM было проведено 3 эксперимента, по 100 реали-
заций в каждом. 

Эксперимент 1. В обучающие подмножества клас-
сов из обучающих множеств классов, содержащих бо-
лее 50 векторов, случайным образом отбиралось по 50 
векторов, а в остальные обучающие подмножества – 
по 15 векторов. Такая процедура формирования обу-
чающих подмножеств классов использовалась также 
в работе [6], что дает нам возможность сравнивать с 
результатами из указанной работы. 

Эксперимент 2. В обучающие подмножества клас-
сов случайным образом выбирались 200 векторов из 
обучающих множеств классов, содержащих более 200 
векторов. Из классов размером от 200 до 250 векто-
ров отбиралось по 50 векторов. Остальные обучаю-
щие подмножества формировались так же, как и в 
предыдущем эксперименте. 

Эксперимент 3. Исследовалась возможность улуч-
шения качества распознавания методом SVM путём 
разбиения класса на подклассы. 

Результаты трёх указанных экспериментов приве-
дены в табл. 2. 

Таблица 2. Результаты эксперимента 1 
 Эксперимент 
 1 2 3 4 

 

Ра
зм

ер
  

те
ст

ов
ой

 в
ы

-
бо

рк
и 

В
ер

но
 р

ас
по

-
зн

ан
о 

(с
ре

дн
ее

 
зн

ач
ен

ие
) 

То
чн

ос
ть

  
по

 к
ла

сс
ам

 

Ра
зм

ер
  

те
ст

ов
ой

 в
ы

-
бо

рк
и 

В
ер

но
 р

ас
по

-
зн

ан
о 

(с
ре

дн
ее

 
зн

ач
ен

ие
) 

То
чн

ос
ть

  
по

 к
ла

сс
ам

 

Ра
зм

ер
  

те
ст

ов
ой

  
вы

бо
рк

и 

В
ер

но
 р

ас
по

-
зн

ан
о 

(с
ре

дн
ее

 
зн

ач
ен

ие
) 

То
чн

ос
ть

  
по

 к
ла

сс
ам

 

Ра
зм

ер
  

те
ст

ов
ой

  
вы

бо
рк

и 

В
ер

но
 р

ас
по

-
зн

ан
о 

(с
ре

дн
ее

 
зн

ач
ен

ие
) 

То
чн

ос
ть

  
по

 к
ла

сс
ам

 

1 428 380,8 89,0 278 256,8 92,4 278 265,7 95,6 239 235,3 98,5 
2 1215 844,6 69,5 1065 897,0 84,2 1065 865,2 81,2 633 583,1 92,3 
3 680 623,4 91,7 530 503,9 95,1 530 497,0 93,8 365 333,8 91,4 
4 155 139,7 90,2 155 141,1 91,0 155 144,3 93,1 103 92,7 90,9 
5 433 371,2 85,7 283 246,3 87,0 283 245,4 86,7 242 208,9 86,7 
6 336 224,5 66,8 186 149,3 80,3 186 154,2 82,9 193 132,0 68,4 
7 922 624,4 67,7 772 598,6 77,5 772 600,5 77,8 486 332,9 68,5 
8 543 281,5 51,8 393 275,3 70,1 393 310,8 79,1 297 207,0 69,9 
9 1378 821,5 59,6 1228 859,8 70,0 1228 787,6 64,1 714 472,2 66,1 
10 2405 1371,5 57,0 2255 1378,4 61,1 2255 1478,6 65,6 1228 850,2 69,3 
11 78 61,2 78,4 78 57,2 73,3 78 53,7 68,8 47 34,6 75,2 
12 780 383,8 49,2 630 446,7 70,9 630 434,2 68,9 415 277,3 66,8 
13 187 128,3 68,6 187 104,6 55,9 187 89,6 47,9 119 60,5 51,3 
14 31 23,6 76,1 31 23,4 75,6 31 22,9 74,0 23 10,6 46,0 
15 13 12,0 92,6 13 11,5 88,7 13 10,9 83,8 14 8,6 61,4 
16 5 3,7 74,7 5 3,2 64,7 5 2,0 40,7 10 3,0 29,9 
Общая точность                             65,7 73,6 73,7 75,0 

 

Из сравнения результатов в табл. 2 видно, что ме-
тод SVM дает значительно более высокие результаты 
при увеличении размеров обучающих подмножеств 
(эксперименты 2 и 3). Вероятность распознавания с 
0,6566 возрастает до 0,7359. Однако следует заметить, 
что при этом затраты времени на решение задачи су-
щественно возрастают. Попытка улучшить результат 

путем разбиения классов на подклассы (табл. 2, экспе-
римент 3) при использовании SVM, как и следовало 
ожидать, не привела к заметному успеху (вероятность 
распознавания 0,7371).  

В табл. 2 (эксперимент 4) приведены результаты, 
достигнутые с использованием описанной в параграфе 
2 технологии. В экспериментах использовались сле-



Распознавание растительного покрова на гиперспектральных изображениях...  Бибиков С.А., Казанский Н.Л., Фурсов В.А. 

Компьютерная оптика, 2018, том 42, №5 852  

дующие характеристики. Выборка для этого экспери-
мента совпадала по количеству с выборками экспери-
ментов 2 и 3 и формировалась путём исключения по-
чти линейнозависимых векторов. Взвешивание компо-
нентов векторов признаков осуществлялось путем раз-
биения на два спектральных диапазона, в соответствии 
с приведенным алгоритмом. В результате работы алго-
ритма компонентам в диапазоне 130 – 200 весовой ко-
эффициент, равный 2. Весовой коэффициент для ком-
понентов с номерами 1 – 129 рассчитывался в соответ-
ствии с условием нормировки (9) и был равен 0,538. 

Для проведения эксперимента 4 с использованием 
описанных в подпараграфах 2.3 – 2.4 алгоритмов ис-
ключения векторов из исходных обучающих мно-
жеств были отобраны подмножества, содержащие 
половину векторов в каждом классе. Для выравнива-
ния размерностей подпространств эти подмножества 
векторов в каждом классе были подвергнуты разбие-
нию на четыре подкласса равного размера, лишние 
вектора удалялись. Классы с числом векторов менее 
52 разбиению на подклассы не подвергались. 

В результате применения технологии при указан-
ных параметрах предварительной обработки и раз-
мерностях опорных подпространств достигнута веро-
ятность распознавания по всем классам 0,7503. 

Заметим, что в этом эксперименте наиболее низкая 
вероятность распознавания получена на классах 16 
(меньше 30 %) и 13, 14 (51,3 % и 46 % соответственно). 
Связано это с тем, что общее число распознаваемых 
классов велико (16), а на указанных классах число за-
данных обучающих и тестовых примеров на несколько 
порядков меньше по сравнению с другими классами.  

Эти результаты могут быть существенно улучшены, 
если решать задачу только для этих трёх классов. Такой 
пример можно найти в работе [5], где на тесте «Индиан 
Пайнс» решалась задача распознавания 9 классов, за-
данных большим числом обучающих примеров. При 
уменьшении числа распознаваемых культур до 3 – 4 есть 
основания ожидать достижения весьма высокой вероят-
ности распознавания даже при сравнительно небольшом 
числе обучающих примеров в классах. 

Заключение 
Приведённые эксперименты показывают возмож-

ность достижения более высокого качества распознава-
ния растительных покровов с использованием показате-
ля сопряжённости по сравнению с использованной реа-
лизацией SVM. Необходимо заметить также, что основ-
ной проблемой при применении метода SVM часто яв-
ляется отсутствие линейной разделимости классов. Эта 
проблема обычно преодолевается введением ядерных 
функций. Однако задание этих функций является само-
стоятельной проблемой, поскольку связано с априорной 
неопределенностью характера распределения образов в 
признаковом пространстве. 

В случае использования в качестве меры близости 
показателя сопряженности разделимость обеспечива-
ется за счет включения в опорные подпространства 
векторов признаков, имеющих малые значения показа-

теля сопряженности со своим классом. Такие векторы 
содержат в себе детальную информацию о характере 
распределения образов в признаковом пространстве. 
Поэтому результат распознавания может оказаться 
лучше в ситуации, когда по евклидовой метрике эти 
векторы могли быть отнесены к другому классу. 

Указанные особенности технологии могут иметь 
важное значение при создании систем оперативного 
контроля растительных покровов с использованием 
беспилотных летательных аппаратов, в частности, 
для определения степени созревания культур, оценки 
засоренности посевов, выявления участков посевов 
наркосодержащих растений и др. 
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Abstract  
This paper considers a vegetation type recognition algorithm in which the conjugacy indicator 

with a subspace spanned by endmember vectors is taken as a proximity measure. We show that 
with proper data preprocessing, including vector components weighting and class partitioning into 
subclasses, the proposed method offers a higher recognition quality when compared to a support 
vector machine (SVM) method implemented in MatLab software. This implementation provides 
good results with the SVM method for a fairly difficult classification test using the Indian Pines 
dataset with 16 classes containing similar vegetation types. The difficulty of the test is caused by 
high correlation between the classes. Thus, the results show a possibility for the recognition of a 
large variety of vegetation types, including the narcotic plants. 
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