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Metin Siniflandirma Dogal Dil Isleme (DDI) alaninda énemli bir yere
sahiptir. Son zamanlarda metinsel verilerin artmast ve otomatik
etiketlenmesi gerekliligi, metin smiflandirma probleminin énemini
artirmigtir. Geleneksel yaklasimlardan oOne ¢ikan kelime torbasi
yéntemi yillardir metin siniflandirmasinda basarili olmaktadir. Son
zamanlarda sinir aglart dil modelleri DDI problemlerine basarili bir
sekilde uygulanmis ve bazi alanlarda biiyiik basart kaydetmislerdir.
Yapay Sinir Aglar1 (YSA) temelli mimarilerin en énemli avantaji daha
etkili kelime ve metin gosterilimlerin olusturmasidir. Bu gosterilimler,
geleneksel yontemlere gore daha az boyutlu ve daha etkili bulunmustur.
Ozellikle anlambilimsel ve s6zdizimsel analizlerde basarili uygulamalar
yapimistir. Ote yandan daha uzun vektérlerle gésterilim kullanan
geleneksel kelime torbasi yéntemleri, metin gésterilimleri anlaminda
hala giiciinii korumaktadir. Ancak Tiirkce icin bu iki yaklasimin
herhangi bir karsilastirilmasi yapilmamistir. Bu ¢calismada, geleneksel
kelime torbast yaklasimi ile sinir agi temelli yeni gosterilim yaklagsimlari
metin siniflandirmast acisindan karsilastirilmistir. Bu ¢alismalarda
gordiik ki etkili 6zellik segcimleri geleneksel yontemlerinin hala yeni
kusak kelime gémme (word embeddings) yaklasimi ile yarisacak
diizeydedir. Son olarak deneylerimizi bu iki yaklasim acisindan
cesitlendirerek raporladik ve Tiirkge i¢in basarili metin siniflandirma
mimarisini bu raporda ayrintili tartistik.

Anahtar Kkelimeler: Metin simiflandirma, Makine 06grenmesi,
Yapay sinir aglari

Abstract

Text categorization plays important role in the field of Natural
Language Processing. Recently, the rapid growth in the amount of
textual data and requirement of automatic annotation makes the
problem of text categorization more important. As a prominent one of
the traditional methods, the bag-of-words approach has been
successfully applied to text categorization problem for years. Recently,
Neural Network Language Models (NNLM) have achieved successful
results for various problems of Natural Language Processing (NLP). The
most important advantage of the NNLM is to provide effective word and
document representations. Those representations are lower
dimensional and are found to be more effective than traditional
methods. They have been exploited successfully for semantic and
syntactic analysis. On the other hand, the traditional bag-of-words
approaches that use one-hot long vector representation are still
considered powerful in terms of their accuracy in document
classification. However, comparing these approaches for Turkish
language has not been attempted before. In this study, we compared
them within a variety of analysis. We observed that the traditional bag-
of-word representation utilizing an effective feature selection and a
machine learning algorithm aligned with it have comparable
performance with new generation vector based methods, namely word
embeddings. In this study, we have conducted various experiments
comparing these approaches and designated an effective text
categorization architecture for Turkish Language.

Keywords: Text classification, Machine learning, Artificial neural
network

1 Giris

Geleneksel yontemlerde metinlerin gosterilimi, o metinlerde
yer alan kelimeler veya kelime 6bekleri lizerinden ifade edilir.
Bu ifade bir vektore denk diistiigii icin Vektér Uzay Modeli
ismini alir [1],[2]. Bu vektorler, sistemlerin basarilarini
artirmak icin agirliklandirilabilir ya da var/yok seklinde ikili
olarak ifade edilir. Burada metin gosterilimi metinlerin
karsilagtirilabilmesi icin ¢ok biiyiik ve sabit uzunlukta bir
vektorle ifade edilir. Geleneksel kelime torbasi yontemi basarili
bir sekilde bir¢ok DDI problemine uygulanmasina karsin iki
dezavantaja sahiptir. Bu yontemde kelimelerin siras1 géz ardi
edilir. ikinci olarak vektér uzunlugu tiim sistemde dikkate
alinan sozliik boyutu kadardir. Bir kelimelik metnin bile s6zliik
boyutunda seyrek bir vektorle ifade edilmesi bu yaklasimin
dezavantajini gostermektedir.

Son zamanlarda yeni uyarlamalarla derin YSA destekli dil
modelleri hem dil mimarilerinin zaman karmasiklik
seviyelerinde énemli iyilestirmeler yapabildiler hem de DDI
problemlerinde énemli basarilar kaydettiler. DDI alanindaki
YSA temelli en ¢ok dikkat ¢eken yaklasim kelime gémme (word
embedding) yaklasimidir [3],[4]. Bu yaklasimda kelime

gosterilimleri SGD (Stochastic Gradient Descent) yardimiyla ve
geriye yayilim ile dgrenilir ve gosterilimler hem kisa hem yogun
olur. Boylelikle vektoérlerdeki seyreklik ve veri tablolarindaki
yluksek boyutluluk sorunu giderilmis olur.

Ote yandan bu kelime goésterilimi DDI alanindaki birgok
probleme katki saglamis ve basarilar elde etmistir. Kelime
gosterilimleri kelimeler arasindaki iliskilere yonelik analizler
icin uygun olmakla birlikte bu kelime vektorlerin ortalamasi
sayesinde metin gésterilimleri icin de faydali olmaktadir. Ote
yandan metin gosterilimini elde etmek icin kelime gdmme
gosterilimlerine benzer bir bagka yaklasim da mevcuttur ve bu
yaklasim bu ¢alisma kapsaminda ele alinmistir [5].

En popiiler kelime gdmme mimarisi word2vec modelidir.
Burada kullanilan mimaride sadece bir katman bulundugundan
word2vec modeli derin 6grenme algoritmasi olarak kabul
edilmez. O yiizden bu makalede bu modeli YSA modeli olarak
ifade edecegiz. Model egitim sirasinda kelime vektorleri
olusturulurken, verilen bir kelimenin vektdrii baglamindaki
diger kelimelere bakilarak tahmin edilmeye c¢alisilir. YSA
destekli bu tahminleme sirasinda kelimelerin gosterilimleri
egitilir. Amag kelime tahmininden ¢ok bu yan ¢ikt1 olan kelime
gobmme gosterilimleridir. Benzer bir yaklasimla metin
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gosterilimleri elde edilir. Her paragrafin icine bir tane de
paragraf vektori eklenir ve bu vektdr diger kelime vektorleri
ile birlikte egitilir. Burada kelime gémme vektorleri metinler
arasinda paylasilirken metin gémme vektorleri sadece ilgili
metne ait oldugundan paylasilmaz. Ancak o metin iginde
olusturulan her pencere baglaminda bulunur.

Tiirkce metin siniflandirmast i¢in 6zgiin bir¢ok c¢alisma
olmasina karsin, YSA temelli kelime ve metin vektorlerini
kullanan bir ¢alisma su ana kadar yapilmamistir. Bu ¢alismada
hem YSA destekli modeller hem de geleneksel mimariler
tasarlandl. Bu mimariler iki farkli veri kiimesi kullanilarak
ayrintil bir sekilde karsilastirild.

2 Literatiir

Literatiirde Tirkce icin yapilan metin siniflandirma
yontemlerini i¢ ana ¢ercevede ele alabiliriz. Birinci grupta
geleneksel yontemleri irdeleyen ¢alismalar yer almaktadir.
Bir¢ok calisma diinya dillerinde kabul gérmiis yaklasimlari
Tiirkge dili icin bagarili bir sekilde uygulamstir. ikinci gruptaki
calismalar genellikle o6n isleme siireclerinin katkisini
irdelemislerdir. Son gruptaki c¢alismalar ise geleneksel
yontemlerin disindaki alternatif yaklagimlari ele almislardir.

Ik gruptaki calismalarda Tirkce dili icin bircok metin
siniflandirma tasarimlar1 yapilmistir. Bu calismalar metnin
konusunu bulma, yazarim tespit etme, yazarin cinsiyetini
bulma gibi siniflandirma problemlerini incelemislerdir. Ilk
calismalardan birinde n-gram ve kelime torbasi yaklasimiyla ti¢
metin siniflandirma problemi ele alimmistir [6]. Metnin yazarin
tanima, tiiriind belirleme ve cinsiyet tespit etme problemleri
icin olusturulan modellerde dort farkli makine 6grenme
algoritmasi kullanilmis ve bagarili sonuglar elde edilmistir. i1k
calismalardan biri olmasi agisindan 6nemlidir. Tiirkge i¢in ilk
calismalar arasinda sayilabilecek bir ¢alismada ise sadece yazar
tespiti i¢in 18 farkli yazardan alinmis 35 metin {izerinden bir
siniflandirma yapilmistir [7]. Bu ¢alismada n-gram ve kelime
torbasi yaklasimlar: ile 10 farkh 6zellik bilgisi kullanilarak, 5
farkl siniflandirma algoritmasi denenmis ve sonug olarak n-
gram temsil yontemi ile diger 6zellikler birlikte kullanildiginda
basarili sonuglar elde edildigi vurgulanmistir. En iyi algoritma
olarak YSA ve Destek Karar Makineleri (DKM) oldugu
belirtilmistir. Geleneksel yontemlerin arastirildig1 bu alandaki
en kapsamli sayilabilecek ¢alisma [8] tarafindan yapilmistir. Bu
calisma metinlerin temsil edilme bigimlerinin siniflandirma
problemine katkisini 6 farklli metin siniflandirma problemi
acisindan ele alan ¢ok kapsamli bir arastirmadir. Yazidan ruh
hali tanima probleminde 4 farkl ruh halj, film yorumlarindaki
yonelim tespitinde 3 farkl yonelim, kdse yazarlarini tanimada
18 yazar, cinsiyet tahmininde 2 sinif, haberlerde 5 farkl
kategori ve siirin yazarin1 bulmada 7 farkl sair siniflandirma
problemi olarak ifade edilmistir. Bu yaklasimda kelime torbasi
metin temsil yontemi, birlikte ge¢me matrisi ve sakli anlam
indeksleme gibi metin kelime matrislerine dayali geleneksel
modeller kapsamli bir sekilde ele alinmis ve basarili sonuglar
elde edilmistir.

Bu alanda yapilan son c¢alismalardan birinde metin
siniflandirmasi i¢in TTC-3600 isimli alt1 sinifli 6rnekten olusan
Tirkce bir veri seti olusturulmus ve akademik amach
paylasilmistir [9]. Ayn1 zamanda bu ¢alismada arastirmacilar
kendi gelistirmis olduklar1 modeli basarili bir sekilde veri
setine uygulamiglardir. Metin gosterilimi icin kelime torbasi, n-
gram modeli ve 6zellik secimi modellerini kullanmiglardir.
Siniflandirma algoritmasi olarak 6 farkli makine 6grenmesi
algoritmas1 uygulamiglar ve ozellik se¢me ydntemleri

kullanarak sonuglarda iyilestirme yapmislardir. Zemberek
kittiphanesi [22] yardimiyla kelime koklerini kullanarak, ARFS
(Attribute ranking-based Feature Selection) isimli o6zellik
secimi ile elde edilmis metin gosterilimlerini 6 farkl algoritma
ile sinamiglardir. ARFS yontemi 6zelliklerin siiflar1 ayirmadaki
giiciinii 6lcen Bilgi Kazanci gibi metrikleri kullanir. Sonug
olarak Zemberek ve ARFS ile uygulanan RO (Rastgele
Orman/Random Forest) siniflandiricisinin en uygun diizen
oldugunu vurgulamislardir.

Bazi calismalar 6zellikle 6nisleme siireclerine iliskin denemeler
yapmislardir. Bir c¢alismada kelime kokleri kullanilarak
Zemberek kiitiiphanesinin énerdigi en uzun kelime kokii ve en
kisa kelime koklerinin siniflandirmaya katkisi incelenmis ve en
uzun koklerin daha ytliksek basari sagladigi belirlenmistir [10].
Yaklasim acisindan diger c¢alismalardan farkli bir yéntem
izleyen bu ¢alismada ayni1 zamanda kelime derlem frekanslar:
izerinde boyut azaltma y6ntemi uygulanmistir. Ele alinan tiim
metin temsil yontemleri Naive Bayes (NB) ve RO gibi basarili
algoritmalarla kiyaslanmistir.

Bir baska onemli ¢alisma kok bulma yaklasiminin metin
siiflandirma problemi etkisini yine Zemberek Kiitiiphanesi
[22] kullanarak olgmiistiir [11]. Ancak az sayida sinif ve az
saylda ornek kullanilmistir. Yapilan deneylerde kelime kokiine
kelime tipini de ekleyerek model basarisi iyilestirilmeye
calisilmis ancak kelime tipinin ¢ok biiytik etkisinin olmadigi not
edilmistir. Ote yandan kelime koékii bulma algoritmasina
alternatif olarak kelimenin ilk K karakterini alma yaklasimi
denenmis ve siniflandirma problemi agisindan kék bulma
algoritmalarindan daha basarili oldugu kaydedilmistir. Burada
K icin en uygun degerin 5 oldugu tespit edilirken DKM ve NB
gibi siiflandirici algoritmalar denenmistir.

On isleme acisindan en kapsaml ve énemli calismalardan biri
[12] tarafindan yapilmistir. Bu calisma ozellikle onisleme
slirecinin metin gosterilimi ve metin smiflandirmasina
katkisini irdelemistir. K6k bulma, etkisiz kelime (stopword)
elemesi ve kelime 0Ozellik agirliklandirma asamalar c¢esitli
Tiirkee veriler lizerinde denenmistir. Zemberek kiitliphanesi ve
FPS7 (Fixed Prefix Stemming) gibi yontemler kullanilarak elde
edilen kelime kokiiniin Bilgi Kazanimi problemlerinde faydali
oldugu ancak metin siniflandirmasi i¢in herhangi bir katkisinin
olmadigr vurgulanmistir. Bir bagka c¢alisma 6n isleme
stireglerinin siniflandirma basarisina katkisini, uygulama alany,
dogal dil ve boyut indirgeme iizerinden &élgmiigtiir [13]. iki
farkl dil ve gesitli uygulama alanlari tizerinde yaptiklari bir¢cok
denemede sistem tasariminda kullanilacak asamalarin uygun
bir mimariyle bir araya getirilmesine dikkat ¢ekmislerdir.
Boylelikle 6nisleme veya simiflandirma asamasindaki uyumsuz
tasarimlarin basarisiz sonuglar dogurabilecegi vurgulanmistir.
Onisleme calismasi, 6zellik c¢ikarimi, 6zellik secimi ve
siiflandirma asamalarinin bu cercevede ele alinmasim
vurgulayan bir ¢alisma olmustur. Yine kék kullanimin metin
smiflandirmasina katkisini irdeleyen bir baska ¢alismada NB ve
Bilgi Kazanci 6zellik se¢imi yontemleri kullanilmis ve kok
kullanmanin metin siniflandirmasina katkisinin sinirlh oldugu
vurgulanmistir [14].

Geleneksel calismalarin disinda alternatif yontemleri arastiran
bir¢ok calisma bulunmaktadir. Bu ¢alismalarin birinde Sakli
Dirichlet Analiz/Latent Dircihlet Analysis (SDA) ve Sakl
Anlamsal indeksleme/Latent Semantic Indexing (SAI) gibi
boyut indirgeme yontemleri ele alinmistir [15]. Veri kiimesi
olarak farkl alanlarda Tiirkge bildiri 6zetlerinden olusturulan
etiketli bir derlem kullanilmistir. Derlemde 18 ve 34 smiftan
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olusan veri kiimeleriyle SDA konu modellemesi metin temsili
icin kullanilmistir. DKM, NB ve RO algoritmalari ile kok bulma
yonteminin algoritma basarilarimi artirdig: belirtilmistir. Ancak
gorebildigimiz  kadariyla c¢alismadaki simniflandiricilarin
performanslari diger calismalara gore diisiik kalmigstir.

Farkli bir arastirma kelime anlamsal analizini metin
siniflandirmasi i¢in kullanmistir [16]. Bu ¢alisma kelimeler
aras1 anlamsal iliskileri kullanarak yeni bir metin goésterilimi
yaratan ve metin siniflandirma problemini bu anlamsal uzay
iizerinde ¢6zen 6zgiin bir yaklagimdir. Anlamsal uzayda temsil
edilen kelimelerin birbirlerine olan yakinhklar1 Oklid gibi
uzaklik/yakinlik 6lgme yontemleriyle hesaplanarak kelime
kiimeleme islemi gerceklestirilmistir. Boylelikle metinler daha
az boyutla ifade edilebilir olmustur. Calisma 5 farkh kategoriyi
iceren veri kiimesinde, 100 boyutta Logistic Regresyon
kullanarak %92.5 oraninda bir basari elde edebilmistir.

Son olarak bir bagka yaklasim toplu 6grenme algoritmalarini
metin siniflandirmasi icin kullanmistir [17]. Toplu 6grenme
yontemi makine 6grenme alaninda ilgi ¢ceken konulardandir.
Tek dezavantaji asir1 6grenmeye yatkin olmasidir. Bu ¢galismada
6 smifli iki farkli Tirkge veri kiimesi iizerinde geleneksel
makine Ogrenme ydntemleriyle toplu o6grenme temelli
yontemler karsilastirilmis ve basarili uygulamalar yapilmistir.
Calismada zamansal karmasikligl diisiirmek igcin budama
yontemi uygulanmis ve basarindan 6diin vermeden olusan
karar agac1 ormaninda %90.0’lik bir budama saglanmistir.

3 Yontem

3.1 Geleneksel kelime torbasi yaklasimi

Geleneksel yontemlerde kelime torbasi yaklasimi kelime ve
metin i¢in Out-of-Vocabulary (O0V) soézliik boyutunda uzun
seyrek vektorler olusturur. Buradaki temel sorun iste bu
ylksek boyutluluktur. Bu sebepten dolay1 bazi yaklasimlar
etkili bir sekilde bu vektorler iizerine uygulanamamaktadir. Bu
ylksek boyutluluk algoritmalarin zamansal karmasikligini
etkilemekte ve hiz gerektiren gercek zamanli projelerde
uyumsuzluk olusturmaktadir. Bu sebepten otiirii kabul géren
bir ¢6zlim kelime/6zellik se¢me asamasidir. Bu asamada bilgi
kazanc1 diisiik ozellikler (kelimeler) sistemden elenir. Baz
calismalar [6],[18], 0zellikle sik kullanilan kelimelerin
digerlerine oranla daha etkili oldugunu belirtmislerdir.
[71,[8]1,[14],[19],[20] referansh ¢alismalar ise Bilgi Kazanci
(Information Gain), ki-kare x2 (chi-squared) gibi se¢me
kriterlerinin bilgi verici 6zelliklerinin bulunmasindan dolay:
daha faydali oldugunu belirtmislerdir. Sakli Anlam Indeksleme
(Latent Semantic Indexing/LSI) ve Sakli Dirichlet Analizi
(Latent Dirichlet Analysis) gibi baska ¢oziimler de o6zellikle
boyut indirgeme i¢in uygulanmaktadir [9],[21].

Kelime torbasi yaklasimi kelime se¢imi sayesinde boyutu
indirgenmis vektorler ilizerinde basarili c¢alisabilmektedir.
Bircok makine O6grenme algoritmasi bu indirgenmis veri
kiimelerinde basarili  olabilmektedir. Bazi ¢alismalar
[6],[8],[18],[20] o6zellikle karar agaglari i¢in basarili olan Bilgi
Kazanci (BK) yaklasiminin metin siniflandirmalardaki kelime
secimleri icin de etkili olacagini belirtmislerdir. Bir diger
énemli secim yéntemi ise ki-kare yéntemidir. iki yontem de
kelimeler ve Kkategoriler arasinda olusan ¢apraz tabloyu
kullanarak kelimelerin 6nemlerini 6l¢mektedir. Ayrica PMI
(Pointwise Mutual Information) ve DICE gibi secim metrikleri
de kullanilmaktadir. Esasinda tiim bu se¢im metrikleri ikili
capraz tablodan farkl formiiller araciligi ile bir siralama
olusturur.

Kelime seciminden sonra olusan vektorlerin agirliklandirilmasi
bir baska 6n asamadir. Kelimenin metin i¢indeki tekrarlanma
sayisy, terim frekansi(tf), ile tiim derlemdeki tekrarlanma
sayisl, metin frekansi (mf), kullanilabilir. Bu yonde cesitli terim
agirhiklandirma (term weighting) yontemleri mevcuttur: ikili
(binary), kelimenin verilen metinde ge¢me siklig1 (terim
frekansi), logaritmik siklik (logarithmic tf function) ve verilen
metinde ge¢me siklig1 ile tiim metinlerdeki gecme sikligina
(metin frekansi) bagh fonksiyon (tf-idf). Buradaki idf (inverse
document frequency) evrik metin frekansi anlamina gelir.

Boyut azaltmada bir diger yontem etkisiz kelime (stopword)
elemesidir. Ben, ve, su, orada gibi fonksiyonel kelimeler
sozdizim agisindan anlamli ancak konu tespiti agisindan
etkisizdir. Hemen hemen her metinde benzer dagilima
sahiptirler. Konu bakimindan bir ayirt edicilige sahip
olmadiklarindan elenebilirler. Yapilan ¢alismalarda Tiirkge i¢in
yaklasik 250 civarinda bir liste kullanilmaktadir. Tiirkge icin bir
diger 6nemli boyut azaltma yaklasimi ise kelime kokiiniin
bulunmasidir. Tiirkce sondan eklemeli dil olmas1 sebebiyle
kelime cesitliligi sayis1 diger dillere oranla bir hayli yiiksektir.
Kelimenin yiizey formu yerine kokiiniin kullanilmasi hem
basariyr artirabilir hem boyutu kisaltabilir. Bu yonde cesitli
yaklasimlar ve sonuglar ilgili calismalarda tartisiimistir.

Bu ¢alisma kapsaminda tiim bu 6n isleme yontemleri metin
siiflandirma kapasiteleri agisindan iki yaklasim altinda
denenmistir. Ortaya ¢ilkan metin vektorleri siniflandirma
problemi acisindan ele alinmistir. Bu asamada kullanilan
siniflandiricilar Destek Karar Makineleri (DKM), Logistic
Regression, en yakin komsu (EYK), Karar Agaci (KA) ve
cok-katli Naive Bayes (multi-nominal NB) algoritmalaridir.
Ortaya cikan basar1 sonuglart YSA temelli dil modelleri ile
kiyaslanarak raporlanmistir.

3.2 Yapay sinir aglari temelli dil modelleri

YSA mimarisi temelli kelime gomme gésterilimleri bircok DDI
probleminde basariyla uygulanmis ve biiyiik ilgi toplamistir. Bu
mimaride, baslangi¢c olarak her kelime belirli bir boyutta
rastgele sayisal degerlere sahip bir vektor ile ifade edilir. Tek
gizli katmanl YSA verilen derlemdeki metinleri isleyerek SGD
algoritmasi ve geriye yayilim yontemi ile bu vektorleri siirekli
giinceller. Burada amag verilen bir kelime dizisinin en sonunda
yer alan kelimeyi tahmin etmektir. Sekil 1'de de gosterildigi gibi
“the”, “cat” ve “sat” kelimeleri verilmistir ve amag sonra gelen
“on” kelimesini tahmin etmektir. Aslinda bu smiflandirma
mimarisindeki en 6nemli ¢ikt1 derlemdeki kelimelerin kisa ve
yogun vektorlerin lretimidir. Model son Kkelimeyi tahmin
ederken sozliikteki tiim kelimelerden her birinin olasiligini géz
oniinde bulundurur. Bu tipki ¢oklu-simif siiflandirma
problemine benzemektedir. Bu mimaride 6zellikle yumusak
maksimum fonksiyonu (softmax function) model egitim
stiresini ¢ok kisalttigindan mimariyi de etkili kilmistir. Sonug
olarak YSA temelli bu mimari verilen derlemde goriilen her bir
kelime i¢in sabit boyutta yogun ve kisa vektorler olusturur.

Siniflandirma
!

[ Ortalama / Birlestirme

I
i i

wane)| [Wean] [wsan| Keime Matisi

Sekil 1: Word2Vec Model Mimarisi(CBoW).
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Son zamanlarda YSA temelli iki kelime gosterilim modeli
basarili bir sekilde bircok DDI problemine uygulanmistir. ik
olarak [3] referansh word2vec isimli ¢alisma iki farkl egitim
mimarisinin etkili bir sekilde vektor olusturacagini gosterdi. Bu
mimariler Continuous Bag-of-Words (CBoW) ve Skip-Gram
(SG) mimarileridir. Bu yontemlerde hesaplama karmasiklig
azaltilip bagar1 oram artirilmistir. ikinci calisma olan glove
isimli model kelimelerin tiim derlemdeki kullanim sikligini da
hesaba katmaktadir. Clinki ilk yaklasim sadece kelimelerin
ilgili baglamlarini ele almakta ve tiim derlemdeki sikliklar1 goz
ard1 etmekteydi. Bu iki yontemden elde edilen vektorlerin
kelimelerin arasindaki anlamsal ve sozdizimsel iliskileri etkili
bir sekilde ¢6zdiigii gosterilmistir.

Bu asamadaki temel problem metin gosterilimlerinin nasil
yapilacagidir. Kelime gdosterilimleri {izerinden metin
gosterilimlerini olusturan bir ydntem o metin icerisinde gecen
kelimelerin vektorel ortalamasinin alinmasidir. Ote yandan [5]
referansli ¢alisma metin vektorlerinin elde edilmesi igin
paragraf vektor isimli etkili bir yontem dnermistir, doc2vec. Bu
yontem word2vec mimarisinden esinlenmistir.

Paragraf vektorii mimarisinde 6ncelikle derlemde goriilen tiim
kelimelere 6nceden belirlenmis sabit uzunlukta rastgele icerige
sahip bir vektor atanir. Paragraflar i¢in de ayni boyda bir vektor
rastgele olusturulur. Belirli uzunlukta bir pencere verilen bir
paragrafi bastan sona tarar. Kelime vektorleriyle birlikte
paragraf vektorleri de YSA temelli egitim siirecine tabii olur ve
bu pencereye her seferinde eklenir.

Sekil 2'de gosterildigi gibi son kelime olan “on” kelimesinin
vektorti onceki kelimelerin vektorleri ve paragraf vektorii ile
tahmin edilir [5]. Bu mimaride 6zgiin olan husus her pencereye
bir paragraf vektoriiniin eklenmesidir. Sekilde goriildiigi gibi
paragraf-id her donglide her pencerenin basina eklenir.
Pencerenin sonundaki kelimenin vektdéri diger kelime ve
paragraf vektorleri ile tahmin edilirken ortaya ¢ikan hata (bias)
her asamada SGD algoritmasi ve geriye yayillim yontemi ile
azaltilir. Dolayisiyla YSA'nin veriye yakinsamasini saglayarak
kelime vektdrlerini olusturur. Buradaki hata tahmin edilen
vektor ve edilmesi gereken gercgek vektor arasinda ortaya ¢ikan
fark araciligi ile hesaplanir. Tahmin edilen vektor en sondaki
kelimenin vektoriidiir. Yakinsamanin daha etkili olmasi
acisindan bir pencere icin yapilan islem birden fazla kere
(epoch) tekrarlamir. Ote yandan tekrarlar bittiginde pencere
saga dogru kayar ve yeni pencereye ayni siire¢ uygulanir. Bu
asamada diger kelimelerin vektorleri birlestirilir veya
ortalamalar1 alinarak tahmin edilen kelime vektori ile
aralarinda bir 6grenme siireci olusturulur. En sonunda
derlemdeki her kelime ve her paragraf icin vektorler
olusturulur. Paragraf vektorii siirekli dagitildigi icin bu
yonteme Distributed Memory Model of Paragraph Vectors (PV-
DM) denir.

W (on) Siniflandirma
Crrrm Ortalama / Birlestirme
e e e O o o
| D } ‘W(m@)‘ |W(g§g)‘ |W(sat)| Kelime Matrisi

Paragraf ID

Sekil 2: Paragraf vektor mimarisi: PV-DM
(Distributed Memory Model of Paragraph Vectors).

Ayni ¢alismanin sundugu bir bagka alternatif yontem sirali
kelime pencere yaklasimini goéz ardi ederek belirli sayida
rastgele secilmis kelimeler ve rastgele secilmis hedef bir kelime
kullanir. Benzer bir sekilde hedef kelimenin vektorii diger
kelimelerin vektorleri lizerinden tahmin edilir. Tek fark PV-DM
de kelimelerin sirasi 6nemliyken burada énemsizdir. Kelime
torbasi yontemine benzerligi sebebiyle bu yonteme Distributed
Bag of Words-Paragraph Vector (PV-DBOW) denir. Ciinki
burada kelimeler siralar1 kaybolmus bir sekilde torbaya atilir.
Paragraf vektorii ise her seferinde bu torbaya atilir. Ayrica
word2vec modelindeki atla-gram (skip-gram) 6grenme
mimarisine Kkarsilik gelmektedir. Tiim Kkelime ve paragraf
6grenme stirecleri PV-DM ile aynidir. Hem PV-DM mimarisinde
hem de PV-DBoW mimarisinde paragraf vektorii sadece ilgili
paragrafta egitilirken kelime vektorleri metinler arasi nitelige
sahip oldugundan bir diger metne gecildiginde ayni kelime
vektorleri egitime kaldi1g1 yerden devam eder ve metinler arasi
paylasilir.

4 Deney diizeni

Yukarida aciklanan yaklasimlar Kemik DDI Grubu tarafindan
paylasilan veri kiimesi ve calisma [9] tarafindan paylasilan
TTC-3600 isimli veri kiimesi ile sinanmistir. Kemik grubundan
elde edilen veride ekonomi, politika, spor gibi 7 farkli kategori
bulunmaktadir. Bu yazi icinde ayirabilmek icin bu veriye
T-4900 ismini verecegiz. Diger veri kiimesi olan TTC-3600
kiimesinde 6 farkl kategori bulunmaktadir. Bu iki veri kiimesi
de internet ortaminda arastirmacilar igin paylagilmistir. ilk
kiime T-4900'de her bir kategori altinda 700 adet metin
bulunurken, ikinci veride 600 adet metin bulunmaktadir.
Buradaki metinlerde Tiirkiye Cumhuriyeti gibi isim 6bekleri
bulunup etiketlenmistir. Bigcimbilimsel analiz, etkisiz kelime
eleme gibi 6nisleme siiregleri metin siniflandirma agisindan
degerlendirilmistir.

iki derlemde de toplam kelime cesitliligi sayis1 yaklasik 100 bin
civarindadir. Bu demek oluyor ki herhangi bir eleme islemi
yapilmadig1 durumda geleneksel gosterilim icin ilk derlem
4900 metin x 100 bin boyutunda bir matrise, ikinci derlem
3600x100 bin boyutunda bir matrise denk gelmektedir. Bu
ylzden 06zellik se¢cimi metriklerinin kullanimi ¢ok dnemlidir.
Bilgi verici kelimelerin secilmesi sirasinda ayr1 bir veri kiimesi
bu kesif icin kullanilir. Ote yandan denetimli modelin egitimi ve
smamasl i¢in iki ayr1 veri kiimesi daha kullanilir. Boylelikle
veriyi li¢ kiimeye ayirmis oluruz. Ciinkii tim asamalarda aym
verinin kullanilmasi yapay basari sonuglari1 dogurur ve yaniltict
olur. Calismamizda birinci asamada elde edilen kelimeler
izerinden metinler ifade edilmis ve ardindan 10 katli ¢capraz
dogrulama yontemi ile denetimli algoritmalarin basarilar
hesaplanmistir.

Ozellik secimi yoéntemlerinin degerlendirilmesine iliskin
makine 6grenmesi algoritmalarinin bu segimler ile sagladigi
basarilar dikkate alindi. Bu asamada Multi-Nominal Naive
Bayes (M-NB) makine 0grenmesi algoritmasi metin
smiflandirmasi i¢in uygun goriilmiistiir. Clinkii yapilan son
calismalar bu algoritmanin kath terimli (multi-nominal)
dagilimini dikkate aldigindan diger makine 06grenmesi
algoritmalarindan daha basarii oldugunu kaydetmistir
[81,[20].

Bu calismada kelime ve metin vektorlerinin egitilmesi ve
karsilastirilmasi i¢in ayni veri setleri kullanilmistir. Calismalar
sirasinda Python programlama dili ve onun 6ne ¢ikan gensim,
nltk, sklearn, libsvm gibi yardimc kiitiiphaneleri kullanilmistir.
Ote yandan R ve Weka gibi yazilimlar da cesitli testler,
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gorsellestirmeler ve analizler i¢in kullanilmistir. Kelime ve
metin  vektorleri igcin tercih ettigimiz boyut deney
gozlemlerimiz sonucunda 300 olarak belirlendi. Paragraf
Vektor yaklasiminin PV-DM ve PV-DBOW mimarilerinin ikisi de
test edildi. Metin ve kelime gosterilimlerinin ardindan Logistic
Regression, DKM gibi lineer smiflandirma yapabilen ve
niimerik degiskenlerle uyumlu c¢alisabilen algoritmalar
siniflandirma agisindan degerlendirilip ve raporlanmstir.

5 Sonuclar ve tartismalar

T-4900 ve TTC-3600 veri setlerine geleneksel ve YSA temelli
yaklagimlar uygulandi. {1k olarak daha biiyiik veri kiimesi olan
T-4900 iizerinde denemeler yapildi. Geleneksel yaklasimin T-
4900 kiimesi iizerinden elde ettigi sonuglar Tablo 1’'de
gorilmektedir. Ozellik secimi metotlarinin her bir makine
o0grenmesi algoritmasiyla sagladigi F1 basar1 degerleri bu
tabloda ifade edilmistir. Tabloda ac¢ik bir sekilde gorildigi
tizere BK ve ki-kare ozellik secimleri diger o6zellik
secimlerinden belirgin bir sekilde daha basarilidir. Makine
O6grenmesi algoritmalarindan en basarilisi ise kath terimli-NB
algoritmasidir. Bu algoritma BK ozellik sec¢imi ile birlikte
calistiginda 2K ve 4K boyutundaki 6zellik secimi icin sirasiyla
89.0 ve 90.0 F1 degeri elde etmistir. Bir diger gozlem ise kelime
boyutu arttikca algoritma basarilarinin artmasidir. Bir asamada
tepe noktaya gelmistir. Gozlemlerimizde bu tepe noktanin
2K-4K arasinda oldugu belirlenmistir. Geleneksel metin
gosteriliminde ve diger Bilgi Getirimi (Information Retrieval)
problemlerinde kullanilan bir diger 6nemli teknik o6zellik
agirhiklandirmadir. Ancak deneylerimizde ozellik
agirhiklandirmaya iliskin istatistiksel anlamda bir farklilik
gozlemlenmemistir.

Tablo 1: Makine 6grenmesi algoritmalari ile 6zellik secimi
metriklerinin performans tablosu (F1).

Boyut:2K NB DKM EYK KA Ort.
BK 89.0 80.0 56.3 72.0 74.1

X2 89.0 80.0 54.2 72.1 74.0
Dice 87.1 78.1 47.3 70.2 69.9
Pmi 78.9 74.1 61.2 39.0 643
Ort. 85.2 77.0 55.8 59.0 69.2
Boyut:4K NB DKM EYK KA Ort.
BK 90.0* 82.2 45.3 72.2 72.1

X2 90.0* 82.1 44.3 71.1 72.0
Dice 88.3 81.1 42.2 68.9 70.3
Pmi 89.1 82.0 53.9 73.0 75.3
Ort. 89.1 82.0 48.1 72.0 73.0

Yaklasimlarin birbirleriyle karsilastirilmasi igcin ya ayni
verilerin kullanilmasi ya da kullanilan verilerin ve kosullarin
asagl yukar1 ayni tutulmasi gerekmektedir. Metin
siniflandirilmasina  iliskin bazi ¢alismalar karsilastirma
acisindan ele alinabilir [6],[10]. Bu calismalarda geleneksel
kelime torbasi yontemi uygulanmistir. Calisma [6] 3 farkl sinif
ve her birii¢cin 200 drnek kullanarak %93.0 basari elde etmistir.
Diger calisma [10] 6 kategori ve her bir kategori icin 100 6rnek
secmis ve %91.7 basar1 elde etmistir. Karsilastirma a¢isindan
kendi veri kiimelerimizi ve kategori ¢esitliliimizi bu boyutlara
ayarladigimizda sirasiyla %98.1 ve %90.8 basar1 oranlarini
gozlemledik. Dolayisiyla bulgularimiz gostermistir ki 6zellik
secimi metin siniflandirma agisindan énemli bir agsamadir.

YSA temelli dlizenegimizde 4 farkhh yaklasim metin
siniflandirmasi agisindan T-4900 verisi ile degerlendirilmistir.

e  PV-DM: Paragraf Vektorti,

e  PV-DBOW: Kelime Torbasi temelli paragraf vektorii,
e  PV-DM + PV-DBOW: iki Vektériin Birlestirilmesi,

o  Kelime Gomme Vektorleri Ortalamalari.

Buradaki 3. yaklasimda ilk iki yaklasimda elde edilen vektorler
yan yana konarak birlestirilir. Ayn1 metnin iki farkli mimariden
elde edilen vektorleri kullanilir. Son yaklasimda metin i¢inde
gecen kelimelerin gémme vektodrlerinin ortalamasi alinir. Bu
ortalama metnin vektorel ifadesini olusturur.

Bu dort yaklasimla elde edilen metin gosterilimleri niimerik
icerige sahip oldugundan bu veri tipi ile verimli ¢alisan makine
O6grenme algoritmalar1 secilmistir: Logistic Regression, SGD
Siniflandirici, DKM ve YSA. Elde edilen sonuglar Tablo 2’de
gosterilmistir.

Tablo 2: YSA temelli gosterilimlerin siniflandirici algoritmalar
ile sagladig1 performans.

F1 Log.Reg. SGD DKM YSA Ort.
Pv-DM+DBoW 89.1* 83.9 88.0 89.0* 88.1
Pv-DBoW 87.0 85.1 88.0 85.8 86.2
Pv-DM 89.3* 87.2 87.1 87.1 88.1
Vec. Ort 81.0 78.9 80.2 81.1 80.2
Ort. 87.2 84.0 86.0 86.0 85.8

Tablo 2 gostermistir ki PV-DM mimarisi ile elde edilen
vektoérler PV-DBOW ile elde edilenlerden daha basarilidir. iki
mimariden elde edilen vektorlerin birlestirilmesi PV-DM'in
basarisinin Otesine gecememistir. Aralarinda istatistiksel
anlamda bir fark tespit edilmemistir. Kelime vektorleri
ortalamas1 ise en diisiik performans gosteren yaklasim
olmustur. Bu anlamda paragraf vektorlerinin bu mimarilerle
olusturulmasinin etkili ve anlaml oldugu gorilmiistiir.

ikinci asamada yukarida tasarlanan mimariler TTC-3600 veri
kiimesine uygulanarak degerlendirildi. Geleneksel yaklasimla
tasarladigimiz modelde Bilgi Kazanci 6zellik se¢imi araciligl ile
2K ve 4K 6zellik secilmistir. Bu se¢ime iligkin simiflandirma
algoritmalarinin sonuglar: Tablo 3’te gosterilmektedir.

Tablo 3: Geleneksel kelime torbasi yonteminin ttc 3600 verisi
ile elde ettigi sonuglar.

Boyut NB DKM EYK KA
2K 92.6 91.8 55.1 79.6
4K 93.1 92.1 53.0 80.1

Daha 6nceki deneylerimize benzer bir sekilde ve bekledigimiz
lizere en iyi sonuglar m-NB siniflandiricisi ile elde edilmistir.
Yapilan denemelerde bu siniflandirici ile 2K ve 4K i¢in sirasiyla
92.6 ve 93.1 F1 basari skorlar1 kaydedildi. Ote yandan TTC 3600
verisi ile elde ettigimiz sonuglarin diger T-4900 ile elde edilen
sonuclardan daha iyi oldugu gézlemlenmistir. Bunun en 6nemli
sebebi sinif sayisinin daha az olmasidir. Sinif sayisini azalttik¢a
algoritmalarin basari oranlarinin artmasi hep gozledigimiz bir
olgudur. Ciinkii bu durum karmasiklig1 azaltmaktadir. Ornek
olarak {i¢ sinif sectigimizde basar1 98.1 F1 olmaktadir. Tabii bu
durum segilen siniflarin kaba tanecikli (coarse-grain) ya da ince
tanecikli (fine-grain) olup olmamasiyla da ilgilidir. Bu veri
izerinde diger siniflandiricilardan DKM siiflandiricisi basarili
skorlar kaydetse de m-NB'den daha diisiik degerler elde
etmistir. EYK ve KA smiflandiricilar1 bu veride de yine ¢ok
basarisiz sonuglar elde etmistir. Ote yandan ki-kare 6zellik
secimi basaril bir secici olsa da ¢ok az farkla Bilgi Kazancinin
gerisinde kalmaktadir.
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YSA temelli yaklasimlarin bu veri iizerindeki basar1 sonuglari
ise Tablo 4’te verilmistir. Bu tablodan da goriildiigii tizere yine
PV-DM mimarisi PV-DBOW mimarisine gére daha iyi sonuglar
elde etmistir. Iki mimariden elde edilen vektérlerin
birlestirilmesi yaklasimi yine herhangi bir ilerleme
yaratmamigtir. Bu tabloda goriildiigli lizere en iyi model
Logistic Regression siniflandiricinin PV-DM gésterilimi ile
kullanilmasi sonucunda elde edilmistir. Benzer bir sekilde
Logistic Regression ve DKM sonuglar1 birbirlerine ¢ok yakin
cikmistir ve aralarindaki farkin istatistiksel anlamda bir 6nemi
yoktur. Bir diger husus basari oraninin 7 sinifli verimize gore
daha iyi ¢ikmasidir. Bu bulgu geleneksel yontemlerde de elde
edilmisti.

Tablo 4: YSA gosterilimlerin TTC-3600 kiimesindeki basarisi.

F1 LogReg. SGD DKM YSA Ort
Pv-DM+DBoW 92.0 89.0 921 905 91.0
Pv-DBoW 90.5 89.1 923 90.5 90.5
Pv-DM 92.3 90.2 921 910 914
Ort. 91.5 89.1 92.0 90.7 91.0

Bu veriyi [9] referanshi ¢alisma tarafindan agik kaynak
ortamdan arastirmacilarin kullanimi i¢in paylasimistir. Ayni
zamanda bu ¢alisma tarafindan tasarlanan mimaride bu veriler
kullanilmistir. Bizim o6nerdigimiz sistem ile bu c¢alismanin
sonuglarinin 6zeti Tablo 5’te verilmistir. Ayni veri seti
kullanildigindan bu karsilastirma anlamhidir.

Tablo 5: Karsilagtirma tablosu.

Calisma Model Sonug
Bu Calisma M-NB +IG 93.1 (F1)
Bu Calisma LogReg+PV-DM 92.3 (F1)

RO + Zemberek %90.1
RO + Zemberek +ARFS %91.3

Diger Calisma [9]
Diger Calisma [9]

Tablo 5'te goriildiigii iizere 6nerdigimiz geleneksel yontem ve
YSA temelli model TTC-3600 veri kiimesi ile sirasiyla 93.1 ve
92.3 F1 basari skoru elde ederken, diger ¢alismadan [9] elde
edilen en iyi sonu¢ RO+Zemberek+ARFF modeli tarafindan
kaydedilen %91.3 degerindedir. Veri setinde sinif dagilimlar
tekdiize (uniform) oldugu durumlarda bir modelin F1 ve basar1
degerleri yakin ¢iktigindan boyle bir karsilastirma anlamlidir.
Cinki TTC 3600 verisinde sinif degerleri tekdiize dagilim
sergilemektedir. Burada RO smiflandiricisini, Zemberek
kokleri bulan yapiy1 ve ARFS (Attribute ranking-based Feature
Selection) ise 0Ozellik secimi ile boyut indirgemeyi saglayan
algoritmay ifade etmektedir.

Sonug olarak YSA temelli yaklasimlarla olusturulan mimariler
ile ozellik secimiyle desteklenmis geleneksel kelime torbasi
yaklasimlarini karsilastirdigimizda su goriilmektedir: m-NB +
Bilgi Kazanci 6zellik secimi diizeni ile PV-DM paragraf vektor
olusturma yaklasimi metin smiflandirma agisindan yakin
sonuglar vermigtir. Geleneksel yaklasim diger YSA temelli
kelime vektdr ortalamasindan iistiin gelmistir.

Ozellikle derin YSA temelli yaklasimlarin DDI alanina biiyiik
yenilikler ve avantajlar saglamasina karsin, geleneksel
yontemler hala iyi sonuglar vermektedir Bazi kosullarda
geleneksel yontemlerin hala daha basarili oldugu goriilmiistiir.
Bizim c¢alismamizdaki geleneksel yontemin kelime vektor
ortalamasi yaklasimdan iistiin olmas1 bunun bir ifadesidir. Ote
yandan [5] referansl ¢alisma YSA temelli yaklasimlarin duygu
analizi ve baz1 Bilgi Getirme konularinda geleneksel
yontemlerden iyi ¢alistigini vurgulamistir. Ancak bu ¢alismada
elde ettigimiz sonuglarda Tiirkce metin smiflandirilmasi

acisindan iki yaklasimin da benzer sonuglar irettigi
gorilmiistir.

6 Onisleme siireclerinin basariya etkisi

Kok bulma algoritmalari kelimenin ytlizey formundaki ¢ekimsel
ve tiiretimsel ekleri atarak kelimenin kokiinii bulmaya yarayan
bir yaklasimdir. Tiirkce zengin eklemeli dil yapisi sebebiyle bu
tip analize ihtiyac duyar. Eklerin elenmesi bircok DDI calismasi
icin 6nemli olmaktadir. Bu ¢alismada kelime kokleri Zemberek
[23] kiitiiphanesiyle bulunarak metin siniflandirmasina katkisi
incelenmistir. Tablo 6 kok bulma 6n isleminin geleneksel
yontemlere katkisini T-4900 verisi lizerinden elde edilen
sonuglar araciligit ile gostermektedir. Burada en iyi
siiflandiricilardan m-NB ve DKM algoritmasi segilirken 6zellik
secimi icin BK ve ki-kare kullanildi. Ozellik vektér boyu 2K
secildi. Bu tablo sunu gosteriyor ki geleneksel yontemler
arasindaki en iyi metin siiflandirici dizenek olan BK + m-NB
mimarisi kok alma 6nisleme siirecinden olumsuz etkilenirken
baz1 diizenlerde kok kullanilmasiyla daha basarili sonuglar elde
edilmis. Ancak bu islem zaten ¢ok basarili olan ve en iyi
sonuglarin elde edildigi Bilgi Kazanci + m-NB yapisina herhangi
bir katki yapmamistir. Sonug olarak kok bulma isleminin katkisi
kurulan modele gore degisiklik géstermektedir.

Tablo 6: Kok algoritmasinin etkisi.

Model (F1) KOK Yiizey Formu

BK + m-NB 87.5 89.1

BK + DKM 80.5 80.0
Ki-kare+ m -NB 86.6 89.0
Ki-kare + DKM 81.1 79.0

Ote yandan kék bulma yaklasimini YSA temelli yaklasimlar
acisindan ele aldik. Tablo 7 YSA temelli iki yaklasimin ylizey
formlar1 ve kelime kokleri ile elde ettigi F1 basar1 sonuglarii
gostermektedir. PV-DM mimarisinde yilizey formu ve kok
kullanildiginda en iyi algoritma olan Logistic Regression
siniflandiricisinin - basarisi sirasiyla 89.2 F1 ve 86.5 F1
olmustur. Benzer bir sekilde DKM algoritmasi da olumsuz
etkilenmigtir. Ote yandan bir tek PV-BOW ile DKM algoritmasi
koék alma isleminden olumlu etkilenmistir. Sonug olarak KOK
bulma algoritmalar1 metin siniflandirma acisindan kurulacak
diizenege gore farklilik gosterir. Cok biiyilik iyilestirmeler
yapmis olmasa da [9] ¢alismasinda kok yaklasiminin ortalama
2 puanlik bir iyilestirme yaptig1 gortilmiigtiir.

Tablo 7: K6k bulmanin YSA algoritmasina katkist.

Model (F1) LogReg DKM
Pv-DM 89.2 87.2
PV-DM + KOK 86.5 84.3
PV-DBoW 86.6 88.2
PV-DBoW + KOK 79.3 88.8

Basariy1 etkileyecek diger faktorlerden terim agirliklandirma
yontemi tUretilen metin vektorleri i¢gin vektdr hiicrelerindeki
degerin nasil hesaplanacag ile ilgilenir. Temelde dort yaklasim
vardir. ikili (binary) kelimenin varhgi veya yoklugu, terim
frekansi (term ferquency, tf) kelimenin verili metinde gegcme
sikligl, logaritmik siklik (logarithmic tf function) ve verili
metinde ge¢me siklig1 ile tiim metinlerdeki gecme sikligina
(metin frekansi) bagh fonksiyon (tf-idf). Bu agirliklandirma
yontemleri de kok yaklasimda oldugu gibi kullanilan
simiflandirict  ve  dzellikk  segiminden etkilenmektedir.
Deneylerimizde ¢ok kii¢iik farkla tf-idf 'in daha bagarili oldugu
kaydedilmistir. Ornek olarak bu dért agirhiklandirmadan BK+
m-NB diizeninde en iyi sonucu %90.1 ile tf -idf elde ederken en
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kotii sonucu %88.5 ile ikili agirliklandirma elde etmistir. Ancak
bu olgu farkh  bir smiflandirict  kullanildiginda
degisebilmektedir.

Etkisiz kelime (Stopword) eleme bir diger ©on isleme
yontemidir. Ancak burada BK gibi 6zellik se¢imi algoritmasi
kelimelerin etkisini 6lgebildiginden ve smiflandirmaya
katkisini hesap edebildiginden bu isleme gerek yoktur.
Kelimeler ayirt ediciligi tizerinden elendiginden etkisi veya
etkisizligi dogal bir sekilde hesaplanmaktadir. Ornek olarak 2K
ozellik secimi agsamasinda 226 etkisiz kelime listesinden sadece
58 tanesi oOzellik listesine dahil olabilmistir. Geri kalan 168
kelime BK tarafindan zaten otomatik olarak elenmistir. Etkisiz
kelime listesi kullanildig1 ve kullanilmadigi durumlarda ise
basar1 oranlarinda herhangi bir degisim gozlemlenmemistir.
Etkisiz kelime elemesi ile m-NB algoritmasi yine aym
performansi gostermistir.

7 Sonug

Son yillarda derin YSA temelli Mimariler DDI problemlerine
biiyiik yenilikler getirmis ve basarili ¢éziimler sunmustur. Bu
calismada YSA temelli metin gosterilimleri ile geleneksel metin
gosterilimleri siniflandirma agisindan karsilastirilmistir. ki
veri kiimesi kullanilarak word2vec ve doc2vec yaklasimlari
geleneksel kelime torbasi yontemiyle ele alinmistir. Geleneksel
yontemde en kritik asama 6zellik secimi adimidir. Bu asamada
Bilgi Kazanci ve ki-kare yaklasimi kullanildi ve bu iki metrik ¢ok
basarili bulundu. YSA temelli mimarilerde PV-DM, PV-DBoW,
(PV-DM+ PV-DBoW) ve vektor ortalamasi olmak tizere dort
yaklasim ele alinmistir. Bu yaklasimlardan PV-DM modeli
Logistic Regression siniflandiricisi ile T-4900 ve TTC-3600 veri
kiimelerinde sirasiyla 89.0 ve 92.3 F1 basaris1 elde ederken,
kelime torbasi temelli yaklasimlardan Bilgi Kazanci 6zellik
secimli m-NB yaklasimi sirasiyla 90.0 ve 93.1 F1 skoru ile
benzer bir basar1 elde etmistir. TTC-3600 veri kiimesini
kullanan ¢alismayla [9] Kkarsilastirdigimizda o6nerdigimiz
modellerin daha iyi sonug verdigi goriilmiistiir.

YSA temelli yaklasimin duygu analizi ve bilgi ¢ikarimi
problemlerinde geleneksel yontemlere gore daha basarili
oldugu vurgulamigsa da [5], bu c¢alisma gostermistir ki,
geleneksel yontemler bazi alanlarda daha etkili olabilir. Bizim
calismamizda geleneksel kelime torbasi yontemi kelime vektor
ortalamasindan daha basarili olmustur. Derin YSA temelli
modellerin DDI alaninda biiyiik degisimler ve heyecan getirdigi
bilinmekle birlikte bu yaklasimlarin her zaman basarili olma
garantisi yoktur. Alana 6zgii deneylerin detayl bir sekilde
yapilmasi ve ona gore bir mimari olusturulmasi gerekmektedir.

Son olarak oOnisleme asamalarinin metin siniflandirma
¢ozlimiine katkisi irdelenmistir. Tasarladigimiz mimaride iki
Onisleme asamasi olan kdk yontemi ve etkisiz kelime elemenin
belirgin bir katkis1 goriilmemistir. Literatiirdeki ¢alismalarda
bu konuda farkli sonuglar alindig1 ve farkli degerlendirmeler
yapildig1 goriilmektedir. Bazi ¢alismalar kok bulma yéntemi ile
daha iyi sonuglar elde edebilmislerdir. Ote yandan bazi
calismalar ise bu iki yontemin katkisinin alana ve modele bagh
oldugunu belirtmistir. Bu ¢alismada her iki veri seti ve her iki
yaklasim agisindan dnisleme siireglerinin belirgin bir katkisi
goriilmemistir.
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