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Öz  Abstract 

Terim ağırlıklandırma, metin sınıflandırmada sonuçlar üzerinde 
doğrudan etkili olan önemli bir adımdır. Ancak, bir metin sınıflandırma 
problemi olarak ele alınan duygu analizinde farklı önişleme 
tekniklerine bağlı olarak ağırlıklandırma yönteminin davranışı 
değişebilmektedir. Bu çalışmada bilgi getirimi, metin sınıflandırma, 
doküman filtreleme gibi farklı çalışma alanları için yakın zamanda 
önerilen yöntemler Twitter duygu analizinde uygulanmış ve sonuçlar 
üzerindeki etkisi incelenmiştir. Öznitelikler çıkarılırken kelime torbası 
(BoW) ve karakter seviye N-gram olmak üzere iki farklı model 
kullanılmıştır. Deneyler Türkçe ve İngilizce Twitter mesajlarından 
oluşan veri kümeleri üzerinde uygulanmıştır. Twitter mesajlarının 
duygu sınıflandırması, Gizli Dirichlet Ataması (LDA) tabanlı konu 
modeli ile gerçekleştirilmiştir. Sınıflandırma aşamasında ise Destek 
Vektör Makinesi (SVM) algoritması kullanılmıştır. Deneysel sonuçlara 
göre, Twitter duygu analizi çalışmalarında kullanılabilecek en etkili 
terim ağırlıklandırma yöntemi önerilmiştir. 

 Term weighting is an important step which has direct impact on the 
result in classical text classification. However, the behavior of the term 
weighting method may vary depending on different preprocessing 
techniques in sentiment analysis which considered as a text 
classification task. In this study, term weighted methods which are 
newly proposed for various research areas such as information 
retrieval, text classification and document filtering, performed to 
investigate effect on results for Twitter sentiment analysis. In feature 
extraction phase, two different models are used including Bag of Words 
(BoW) and character level N-gram. The experiments conducted on data 
sets consist of Turkish and English Twitter feeds. Sentiment 
classification of Twitter feeds performed using topic model generated 
with Latent Dirichlet Allocation (LDA) method. The Support Vector 
Machine (SVM) algorithm is employed in the classification stage. 
According to the experimental results, the most effective term weighting 
method that can be used in Twitter sentiment analysis studies is 
suggested. 

Anahtar kelimeler: Twitter, Duygu analizi, Terim ağırlıklandırma  Keywords: Twitter, Sentiment analysis, Term weighting 

1 Giriş 

Metin madenciliğinin önemli bir parçası olan metin 
sınıflandırma çalışmaları ile metin temsil kalitesi ve 
sınıflandırma başarısının artırılması amaçlanır. Birçok 
uygulama alanı bulunan temel metin sınıflandırma süreci ise 
veri toplama, önişleme, indeksleme, ağırlıklandırma ve 
sınıflandırma işlemlerinden oluşur. Bu süreçte bulunan 
indeksleme adımında metin içeriğinden çıkarılan çeşitli 
öznitelikler kullanılarak her bir doküman örneği temsil edilir. 
Terim olarak da adlandırılan bu öznitelikler: kelimeler, sözcük 
grupları veya metnin ayırt edilebilirliğini artırabilecek 
herhangi bir bilgi olabilir. Dokümanların genellikle bir öznitelik 
vektörü kullanılarak temsil edildiği metin sınıflandırmada her 
bir terim indekslenirken bir ağırlık değeri ile ilişkilendirilir. Bu 
ağırlık değeri, ilişkilendirildiği terimin önemini ve gözlendiği 
dokümanın sınıflandırılmasına yaptığı katkıyı ölçer [1]. Duygu 
analizinde ise kullanıcıların herhangi bir konu ile ilgili fikir, 
deneyim ve düşüncelerini ifade edebildikleri ortamlardan 
(Google+, Facebook, Twitter vb.) elde edilen içerikler analiz 
edilir. Elde edilen kısa metinlerin otomatik olarak analiz 
edilmesi ve içerdiği duygunun (pozitif, negatif, nötr vb. gibi) 
tespit edilmesi amaçlanır. Bu bağlamda, duygu analizi 
çalışmalarında kullanılan veriler de metin tabanlı olduğu için 
bir metin sınıflandırma problemi olarak ele alınır [2]. Ancak 
özellikle sosyal medya mesajları kendine özgü özelliklere sahip 
olduğundan duygu analizinde önişleme ve öznitelik çıkarma 

aşamasında farklı teknikler kullanılmaktadır. Bunun yanı sıra 
duygu analizi çalışmalarında, klasik metin sınıflandırma 
çalışmalarının aksine anlamlı bilgi elde etmek daha zordur. Bu 
durumun nedeni genellikle sosyal medya içeriklerinin kısa 
olması, resmi olmayan informal dil ile yazılması ve gramer 
kurallarına uyulmadığı için yazım yanlışları içermesidir. 

Terim ağırlıklandırma, hem metin sınıflandırma hem de duygu 
analizi çalışmalarında başarı oranını etkileyen önemli bir 
aşamadır. Veri kümesinin boyutu ve kullanılan özniteliklere 
göre ağırlıklandırma yöntemleri farklı davranışlar 
göstermektedir. Çalışmamızda, özellikle bilgi getirimi alanında 
yaygın olarak kullanılan geleneksel terim ağırlıklandırma 
yöntemlerinin yanı sıra metin sınıflandırma, konu çıkarma vb. 
gibi çalışma alanları için önerilmiş yeni yaklaşımlar 
incelenmiştir. Bu yöntemler Twitter duygu analizinde 
uygulanmış ve sonuçlar üzerindeki etkisi incelenmiştir. 
Literatürde kısa metinlerin duygu analizinde ağırlıklandırma 
yönteminin etkisinin incelendiği az sayıda çalışma mevcuttur 
[3],[4]. Ancak bu çalışmalarda genellikle geleneksel yöntemler 
ve varyasyonları incelenmiş, incelenen yöntem bakımından 
çalışma dar kapsamlı tutulmuş ve Twitter mesajları 
kullanılmamıştır. Bu çalışmada, geleneksel yöntemlerin yanı 
sıra yakın zamanda diğer metin tabanlı çalışma alanları için 
önerilen yeni yaklaşımlar Twitter duygu analizinde 
uygulanmıştır. Bu yöntemlerin duygu analizinde etkisi 
incelenmiş ve geniş kapsamlı bir karşılaştırma yapılarak en 
başarılı yöntem önerilmiştir. Literatürde geniş kapsamlı ve 
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özellikle yeni yaklaşımların incelendiği benzer bir çalışma 
tespit edilemediğinden, bu inceleme Twitter mesajlarının 
duygu analizi bağlamında oldukça önemli ve değerlidir. 

Çalışmanın geri kalan bölümleri şu şekilde düzenlenmiştir. İlgili 
çalışmalar ile materyal ve yöntem sırasıyla Bölüm 2 ve Bölüm 
3’te anlatılmıştır. Bölüm 4’te deneysel sonuçlara yer verilmiş ve 
kıyaslamalar yapılmıştır. Ayrıca, sonuçlar özetlenmiş ve 
öneriler belirtilmiştir. 

2 İlgili çalışmalar 

Temeli özellikle bilgi getirimi alanında 1970’li yıllara dayanan 
terim ağırlıklandırma, duygu analizi ve diğer metin madenciliği 
çalışmalarında (bilgi getirimi, metin sınıflandırma, metin 
kümeleme vb.) performansı artırmak için terimlere ağırlık 
atanmasıdır. Bu ağırlıklandırma işlemi ile bir terimin bir 
dokümandaki önemi belirtilmiş olur [5]. Bu nedenle, doküman 
temsilinin doğru ve etkili olmasında terim ağırlıklandırma 
önemli bir role sahiptir. Salton ağırlıklandırma yönteminin: 
terim frekansı, ters doküman frekansı ve normalizasyon olmak 
üzere üç faktör ile ele alınmasını önermiştir [6]. Bu 
değerlendirmeden hareketle geleneksel olarak nitelendirilen 
birçok ağırlıklandırma yöntemi önerilmiştir. Metin 
madenciliğinde kullanılan bu geleneksel yöntemler (TF, 
BINARY, TFIDF, ANTF, LTF vb.) ise çoğunlukla bilgi getirimi 
alanından uyarlanmıştır.  Bu yöntemlerden en basiti sadece 
terimin bir dokümanda gözlenip gözlenmediğiyle ilgilenen ikili 
(BINARY) yöntemdir. TFIDF ise en çok kullanılan geleneksel 
yöntemdir. Ayrıca Okapi BM25 [7] ile birlikte TFIDF 
varyasyonu olan çeşitli yöntemler de bulunmaktadır [8],[9]. 
Geleneksel yöntemleri yerel ve global kapsamlı olarak 
kategorize etmek de mümkündür. Yerel olarak nitelendirilen 
BINARY, TF, ANTF ve LTF terimin ilgili dokümandaki 
frekansına bağlıdır [10]. Global olarak nitelendirilen IDF, GFIDF 
ve Entropy gibi yöntemler ise ilgili terimin doküman frekansı 
kullanılarak hesaplanan TF varyasyonlarıdır. 

Geleneksel yöntemlerde, genellikle terimler ile sınıflar 
arasındaki dağılım dikkate alınmaz. Bu nedenle indeksleme, 
getirme, derecelendirme, sınıflandırma vb. gibi çalışmalarda 
daha etkin ve doğru ağırlıklandırma için yeni yaklaşımlar 
önerilmiştir [11]-[16]. Bu yeni yaklaşımlar incelendiğinde 
genellikle olasılık tabanlı olduğu ve ağırlıklı olarak sınıf 
bilgisinin kullanıldığı görülmektedir. Ayrıca klasik TFIDF 
yöntemindeki IDF parametresinin öznitelik seçme, 
sınıflandırma ve benzerlik ölçüm yöntemleri ile değiştirildiği 
yaklaşımlar da mevcuttur [17]-[19]. Bu yönüyle, yeni 
yaklaşımları genellikle sınıf bilgisi de kullanıldığından 
denetimli, geleneksel yöntemleri ise denetimsiz olarak 
nitelendirmek mümkündür [8],[20]. 

3 Materyal ve yöntem 

3.1 Veri kümesi 

Çalışmamızda Türkçe ve İngilizce Twitter mesajlarından oluşan 
iki farklı veri kümesi kullanılmıştır. Böylece metnin diline bağlı 
olarak değişebilen öznitelik uzay boyutu ve özniteliklerin de 
ağırlıklandırma yöntemleri üzerindeki etkisinin incelenmesi 
amaçlanmıştır. Duygu analizi çalışmalarında kullanılabilecek 
herkese açık standart bir Twitter veri kümesi mevcut değildir. 
Bu nedenle, araştırmacılar Twitter tarafından sunulan Twitter 
API aracılığıyla oluşturdukları veri kümeleri üzerinde 
çalışmalarını gerçekleştirmektedir. Bu çalışmada, İngilizce için 
Sentiment140 projesi kapsamında oluşturulan veri kümesinin 
bir alt seti kullanılmıştır [21]. Sentiment140 Twitter veri 
kümesi (S140) pozitif ve negatif kategoride 800000 adet olmak 

üzere toplam 1600000 mesaj içeren eğitim seti ve 177 negatif, 
182 pozitif olmak üzere toplam 359 mesaj içeren test setinden 
oluşmaktadır. S140 büyük boyutlu bir veri kümesidir ve veri 
kümesinin boyutu bu çalışmanın kapsamı dışındadır. Bu 
nedenle, çalışmamızda S140 veri kümesine ait eğitim setinin bir 
alt seti (AS140) kullanılmıştır. Türkçe için ise S140 veri için 
kullanılan yöntemle (his simgelerinin etiketleme amacıyla 
kullanıldığı bir yöntem, distant supervision) Twitter API 
kullanılarak oluşturulan Türkçe Twitter Mesajları (TTM) veri 
kümesi kullanılmıştır. Her iki veri kümesi de mesajlar 
toplanırken sorgu anahtarı olarak his simgelerinin 
kullanılmasıyla oluşturulmuştur. Veri kümelerindeki mesajlar 
yine mesajlarda gözlenen his simgelerine bakılarak önceden 
pozitif veya negatif olmak üzere etiketlenmiş durumdadır. Yani 
his simgeleri hem sorgu anahtarı, hem de mesajları etiketlemek 
için gerekli bir nitelik olarak kullanılmıştır. TTM ve AS140 veri 
kümeleri pozitif ve negatif kategorilerde eşit sayıda olmak 
üzere toplam 20000 Twitter mesajı içermektedir. 

3.2 Önişleme 

Önişleme adımının temel amacı, metinsel verilerden örnek 
kategorilerinin birbirinden ayırt edilmesini sağlayabilecek 
önemli özniteliklerin ortaya çıkarılması ve uygun formata 
dönüştürülmesidir [22]. Buradaki formattan kasıt verinin 
makine öğrenmesi algoritmalarının işleyip yorumlayabileceği 
şekilde sayısallaştırılmasıdır [23]. Sosyal medya ortamlarında 
paylaşılan veriler de yapılandırılmadığı ve doğal dil ile yazıldığı 
için çeşitli önişleme adımlarının uygulanması gerekmektedir. 
Bu nedenle, AS140 ve TTM verileri üzerinde önceki 
çalışmamızda uygulanan önişleme adımları uygulanmıştır [24]. 
Önişlemden sonra, daha önce his simgeleri kullanılarak 
etiketlenmiş mesajlar duygu sınıflandırmasından geçirilerek 
yeniden etiketlenmiştir. Böylece his simgelerinin etiketleme 
üzerinde bir etkisi kalmamış sadece sorgu anahtarı olarak 
kullanılması sağlanmıştır. Ancak, duygu sınıflandırmasından 
sonra his simgeleri ve Twitter’a özgü terimler (kullanıcı adları, 
URL ve hashtag) mesaj içeriklerinden çıkarılmış ve tamamen 
anlamlı içerikten öznitelik elde edilmesi sağlanmıştır. 

3.3 Duygu sınıflandırması 

Eğitilmiş modelin başarısı, modele verilen eğitim verisi 
örneklerinin doğru etiketlenme başarısıyla doğru orantılıdır. 
Bu nedenle, örnek kategorilerinin önceden bilinmediği 
durumlarda yüksek sınıflandırma başarısı elde edebilmek için 
öncelikle veri kümesindeki örneklere doğru kategorilerin 
atanması (annotation) gerekmektedir. Bu amaçla, literatürde 
his simgeleri, sözcük türü etiketleri, hashtag vb. gibi mesaj 
içeriğinde gözlenen nitelikler kullanılmaktadır [21],[25],[26]. 
Ayrıca, ön tanımlı sözlükler ve semantik işlemlere ihtiyaç 
duyulan doğrusal sınıflandırıcılar etiketleme amacıyla 
kullanılmaktadır [27],[28]. Bu yöntemlerle duygu analizinde 
elde edilen başarı oranının ise %59-87 arasında olduğu 
görülmektedir [30]. Bu yönüyle, Twitter duygu analizinde en 
büyük zorluklardan birisi mesajların doğru bir şekilde 
etiketlenmesi yani kategori atanmasıdır. Bu çalışmada 
kullanılan AS140 ve TTM veri kümeleri ise his simgeleri 
kullanılarak önceden etiketlenmiş durumdadır. Ancak bu 
yöntem ile çok başarılı sonuçlar elde edilememektedir. Bu 
nedenle, çalışmamızda Gizli Dirichlet Ataması (GDA) tabanlı 
konu modelleme yaklaşımı duygu sınıflandırması için 
kullanılmıştır [29],[30]. GDA tabanlı yarı otomatik bu yöntemde 
his simgeleri ve Twitter’a özgü terimler özel terimlerle 
kodlanmış ve iki konudan oluşan bir konu modeli 
oluşturulmuştur. Daha sonra elde edilen konularda en sık 



 
 
 
 

Pamukkale Univ Muh Bilim Derg, 24(2), 283-291, 2018 
Ö. Çoban, G. Tümüklü-Özyer 

 

285 
 

gözlenen ilk 50 kelime incelenerek pozitif kelimelerin yoğun 
olduğu konu pozitif, negatif kelimelerin yoğun olduğu konu 
negatif olarak değerlendirilmiştir. Son aşamada ise veri 
kümesindeki her bir mesaj otomatik olarak konu modeline 
verilmiş ve hangi konuya daha yakın olduğunu gösteren olasılık 
bilgisi (0-1 aralığında) elde edilmiştir. Yöntemin son adımında 
ise elde edilen bu orana göre mesajlar yakın olduğu konunun 
etiketiyle etiketlenmiştir. Örneğin, mesaj 0.8 oranında negatif 
0.2 oranında pozitif konu yakınlığına sahip ise daha yakın 
olduğu konunun etiketi olan negatif ile etiketlenmiştir. Duygu 
sınıflandırması AS140 ve TTM veri kümelerinin her ikisi için de 
uygulanmıştır. Böylece, etiketleme işleminin his simgelerinden 
bağımsız olması ve başarının artırılması hedeflenmiştir. 

3.4 Öznitelik elde etme 

Öznitelik elde edilirken, N-gram ve kelime torbası (BoW, Bag of 
Words) model olmak üzere iki farklı model kullanılmıştır. Elde 
edilen öznitelikler ise Şekil 1’de verilen Vektör Uzay Modeli 
kullanılarak indekslenmiştir [31]. 

3.4.1 Kelime torbası model 

Kelime torbası modelde öznitelik vektörü olarak temsil edilen 
her bir örnek kelime-frekans ilişkilendirmesi yapılarak 
indekslenir. Metin içeriğinden çıkarılan her bir kelime öznitelik, 
kelimenin gözlenme sıklığı ise öznitelik değeri olmaktadır [32]. 
Çalışmamızda, kelime torbası modelde öznitelik uzay 
boyutunun artmasını engellemek amacıyla durak kelimeler 
çıkarılmış ve kelimeler köküne indirgenmiştir. Duygu analizi 
çalışmalarında kullanılabilecek standart bir durak kelime 
listesi mevcut değildir. Bu nedenle, çalışmamızda Lucene 
kütüphanesinde bulunan durak kelime listeleri kullanılmıştır. 
Kelimelerin köküne indirgenmesi (gövdeleme) aşamasında ise 
İngilizce ve Türkçe için sırasıyla Porter Stemmer algoritması ve 
Türkçe doğal dil işleme kütüphanesi olan Zemberek 
kullanılmıştır [33],[34]. 

 

Şekil 1: Vektör uzay modeli. 

3.4.2 N-gram model 

Çalışmamızda, genellikle kelime düzey modelden daha başarılı 
olan karakter düzey N-gram model kullanılmıştır [35]. Karakter 
seviye N-gram modelde öznitelikler 𝑛 karakter uzunluğunda 
karakter katarlarından meydana gelmektedir. Böylece karakter 
düzey N-gram öznitelikleri dilden bağımsız olmakta, yazım 
yanlışları ve kısaltma kullanımı gibi durumlara karşı güçlü 
olmaktadır. Ayrıca, farklı seviyelerde (bigram, trigram,  
fourgram) bilgi çıkarılmasına da imkân vermektedir [36]. 

3.5 Terim ağırlıklandırma 

Makine öğrenmesinin kullanıldığı süreçlerde metinsel veri, 
terim ağırlıklarının hesaplanması ve terim-doküman 

matrisinin oluşturulması için öznitelik vektörleri ile temsil 
edilir. Vektör Uzay Modelinde terim-doküman matrisi ve bir 
doküman ise aşağıdaki gibi temsil edilir. Denklem (1) ve 
Denklem (2)’de 𝑑𝑖  bir dokümanı ve 𝑡𝑖 ilgili dokümanda 
gözlenen bir terimi temsil eder [14]. 

𝐴 = [𝑑1, 𝑑2, … , 𝑑𝑛] (1) 

𝑑𝑖 = (𝑡1𝑖 , 𝑡2𝑖 , … , 𝑡𝑚𝑖)
𝑇 (2) 

Terim ağırlıklandırma ise bir terimin bir dokümandaki önemini 
belirtme amaçlıdır [5]. Bu nedenle, doküman temsilinin doğru 
ve etkili olmasında terim ağırlıklandırma önemli bir role 
sahiptir. 

3.5.1 Geleneksel yöntemler 

Çalışmamızda yeni yaklaşımlar ile kıyaslama yapabilmek 
amacıyla geleneksel yöntemlerden olan ikili (BINARY), Terim 
Frekansı (TF) ve klasik Terim Frekansı-Ters Doküman Frekansı 
(TFIDF) ile birlikte TF varyasyonu olan aşağıdaki yöntemler de 
kullanılmıştır [6],[37]. 

 Genişletilmiş Normalize Terim Frekansı (ANTF), 
 Ölçeklenmiş Terim Frekansı (STF), 
 Logaritmik Normalize TF (LTF), 
 Okapi BM25. 

3.5.2 Yeni yaklaşımlar 

Bu bölümde, çalışmamızda uygulanan yeni yaklaşımlar kısaca 
açıklanmış ilgili yöntemlere ait matematiksel notasyonlar ise 
Tablo 1’de verilmiştir. Denetimli öğrenme modelinin 
kullanıldığı metin sınıflandırma ve duygu analizi 
çalışmalarında sınıf bilgisi önceden bilinmektedir. Bu nedenle, 
belirtilen alanlarda yeni yaklaşımlar etiketlenmiş eğitim 
verisinden öğrenme odaklı olmaktadır [12]. Bu yöntemlerden 
olan BTWS (Balanced Term Weighting Scheme), diğer 
yaklaşımların aksine dokümanda gözlenmeyen terimleri de 
dikkate alarak dokümanda gözlenen ve gözlenmeyen terimler 
için ayrı stratejiler kullanır [14]. CDW (Categorical Difference 
Weights) yöntemi sınıf bilgisine dayalıdır ve özellikle iki sınıflı 
duygu sınıflandırması çalışmaları için önerilmiştir [11]. TM2 bir 
terimin doküman frekansının yanı sıra terimin farklı 
kategorilerdeki dokümanlarda gözlenme frekansını da 
değerlendirir [38]. STWS (Supervised Term Weighting Scheme) 
duygu analizi için önerilen, ITD (Importance of a term in a 
document) ve ITS (Importance of a term for expressing 
sentiment) faktörlerine bağlı olarak terimin ağırlığını 
belirleyen bir yöntemdir [12]. ITW (Improved Term Weighting) 
yöntemi öznitelikler arası ve öznitelik ile sınıflar arası dağılımı 
da dikkate alan geliştirilmiş bir TFIDF varyasyonudur [15]. 

PTW (Probability based Term Weighting) yöntemi klasik TFIDF 
yöntemindeki IDF yerine özniteliğin bir sınıftaki etkisini 
gösteren değerle değiştirilmesini öneren olasılık tabanlı bir 
yöntemdir [16]. NTW (Novel Term Weighting) metodu 
öznitelik seçme yaklaşımı kullanılarak önerilmiş ve duygu 
analizinde TFIDF yönteminden daha başarılı olduğu 
gösterilmiştir bir yöntemdir [13]. TFRF (Term Frequency-
Relevance Frequency) klasik TFIDF yöntemindeki IDF yerine 
RF (Relevance Frequency) parametresinin kullanıldığı 
yöntemdir [8]. RelDF (Relative Document Frequency) doküman 
filtreleme için önerilen ve belirli bir konudaki terimlerin ilgili 
dokümanlarda daha fazla gözlenmesi gerektiğini varsayan bir 
yöntemdir [39]. TFICF (Term Frequency-Inverse Corpus 
Frequency) yöntemi terimin global frekansından bağımsızdır 
ve dinamik doküman kümeleme için önerilmiştir [9]. 
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Tablo 1: Denetimli terim ağırlıklandırma yaklaşımları ve matematiksel notasyonları. 

Yöntem Matematiksel Notasyon Yöntem Matematiksel Notasyon 

BTWS 𝑊𝐵𝑇𝑊𝑆𝑡,𝑑 =
𝑓𝑖 . 𝑙𝑜𝑔2(

𝑛
𝑛𝑖
+ 1)

√∑ 𝑓𝑗
2(𝑙𝑜𝑔2(

𝑛
𝑛𝑗
+ 1))2𝑡

𝑗

 IQIW 𝑊𝐼𝑄𝐼𝑊𝑡,𝑑
= 𝑙𝑜𝑔 (

𝑁

𝑡𝑝 + 𝑓𝑛
) . log(𝑡𝑝 + 1) . 𝑙𝑜𝑔 (

|𝐶|

𝑐𝑓
+ 1) 

CW 𝑊𝐶𝑊𝑡,𝑑
= log(𝑡𝑓𝑡,𝑑 + 1) .𝑚𝑎𝑥𝑠𝑡𝑟(𝑡) STWS 𝑊𝑆𝑇𝑊𝑆𝑡,𝑑 = (0.5 +

0.5. 𝑓𝑖𝑗

max
𝑘
𝑓𝑘𝑗
) .𝑚𝑎𝑥{𝑂𝑅(𝑓𝑖 , 𝐷

1), 𝑂𝑅(𝑓𝑖 , 𝐷
2)} 

TM2 𝑊𝑇𝑀2𝑡,𝑑 =∑(�̂�(𝑐𝑗|𝑡𝑖) − �̂�(𝑐𝑗))
2

|𝐶|

𝑗=1

 TWIE 𝑊𝑇𝑊𝐼𝐸𝑡,𝑑 = 𝑇𝑓𝐼𝑑𝑓(𝑡, 𝑑). 𝑁𝑐𝑡.
log((𝐷𝑡𝑐′)

′ + 1.5)

log(𝐷𝑡𝑐′ + 1.5)
 

TFPDF 𝑊𝑇𝐹𝑃𝐷𝐹𝑡,𝑑 = ∑
𝐹𝑗𝑐

√∑ 𝐹𝑘𝑐
2𝑘=𝐾

𝑘=1

exp(
𝑛𝑗𝑐

𝑁𝑐
)

𝑐=𝐷

𝑐=1

 TICW 𝑊𝑇𝐹𝐼𝐷𝐹𝐶𝐹𝑡,𝑑 = log(𝑡𝑓𝑖𝑗 + 1) . log (
𝑁 + 1

𝑛𝑗
) .
𝑛𝑐𝑖𝑗

𝑁𝑐𝑖
 

DTFIDF 𝑊𝐷𝑇𝐹𝐼𝐷𝐹𝑡,𝑑 = 𝐶𝑡,𝑑 . 𝑙𝑜𝑔2(
𝑁𝑡
𝑃𝑡
) TFICF 𝑊𝑇𝐹𝐼𝐶𝐹𝑡,𝑑 = 𝑙𝑜𝑓(1 + 𝑓𝑖𝑗). 𝑙𝑜𝑔 (

𝑁 + 1

𝑛𝑗 + 1
) 

PTW 𝑊𝑃𝑇𝑊𝑡,𝑑
= 𝑡𝑓. 𝑙𝑜𝑔 (1 +

𝐴

𝐵

𝐴

𝐶
) CDW 𝑊𝐶𝐷𝑊𝑡,𝑑

=
𝑀𝐶𝑃𝐷

(𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝐷𝐹 + 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝐷𝐹)
 

NTW 𝑊𝑁𝑇𝑊𝑡,𝑑
=

1

∑ 𝑇𝑗𝑖
𝐿
𝑖=1

(

 
 
𝑅𝑗 −

1

𝐿 − 1
∑ 𝑇𝑖𝑗

𝐿

𝑖=1,
𝑖≠𝑆𝑗 )

 
 

 ITW 𝑊𝐼𝑇𝑊𝑡,𝑑
= 𝑡𝑓𝑖𝑘 . 𝑙𝑜𝑔 (

𝑁

𝑛𝑘
+ 0.01) .

𝑡𝑡𝑛𝑘
𝑡𝑐𝑘. |𝐶𝑖|

 

TFRF 𝑊𝑇𝐹𝑅𝐹𝑡,𝑑 = 𝑙𝑜𝑔 (2 +
𝑎

𝑐
) QFICF 𝑊𝑄𝐹𝐼𝐶𝐹𝑡,𝑑 = log(𝑡𝑝 + 1) . 𝑙𝑜𝑔 (

|𝐶|

𝑐𝑓
+ 1) 

RelDF 𝑊𝑅𝑒𝑙𝐷𝐹𝑡,,𝑑 = 𝑃(𝑡|𝑟𝑒𝑙) − 𝑃(𝑡) =
𝑟

𝑅
−
𝑛

𝑁
 CITW 𝑊𝐶𝐼𝑇𝑊𝑡,𝑑

= 𝑡𝑓𝑖𝑗 . (1 + 𝑙𝑜𝑔
𝐷

𝑑(𝑡𝑖)
) . (1 + 𝑙𝑜𝑔

𝐶

𝐶𝑆𝛿(𝑡𝑖)
) 

 

IQIW bu çalışmada, otomatik soru kategorizasyonu için 
önerilen QFICF yöntemi geliştirilerek elde edilen ve geleneksel 
yöntemlerden daha başarılı olduğu gösterilen IQFQFICF 
(Inverse Question Frequency-Question Frequency-Inverse 
Category Frequency) yönteminin kısaltmasıdır [20]. TFPDF 
(Term Frequency-Proportional Document Frequency) konu 
çıkarma çalışmalarında ilgili konudaki belirleyici terimlerin 
ağırlığını artırmak için önerilmiş bir yöntemdir [40]. TWIE 
(Term Weighting Method for Identifying Emotions) yöntemi 
mesaj veya dokümanlarda duygu tespiti için önerilmiş ve TFIDF 
yönteminden daha başarılı olmuştur [41]. TICW (TFIDFCF, 
Term Frequency-Inverse Document Frequency-Class 
Frequency) yöntemi klasik TFIDF yöntemine sınıf frekansı 
parametresi eklenerek elde edilmiş ve metin sınıflandırmada 
geleneksel yöntemlerden daha başarılı olmuştur [42]. CW 
(ConfWeigh) istatistiksel güven aralıklarına dayalı metin 
sınıflandırma için önerilmiş bir yöntemdir [43]. DTFIDF  
(Delta-TFIDF) duygu içeren terimlerin ağırlığını artıran ve 
duygu analizi çalışmaları için öneren bir yöntemdir [44]. 

CITW (Class Indexing based Term Weighting) ilgili sınıftaki sık 
gözlenen ve gözlenmeyen terimlerin ayırt edilmesini sağlayan 
bir yöntemdir [45]. DBM25 (Delta BM25) yöntemi ise 
geleneksel yöntemlerden Okapi BM25 ve yeni yaklaşımlardan 
DTFIDF yönteminin kombinasyonu ile elde edilmiş ve kısa 
metinler üzerinde TF ve varyasyonlarından daha başarılı 
olmuştur [3]. Tablo 1’de verilen yöntemler ilgili çalışmalarda 
kullanılan matematiksel notasyonları ile verilmiştir. Ancak, 
yöntemler incelendiğinde ağırlık hesabında kullanılan bazı 
parametrelerin ortak olduğu görülmektedir. Verilen bu 
matematiksel notasyonlarda 𝑊 ağırlıklandırma yöntemini, 𝑡 

bir terimi ve 𝑑 bir dokümanı (bu çalışmada Tweet) göstermek 
üzere bu ortak parametrelerden; 

 𝑛 ve 𝑁 toplam doküman sayısını, 

 𝑛𝑖,𝑗,𝑘  ve 𝑑(𝑡𝑖) terimin doküman frekansını, 

 𝑡𝑓𝑡,𝑑 , 𝑓𝑖,𝑗 , 𝑡𝑓 terimin terim frekansını, 

 𝐶 kategori setini, 

 𝑟, 𝑎, 𝐴 ve 𝑡𝑝 terimin ilgili kategorideki doküman 
frekansını, 

 𝑐 ve 𝑓𝑛 terimin diğer kategorilerdeki doküman 
frekansını, 

 𝐵 ilgili kategoride terimi içermeyen doküman 
sayısını,  

 𝑐𝑓 terimin sınıf frekansını temsil eder. 

Diğer parametrelerle ilgili detaylı bilgiler ilgili çalışmalarda 
bulunabilir. 

3.6 Sınıflandırma 

Veri kümesi sayısallaştırıldıktan sonra bir öğrenme 
algoritmasına verilmiştir. Test aşamasında ise bu öğrenme 
algoritması ile eğitilmiş model kullanılarak gelen her bir yeni 
mesaj sınıflandırılmıştır. Çalışmamızda sınıflandırıcı olarak 
duygu analizi çalışmalarında yaygın olarak kullanılan Destek 
Vektör Makinesi (DVM) algoritması kullanılmıştır. 

3.6.1 Destek vektör makinesi 

DVM sınıflandırma problemlerinin çözümü için önerilmiş bir 
makine öğrenmesi yöntemidir [46]. Temelde iki sınıflı 
problemleri çözmekle ilgilenir ve sınıflandırma problemlerinde 
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doğrusal ve doğrusal olmayan olmak üzere iki farklı türü 
mevcuttur [47]. DVM yönteminde temel amaç, iki sınıfı 
birbirinden ayırt edebilecek ve her iki sınıfa maksimum 
uzaklıkta bir aşırı düzlem veya diğer adıyla doğrusal 
sınıflandırma fonksiyonunu elde etmektir. Pozitif ve negatif 
kategorideki örnekler sırasıyla +1 ve -1 ile temsil edilmiş ise 
sınıflandırıcı fonksiyonu Denklem (3) ile formüle edilir. Amaç 

sınıflandırıcı fonksiyonunu 𝑥 örneği pozitif ise 𝑠𝑖𝑔𝑛(𝑓(𝑥)) =

+1, negatif ise 𝑠𝑖𝑔𝑛(𝑓(𝑥)) = −1 olacak şekilde elde etmektir. 

İki sınıflı (örneğin negatif, pozitif vb. gibi) bir doğrusal 
sınıflandırma problemi üzerinde DVM algoritmasının çalışma 
prensibi Şekil 2’de verilmiştir. 

 

Şekil 2: DVM ile iki sınıflı doğrusal sınıflandırma. 

Şekil 2’den anlaşılacağı üzere iki sınıfı birbirinden ayıran farklı 
ve çok sayıda vektör mevcuttur. DVM bu vektörlerden destek 
vektörleri arasında maksimum mesafeye sahip aşırı düzlemi 
bulmayı amaçlamaktadır.  

𝑓(𝑥) = 𝑤𝑇𝑥 − 𝑏 (3) 

Pozitif ve negatif kategorilerden birer örneğin ayırıcı düzleme 
olan uzaklığı sırasıyla 𝑤𝑥+ + 𝑏 = +1 ve 𝑤𝑥− + 𝑏 = −1 olmak 
üzere maksimum mesafe aşağıdaki gibi olur. 

𝛾 =
𝑤(𝑥+ − 𝑥−)

‖𝑤‖
=

2

‖𝑤‖
 (4) 

Denklem (4)’te 𝛾 değerinin maksimum olması, 𝑦 ∈ {+1,−1} 
kategorileri göstermek üzere; 

𝑒ğ𝑒𝑟𝑦𝑖 = +1𝑖𝑠𝑒𝑤
𝑇𝑥 − 𝑏 ≥ +1 (5) 

𝑒ğ𝑒𝑟𝑦𝑖 = −1𝑖𝑠𝑒𝑤
𝑇𝑥 − 𝑏 ≤ −1 (6) 

Denklem (5) ve Denklem (6)’da verilen kısıtları sağlayacak 

şekilde 
1

2
‖𝑤‖2 değerinin minimum olarak elde edilmesiyle 

gerçekleşmektedir. Burada ‖𝑤‖, ağırlık vektörü olarak 
adlandırılan 𝑤 normal düzleminin normudur. Bu işlem bir 
optimizasyon problemi olarak ele alınır ve ℓ örnek sayısı olmak 
üzere 𝑤 aşağıdaki eşitlik ile elde edilir. 

𝑦𝑖(𝑤
𝑇𝑥𝑖 − 𝑏) ≥ 1, ∀𝑖= 1,… , ℓ (7) 

Denklem (7) ile iki sınıfı birbirinden en iyi şekilde ayırt 
edebilecek aşırı düzlem öğrenilmiş olur. Bu aşamadan sonra 
gelen her yeni örnek Denklem (8) ile sınıflandırılır. Sonuç 
sıfırdan büyük ise kategori pozitif, küçük ise negatif olarak 
belirlenir. 

𝑓(𝑥) = 𝑠𝑖𝑔𝑛(𝑤𝑇𝑥𝑦𝑒𝑛𝑖 + 𝑏) (8) 

Doğrusal olmayan DVM ise verinin doğrusal olarak 
sınıflandırılamadığı durumlarda kullanılır. Bu durumda veri bir 
çekirdek fonksiyonu aracılığıyla daha yüksek boyutlu bir uzaya 
taşınır ve sınıflandırma bu şekilde yapılır. Doğrusal olmayan 
DVM’de bu amaçla Doğrusal, Sigmoid, Polinomial ve Radyal 
Tabanlı Fonksiyon gibi çekirdekler kullanılır [48]. DVM ikili 
sınıflandırma problemlerini çözmek için geliştirilmiş olsa da 
çok kategorili sınıflandırma problemlerinde de başarıyla 
uygulanabilmektedir. Çok kategorili sınıflandırma işleminin 
uygulanabilmesi için bire-karşı-bir (one-against-one) ve bire-
karşı-hepsi (one-against-all) gibi yöntemler önerilmiştir [49]. 
Çalışmamızda DVM, çok kategorili problemlerde bire-karşı-bir 
yöntemini kullanan LibSVM kütüphanesi ile uygulanmıştır [50]. 

4 Araştırma bulguları 

TTM ve AS140 veri kümeleri yöntemlerde açıklanan önişleme 
adımlarından geçirilmiştir. Her iki veri kümesi ile ilgili 
istatistiksel bilgiler ve önişlemden sonra elde edilen öznitelik 
bilgileri Tablo 2’de verilmiştir. Önişlemden sonra mesajlar 
duygu sınıflandırması işlemine tabi tutulmuş ve böylece 
mesajlar etiketlenmiştir. Bu aşamadan sonra, his simgeleri ve 
özel terimler sınıflandırma sonuçlarını etkileyebileceği 
düşünülerek veri kümelerinden çıkarılmıştır. His simgeleri ve 
özel terimlerin çıkarılmasıyla terim frekans filtresi uygulan-
mamasına rağmen bazı mesajlardan terim elde edilememiş ve 
bu mesajlar da veri kümelerinden çıkarılmıştır. Böylece TTM ve 
AS140 veri kümelerinden sırasıyla 1240 ve 92 adet mesaj 
elenmiştir. Tablo 2’de verilen istatistikler incelendiğinde ise 
Türkçe mesajların daha fazla özel ve normalize edilen terim 
içerdiği tespit edilmiştir. Kelime torbası ve N-gram modelde 
öznitelikler gövdeleme ve durak kelime çıkarımı işlemleri 
uygulandıktan sonra elde edilmiştir. N-gram modelde 
genellikle karakter seviyesi arttıkça başarı arttığından trigram 
öznitelikleri kullanılmıştır. 

AS140 verisinde, daha önce ilgili çalışma kapsamında his 
simgeleri çıkarılmış olmasına rağmen çok az sayıda his simgesi 
gözlenmiştir. BoW ve N-gram modellerinde elde edilen 
öznitelik sayıları incelendiğinde AS140 verisinden yaklaşık 
olarak iki kat daha fazla öznitelik elde edilmiştir. Bu durum 
AS140 verisinde ki mesajların TTM verisindeki mesajlardan 
içerik bakımından daha zengin olduğunu göstermektedir. Her 
iki veri kümesi de başlangıçta aynı sayıda mesaj içermesine 
rağmen elenen mesaj sayısı ve elde edilen öznitelik sayılarında 
farklılıklar oluşmuştur. Bu durumun temel nedeni, dil farkının 
yanı sıra her iki veri kümesinin farklı zamanlarda ve sorgu 
anahtarı olarak sadece his simgeleri kullanılarak rastgele 
toplanmış olmasındandır. Bunun yanı sıra, her iki veri kümesi 
duygu sınıflandırmasına tabi tutulmuş ve GDA yöntemi ile 
yeniden etiketlenmiştir. Böylece, örnek kategorilerinin his 
simgelerinden bağımsız olması sağlanmış ve sınıflandırma 
başarısının artırılması amaçlanmıştır. 

Tablo 2: TTM ve AS140 veri kümeleri ile ilgili istatistikler. 

Veri 

Kümesi 
Tweet 

Hashtag 

{#} 

Kullanıcı 

Adı 

{@} 

URL 

{http://} 

His 

Simgesi 

{ :), -), :( 

} 

Normalize 

Edilen 

Terim 

Toplam  

Terim 

Toplam 

Benzersiz Terim 

Ortalama  

Terim 

BoW N-gram BoW N-gram BoW N-gram 

TTM 20000 1512 12436 3463 21944 2530 74588 339157 4579 5058 3.7 16.9 

AS140 20000 349 9792 977 13 1763 154543 782576 15128 8361 7.7 39.1 
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Duygu sınıflandırmasından sonra her iki veri kümesi için elde 
edilen kategori örnek dağılımı Şekil 4’te verilmiştir. Şekil 4’ten 
anlaşılacağı üzere duygu sınıflandırmasından sonra veri 
kümelerindeki kategori-örnek dağılımı değişmiştir. Her iki veri 
kümesinde de negatif kategorili mesaj sayısının daha fazla 
olduğu tespit edilmiştir. Böylece önceden his simgeleri 
kullanılarak etiketlenen (mesajlar toplanırken içerdiği his 
simgesine göre pozitif veya negatif etiketli olduğu 
varsayıldığında) veri kümelerinde çoğunlukla negatif 
mesajların yanlış bir şekilde pozitif olarak etiketlendiği 
görülmüştür. Bu durumun bir sonucu olarak ise her iki veri 
kümesi için de kategoriler arası dengesizlik meydana gelmiştir. 
Duygu sınıflandırması aşamasında etiketlemenin yanı sıra 
pozitif ve negatif topiklerde en sık gözlenen kelimeler de tespit 
edilmiştir. TTM verisi için pozitif ve negatif konularda en sık 
gözlenen gövdelenmiş kelimeler ise Şekil 3’te verilen kelime 
bulutu ile gösterilmiştir. Bu kelimeler incelendiğinde her iki 
veri kümesi için de GDA ile etiketleme işleminin deneysel 
sonuçlarla örtüşecek şekilde oldukça başarılı olduğu tespit 
edilmiştir. 

4.1 Deneysel sonuçlar 

Bu bölümde, geleneksel ağırlıklandırma yöntemleri ve  
Tablo 1’de verilen yeni yaklaşımların performansları ve 
sınıflandırma sonucu üzerindeki etkileri incelenmiştir. LibSVM 
paketiyle uygulanan DVM yönteminde tüm parametreler için 
ön tanımlı değerler ve doğrusal çekirdek kullanılmıştır. GDA 
yöntemi ise MALLET makine öğrenmesi kütüphanesi ile 
uygulanmıştır. Deneysel sonuçlar elde edilirken hold-out olarak 
isimlendirilen geçerleme yöntemi kullanılmış ve veri 
kümesinin %30’u test, %70’i eğitim seti olacak şekilde 
bölünmüştür [51]. BTWS yöntemi vektör olarak temsil edilen 
bir dokümanda gözlenen ve gözlenmeyen terimlere ağırlık 
atayabilmektedir. Ancak dokümanda gözlenmeyen terimlere 
de ağırlık atandığında sınıflandırma sonucunda çok önemli bir 
değişiklik olmamıştır. Bu nedenle, BTWS yönteminde sadece 
dokümanda gözlenen terimlere ağırlık atanmıştır. STWS 
yönteminde ITD ve ITS parametreleri için en başarılı sonuçların 
elde edildiği kombinasyon kullanılmıştır. RelDF yönteminde R 
değeri ilgili çalışmada belirtildiği gibi 1 olarak alınmıştır. BM25 
ve DBM25 yöntemlerinde k1 ve b değerleri sırasıyla 1.2 ve 0.95 
olarak alınmıştır [52]. Bu yöntemlerde doküman uzunluğu ise 
kelime torbası veya N-gram özniteliklerinin uzunlukları 
toplamı olarak kabul edilmiştir. Deneysel sonuçlar elde 
edilirken, özellikle bazı yeni yaklaşımlarda bulunan logaritma 
çarpanından dolayı ağırlık değerlerinin NaN veya Infinity 
değerlerini alabildiği tespit edilmiştir. Bu durum, Twitter 
mesajlarından oluşan veri kümelerinin çok seyrek yapıda 
olması ve 140 karakter sınırından dolayı terim frekanslarının 

düşük olmasından kaynaklanmaktadır. Çalışmamızda, bu 
durumdaki terimler için ilgili ağırlıklandırma yöntemindeki 
ağırlık değeri sıfır olarak kabul edilmiştir. Ağırlıklandırma 
yöntemleri her iki veri kümesi üzerinde uygulandıktan sonra 
CITW, TICW ve TM2 yöntemlerinde terim ağırlıklarının çok 
büyük bir oranda bahsedilen nedenlerden dolayı sıfır olarak 
atandığı gözlenmiştir. Veri kümesinin seyrek olması ve kategori 
sayısının iki olması bu üç yöntemde ağırlık değerinin sıfıra 
indirgenmesinde oldukça etkili olmuştur. Ayrıca duygu 
sınıflandırmasından sonra veri kümelerinde dengesiz kategori 
dağılımının elde edilmesi (Şekil 4) en büyük etken olmuştur. Bu 
nedenle, bu yöntemlerin özellikle dengesiz veri kümeleri 
üzerinde uygulanan iki kategorili duygu analizi için uygun 
olmadığı tespit edilmiştir. Sınıflandırıcının performans 
değerlendirmesinde ise Denklem (9) ile elde edilen doğruluk 
(Acc) metriği kullanılmıştır [53]. 

𝐴𝑐𝑐 =
(𝑇𝑃 + 𝑇𝑁)

𝑁
 (9) 

Yukarıdaki eşitlikte TP, TN ve N sırasıyla kategori ataması 
doğru yapılan, kategorisi doğru reddedilen ve test kümesindeki 
toplam örnek sayılarını temsil eder. TTM ve AS140 veri 
kümeleri üzerinde geleneksel yöntemler ve Tablo 1’de verilen 
ağırlıklandırma yöntemleri ile elde edilen sınıflandırma 
başarıları ise sırasıyla Şekil 5 ve Şekil 6’da verilmiştir. Deneysel 
sonuçlar incelendiğinde, genel olarak ağırlıklandırma 
yöntemlerinin her iki veri kümesi üzerinde benzer davranışlar 
sergilediği görülmüştür. Bu bağlamda yeni yaklaşımlar, 
genellikle geleneksel yöntemlerden daha başarılı olmuştur. 
Öznitelik modeli açısından değerlendirildiğinde ise kelime 
torbası model, N-gram modelden genelde daha başarılı 
olmuştur. Ancak her iki veri kümesi için de PTW ve RelDF 
yöntemleri kullanıldığında N-gram model daha başarılı 
olmuştur. Sınıflandırma başarısı açısından her iki veri 
kümesinde en başarılı sonuçlar PTW yöntemiyle elde edilmiştir. 
En başarılı üç ağırlıklandırma yöntemi ise sırasıyla PTW, ITW 
ve RelDF yöntemleri olmuştur. Yöntem bazında 
değerlendirildiğinde kategori sayısının iki olması ve veri 
kümesinin seyrek olması BTWS, CDW, CW, STFS ve TFPDF gibi 
yeni yaklaşımlarda sınıflandırma başarısının geleneksel 
yöntemler ile elde edilen başarıyla aynı düzeyde kalmasına 
neden olmuştur. Tüm deneylerde her iki veri kümesi için de en 
düşük başarı TFPDF ağırlıklandırma yöntemi ile elde edilmiştir. 
Bu durum TFPDF yöntemi sınıf frekansı ile doğru orantılı iken 
veri kümesinin iki kategorili olmasından ileri gelmiştir. Yani 
sınıf sayısı az olduğundan, TFPDF yönteminde terimlerin 
ağırlık değerleri arasında ayırt edici seviyede yüksek bir fark 
oluşmamıştır. 

 

 

Şekil 3: TTM verisi için pozitif ve negatif konularda en sık gözlenen kelimeler. 
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Elde edilen genel başarı oranı açısından ise ağırlıklandırma 
yönteminin yanı sıra konu bilgisine dayalı duygu 
sınıflandırmasının da sonuçlar üzerinde olumlu etkisinin 
olduğu görülmüştür. Önceki çalışmalarda klasik yöntemlerle 
elde edilen başarı oranının yaklaşık olarak %87 olduğu [30] 
değerlendirildiğinde çalışmamızda duygu analizi başarısı %10 
oranında daha yüksek (PTW yönteminin her iki veri seti 
üzerinde göstermiş olduğu sırasıyla %97.6 ve %97.5 başarı 
oranları göz önünde bulundurulduğunda) olmuştur. 

 

Şekil 4: GDA tabanlı yarı otomatik duygu sınıflandırmasından 
sonra AS140 ve TMM veri kümeleri için kategori-örnek 

dağılımı. 

Ağırlıklandırma yöntemlerinin sınıflandırma sonucu 
üzerindeki etkisinin yanı sıra performans bakımından da 
analizi gerçekleştirilmiştir. Böylece en hızlı yöntemin tespit 
edilmesi amaçlanmıştır. Bu bağlamda, her bir yöntem için elde 
edilen çalışma zamanı milisaniye (x1000) cinsinden Şekil 7’de 
verilmiştir. Tüm yöntemler Java programlama dili kullanılarak 
uygulanmıştır. Java programlama dilinde sınıfların yüklenmesi 
vb. gibi nedenlerden dolayı programın her koşmasında çalışma 
zamanında küçük farklılıklar görülebilmektedir. Bu nedenle 
çalışmamızda her bir ağırlıklandırma yöntemi üç kez 
koşturulmuş ve ortalama koşma süreleri dikkate alınmıştır. 
Koşma süreleri incelendiğinde, geleneksel yöntemlerin yeni 
yaklaşımlardan daha hızlı olduğu ve öznitelik uzay boyutu 
arttıkça aradaki hız farkının da arttığı görülmektedir. Yeni 
yaklaşımlar uygulanırken yöntemin ağırlık hesaplama 
aşamasında ihtiyaç duyacağı tüm istatistiksel veriler önceden 
hesaplanmış verilen sürelere bu hesaplama zamanı 
eklenmemiştir. Bu bakımdan değerlendirildiğinde, geleneksel 
yöntemlerin yeni yaklaşımlara göre her koşulda daha hızlı 
olduğu açıktır. 

4.2 Sonuç ve gelecek çalışmalar 

Bu çalışmada bilgi getirimi, doküman benzerliği, konu çıkarma 
ve metin sınıflandırma çalışmalarında yaygın olarak kullanılan 
geleneksel yöntemler ve bu alanlar için yakın zamanda 
önerilmiş yeni yöntemler incelenmiştir. 

 

Şekil 5: Geleneksel yöntemler ve yeni yaklaşımlar kullanılarak TTM verisi için elde edilen sınıflandırma başarıları (%). 

 

Şekil 6: Geleneksel yöntemler ve yeni yaklaşımlar kullanılarak AS140 verisi için elde edilen sınıflandırma başarıları (%). 

 

Şekil 7: Ağırlıklandırma yöntemlerinin farklı öznitelik modellerinde TTM ve AS140 verileri üzerinde koşma süreleri (x1000ms). 
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Bunun yanı sıra, özellikle duygu analizi için önerilmiş 
yöntemler de yeni yaklaşımlara dahil edilmiştir. Böylece, 
toplam 25 adet ağırlıklandırma yöntemi (CITW, TICW ve TM2 
dahil) Twitter duygu analizi problemine uygulanarak sonuçlar 
üzerindeki etkisi incelenmiştir. Veri kümesi olarak aynı sayıda 
Türkçe ve İngilizce Twitter mesajı içeren iki farklı veri kümesi 
kullanılmıştır. Her iki veri kümesi de GDA yöntemi ile 
oluşturulan konu model ile duygu sınıflandırmasından 
geçirilmiştir. Bu aşamadan sonra his simgeleri ve özel terimler 
mesaj içeriklerinden çıkarılmıştır. Öznitelikler ise kelime 
torbası ve N-gram olmak üzere iki farklı model ile elde 
edilmiştir. 

Deneysel sonuçlar incelendiğinde, geleneksel yöntemlerin daha 
hızlı olduğu ancak hem öznitelikler arası hem de öznitelik-sınıf 
arası ilişkiyi dikkate alan yeni yaklaşımların genellikle daha 
başarılı olduğu görülmüştür. Bu yöntemlerden CITW, TICW ve 
TM2’nin dengesiz veriler üzerinde uygulanan iki kategorili 
duygu analizi için uygun olmadığı tespit edilmiştir. Bu durumun 
ise sınıf sayısının iki, veri kümesinin seyrek yapıda ve duygu 
sınıflandırmasından sonra veri kümelerinin dengesiz 
olmasından kaynaklandığı düşünülmektedir. Duygu analizi 
probleminde en başarılı ağırlıklandırma yönteminin ise PTW 
olduğu tespit edilmiştir. PTW yöntemi öznitelik seçme tabanlı 
ve doğrudan sınıf frekansına bağlı olan bir yöntemdir. Ağırlık 
hesabında terimin ilgili kategori için ne kadar iyi bir gösterge 
olduğunu dikkate alır. Bu yönüyle, PTW aslında bir öznitelik 
seçme yöntemi olarak da kullanılabilir. Bu nedenlerden dolayı 
PTW diğer yöntemlere göre daha başarılı olmuştur. Kategori 
sayısının iki olması ise sınıf bilgisini kullanan yöntemlerde, 
düşük performans gösteren yaklaşımların aksine PTW, ITW ve 
RelDF gibi yöntemlerde ilgili terime daha yüksek ağırlık 
atanmasını sağlayan önemli bir etken olmuştur. 

Gelecek çalışmalarda benzerlik tabanlı yeni bir ağırlıklandırma 
yönteminin önerilmesi, bu yöntemin metin sınıflandırma ve 
duygu analizi alanlarında uygulanarak analiz edilmesi 
düşünülmektedir. 
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