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Abstract

Gortis madenciligi, goris sahibinin tutum, davranis, duygu gibi éznel
bilgilerinin ¢ikarilmast icin dogal dil isleme, metin madenciligi,
hesaplamal dilbilim gibi bilim alanlarinin tekniklerini kullanan giincel
bir arastirma alanidir. Gériis madenciligi isleminin temel olarak
bir siniflandirma problemi olarak ele alinmast miimkiindiir. Bu nedenle,
makine ogrenmesine dayali yéntemler siklikla goris siiflandirma
amactyla uygulanmaktadir. Gériis madenciliginde makine 6grenmesine
dayali yéntemler temel olarak, ogreticili, yari-égreticili ve dgreticisiz
yontemler olmak ltizere li¢ temel sinif altinda incelenmektedir. Bu
calisma kapsaminda, gértis madenciligi alaninda gergeklestirilen temel
makine 6grenmesine dayali calismalar ve her bir makine égrenmesi
yénteminin giiclii ve zayif yonleri ele alinmaktadir.

Anahtar kelimeler: Goriis madenciligi, Makine 6grenmesi, Duygu
analizi

Opinion mining is an emerging field which uses methods of natural
language processing, text mining and computational linguistics to
extract subjective information of opinion holders. Opinion mining can
be viewed as a classification problem. Hence, machine learning based
methods are widely employed for sentiment classification. Machine
learning based methods in opinion mining can be mainly classified as
supervised, semi-supervised and unsupervised methods. In this study,
main existing literature on the use of machine learning methods for
opinion mining has been presented. Besides, the weak and strong
characteristics of machine learning methods have been discussed.

Keywords: Opinion mining, Machine learning, Sentiment analysis

1 Giris

Goriis Madenciligi/Duygu Analizi (Opinion Mining/Sentiment
Analysis), bilgisayar bilimleri yontemleri kullanilarak, goriis
sahibinin metin igerisinde belirttigi gorts, duygu ve tutum gibi
oznel bilgilerin ¢ikarilmasini amaglayan bir arastirma alanidir
[1]. Bilgi ve iletisim teknolojilerindeki ilerlemeler ile birlikte
web, diger insanlarin belirli bir iiriin ya da konu hakkindaki
gorislerine erisilebilen 6nemli bir bilgi kaynag durumuna
gelmistir. Web'in e-ticaret sitesi, degerlendirme siteleri,
tartisma forumlar1 gibi farkli mecralarinda yer alan goriis
iceren bilgi hacmindeki artisile birlikte goriis alisverisinin sekli
degismistir. Goriis madenciligi isletmelerin, yeni piyasaya
siirdtikleri bir iriin/hizmet hakkinda etkin bir bilgi toplama
aract olarak kullanilabilir. Belirli bir pazara iliskin bilgi
toplamada ya da farklh irin ve hizmetlerin mevcut
irtin/hizmete karsi iyi ve kotii 6zelliklerinin belirlenmesinde
kullanilabilir. Uriin yorumlarina iliskin reklam yerlestirme de
goriis madenciligi kullanim alanlar1 arasindadir. Bireysel
diizeyde goriis madenciligi, belirli bir tiriin ya da konuya iliskin
etkin bilgi toplamada ve karar verme siirecinde etkili bir
bigimde rol alabilir.

Goriis Madenciligi alaninda gergeklestirilen calismalar, makine
o6grenmesine dayali yontemler ve sozliige dayall yontemler
olmak iizere iki temel siif altinda incelenebilir [2]. Makine
o0grenmesine dayali yontemler ile goriis madenciligi
gerceklestirilirken, goriis kutbu etiketlenmis veri seti makine
o6grenmesi algoritmalarindan birine (karar agaclari, destek

vektér makineleri, yapay sinir aglari, k-en yakin komsu,
Naive Bayes vb.) wuygulanarak smiflandirma modeli
olusturulmakta; ardindan bu model yeni oOrneklerin
siniflandirilmasinda kullanmlmaktadir. Goriis madenciligine
iliskin veri seti, dilsel o6zellikler kullanilarak temsil
edilmektedir. S6zliige dayali yontemler ise goriis siniflandirma
islemini daha dnceden olusturulmus goriis sozciikleri iceren bir
goriis sozliigiine dayali olarak gerceklestirmektedir. Sozliige
dayali yontemler, sozlik tabanh ya da derlem tabanh
yaklasimlar olmak tizere iki temel sinif altinda incelenmektedir.
Sozliige dayall yaklasimlar ile metnin goris kutbu
belirlenirken, metinde gegen sozciik ve tiimcelerin anlamsal
yonelimlerine dayali bir hesaplama gergeklestirilir [3]. Derlem
tabanh yaklasimlarda, istatistiksel ya da semantik yontemler
kullanilarak goriis kutbu belirlenir.

Makine o6grenmesine dayali yontemler ise Ogreticili
(supervised), yari-ogreticili (semi-supervised) ve ogreticisiz
(unsupervised) yontemler olmak iizere ii¢ temel simf altinda
incelenmektedir. Ogreticili 6grenme, gozetimli 6grenme ya da
denetimli 6grenme, 6greticisiz 6grenme, gozetimsiz 6grenme
ya da denetimsiz Ogrenme, yari-ogreticili 6grenme ise
yari-gozetimli o6grenme ya da yari-denetimli 6grenme
biciminde de kullanilabilmektedir. Goriis madenciligine iliskin
yontemlerin temel siniflandirmasi Sekil 1’de sunulmaktadir.

Sozliige dayali goriis madenciligi yontemleri, ytliksek
olceklenebilirlikleri nedeniyle goriis siniflandirmada siklikla
uygulanmaktadir. Ancak, makine 6grenmesi, siiflandirma
problemi i¢in bircok etkin algoritma igermektedir. Makine
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o6grenmesi algoritmalarinin basit yapisi ve farkli alanlardaki
goris siniflandirma uygulamalarina kismen kolay uyarlanabilir
yapisi, makine 6grenmesini goriis madenciligi icin 6nemli bir
arastirma alan1 durumuna getirmektedir [2]. Makalenin
bundan sonraki béliimiinde, goérlis madenciliginde makine
o6grenmesine dayali kullanilan yontemler, o6greticili, yari-
Ogreticili ve Ogreticisiz makine 06grenme yontemleri
siniflandirmasina dayal olarak sunulmaktadir.

Goriis Madenciligi

Yontemleri
Sozliige Dayall

Y bl
Sozlik Derlem
Tabanh Tabanl

Makine

Ogrenmesine
Dayali

- i = 1
Yari- M o o o
u Ogreticili ’ u Ogreticisiz

u Ogreticili

Sekil 1: Gorlis madenciligi yontemlerinin siniflandirilmasi [2].

2 Ogreticili 6grenme yéntemleri

Ogreticili 6grenme yoéntemleri, temel makine 6Zrenmesi
yontemlerinin, derlemdeki alana 6zgii etiketler ile egitilmesi ile
siniflandirma modelini olusturur. Bu ydntemlerin, diizgiin bir
sekilde calisabilmesi i¢in, egitim icin kullanilan veri setinin
yeterince biiyiik olmasi gerekmektedir. Ogreticili 6grenme
yontemlerine dayali en temel c¢alisma Pang ve dig. [4]
tarafindan gergeklestirilen ¢alismadir. Bu ¢alismada, destek
vektér makineleri, Naive Bayes ve maksimum entropi
siniflandiricilar film degerlendirmeleri iceren “Movie Review”
veri seti lizerinde uygulanmistir. Veri setinin temsilinde,
1-gram, 1-gram ve 2-gram, 1-gram ve sozciik tiirii etiketleri,
sifatlar gibi sekiz farkli 6zellik temsili yapisi, terim siklig1 ya da
varligina dayali olarak ele almistir. En yiiksek dogru
siniflandirma oraninin (%82.9) destek vektor makineleri ile
veri 1-gram yontemi ile temsil edildiginde alindig1 goriilmistiir.

Pang ve Lee [5] calismalarinda, belgede yer alan tiimcelerin
oznel ya da nesnel olarak siniflandirilmasi ve nesnel olanlarin
inceleme dis1 birakilmasi, kalan tiimceler lizerinde makine
O6grenmesi uygulanmasina yonelik bir yaklasim énermistir. Bu
yaklasim ile elde edilen iyilestirme 6znel tiimcelerin, nesnel
tiimcelere kiyasla ayirt ediciligi ve bilgi vericiligi daha ytiksek
ozellikler  icerdigini  gostermektedir. Bu  c¢alismada,
“Movie Review” veri seti icin elde edilen dogru siniflandirma
yuzdesi %87’ye cikmistir.

Goriis metinlerinin temsilinde siklikla goriis iceren veri setinin
kelime torbasi kullanilarak ya da metinde gecen sozciiklerin
gorilme  sikliklarina dayalh olarak temsil edildigi
gorilmektedir. Bunun yamni sira, bazi ¢calismalarda metinde yer
alan her bir sozcigin “iyi” ya da “koti” olarak
gruplandirilmasina dayali olarak metne iliskin genel bir
iyi/kétii puan hesaplanmasi ile goriis siiflandirma
yapilabilmektedir. Ancak, bu temsil yontemlerinin higbirisi
metinde yer alan anlamsal baglantilar1 yansitabilmek icin tam
olarak yeterli degildir [6]. Bu nedenle, Whitelaw ve dig. [6]
tarafindan gerceklestirilen ¢calismada, belirli bir tutumu ifade
etmede kullanilan kelime topluluklar1 araciligi ile metinlerin
anlamsal iligkileri daha kapsamlh bir bicimde ele alinmistir.
Destek Vektor Makineleri, farkli degerlendirme gruplar ve
kelime torbasi 6zellikleri ile egitilerek, “Movie Review” veri seti

tizerinde %90.2 oraninda bir dogru siniflandirma orani elde
edildigi gozlenmistir.

Matsumoto ve dig. [7] ¢alismalarinda, belge seviyesi goriis
siniflandirma igin, tiimcelerde gecen sdzciik sirasi ve sentaks
iliskilerini g6z oOniinde bulunduran bir yoéntem Onermistir.
N-gram temsili kullanilarak yalmzca birbirini takip eden
sozctiklerin birlikte gériilme durumlart modellenebilmektedir.
Bu calismada ise, ayn tiimcede gecen ancak birbirlerini takip
etmeyen sozciiklerin de birlikte gériilme durumlan dikkate
alinmigtir. Ornegin, “The film however is all good” tiimcesi
N-gram yontemi ile temsil edildiginde, “film” ve “good”
sozciikleri  arasindaki iliski  gosterilemezken;  s6zciik
alt-dizinlerine dayali yontem kullanmlarak bu sézciikler
arasindaki iliski (“film-good”) temsil edilebilmistir. Tiimcelerin
temsilinde, aga¢ yapisi kullanilarak, tiimcede gegen soézciikler
arasindaki iliskiler, baglar ile belirtilmistir. Bu nedenle, N-gram
temsiline kiyasla, daha zengin bir temsil saglanmistir.
Gelistirilen yontem ile %93.7 dogru siniflandirma orani elde
edilmistir.

McDonald ve dig. [8] c¢alismalarinda, metinde belirtilen
gorisleri farkl detay seviyelerinde (tiimce seviyesi ya da belge
seviyesi) siniflandirabilecek ve bir seviyede gerceklestirilen
siniflandirmanin diger seviyedeki kararlan da etkiledigi bir
yap1 sunmustur. Bu modelde, Viterbi algoritmasi kullanilmistir.
Tilimce ve belge seviyesi bilgiyi bir araya getiren bir model
tasarlanmasi, hem yalnizca belge seviyesi hem de yalnizca
tiimce seviyesi goriis madenciligine kiyasla daha iyi deneysel
sonuglar alinmasini saglamistir.

Yeterli etiketlenmis verinin varhginda, o6greticili makine
O0grenmesi yontemleri, goriis madenciligi icin etkin ¢éziimler
iretebilmektedir. Ancak, veri setine agiklamalar eklenmesi
dogal dil islemenin olduk¢a maliyetli etkinliklerinden biridir.
Zaidan ve dig. [9] calismalarinda, bu gereksinimden hareketle,
aktif ya da yari-dgreticiligi 6grenme algoritmalarina alternatif
bir yaklasim olarak, insanlarin az sayida egitim verisine
aciklamalar koymasini 6nermistir. Bu 6neride, insanlarin belirli
bir ifadenin pozitif ya da negatif oldugunu belirlemede
kullandiklar ifadeleri belirtmeleri istenmis ve destek vektor
makineleri ile goriis verilerinin siniflandirilmasinda, belgenin
goriis kutbu etiketlerine ek olarak, insanlardan elde edilen ek
bilgiler kullanilmistir. Boylelikle, goriis kutbuna iligkin karara
ulagmada kullanilan gerekgeler, egitim seti olarak verilmistir.
Yontem, destek vektdr makineleri ile “Movie Review” veri
setinde uygulandiginda, %92.2 dogru siniflandirma orani elde
edildigi goriilmiistiir.

Tan ve Zhang [10] calismalarinda, Cince belgelerde goriis
madenciligi icin, dort farkh o6zellik secimi ve bes 6grenme
algoritmasinin etkinligini arastirmigtir. Ozellik secim yéntemi
olarak, egitim derlemindeki her bir sézctigiin sikhgini1 dikkate
alan belge siklig1 dlgiiti, ki-kare o6lgiitd, karsihikh bilgi ve bilgi
kazanci yontemleri uygulanmistir. Siniflandirma yodntemi
olarak ise, kitle merkezi simiflandiricisi, k-en yakin komsu
siiflandiricisi, destek vektdr makineleri, Naive Bayes ve
Winnow siniflandirma yontemleri kullamlmistir. Deneysel
calismalarda 458’1 pozitif, 563’l negatif toplam 1021 Cince
belgeden olusan bir derlem, geri cagirma, kesinlik ve F1
Olciitlerine dayali olarak degerlendirilmistir. Deneysel
sonuglara gore en iyi sonuglar bilgi kazanci, 6zellik secimi ve
destek vektor makinesi simiflandiricisi ile elde edilmistir.
Bunun yani sira, bir alanda egitilen bir siiflandiricinin baska
bir alana ait goriis madenciligi veri seti ile test edilmesinde,
siniflandirict  performanslarinin - 6nemli 6lciide  distigi
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gozlenmistir. Dolayis1 ile deneysel sonuglar goriis
siniflandiricilarinin  6nemli 6lgiide alan ve konu bagimli
oldugunu gostermektedir.

Prabowo ve Thelwall [11] calismalarinda, goériis siniflandirma
icin kural tabanh siiflandirma, égreticili 6grenme ve makine
o6grenmesi tekniklerini bir arada kullanan melez bir
siniflandirma  mimarisi  sunmaktadir. Bu  mimaride,
siniflandiricilar, birbirleri ile ardisik olarak konuslandirilarak,
bir siniflandiricinin belgeyi siniflandirmamasi durumunda, bir
sonraki siniflandiricidan devam edilmesi seklinde bir yapi
benimsenmistir. Calismada, genel sorusturmaya dayal
siniflandirma, kural tabanh simiflandirma, istatistik tabanl
siniflandirma ve tiimevarim kural tabanhi smiflandirma
yontemleri  kullanilmistir. Genel sorusturmaya dayal
siniflandirmada, “General Inquirer Lexicon”da yer alan 3672
on-siiflandirilmis  (1598: pozitif, 2074: negatif) sozciik
kullanilarak smiflandirma islemi gergeklestirilmistir. Kural
tabanl siniflandirici da belge seti i¢in tiimcede bulunan her bir
nesne “?” ya da “#” ile degistirilerek, kurallarin kosul kisimlar1
olusturulmustur. Ardindan, her bir kosula uygun duygu
belirteci atanarak kurallar olusturulmakta ve kural tabanli
siniflandirict uygulanarak siniflandirilmaktadir. Belgede yer
alan tiimcelerin ¢o6ziimlenmesinde “Montylingua Chunker”
aract kullanilmistir. Coziimlemesi gergeklestirilen tiimcelerde
“NNP” ya da “NNPS” olarak etiketlenen her bir nesne “?” ile
degistirilmistir. Istatistik tabanh siniflandirici, her bir kuralin
kosul kismi ile duygu belirten sézciikler arasindaki yakinlig,
istatistiksel Olciitlere dayali olarak oOl¢iimlemistir. Deneysel
calismalar, farklh smiflandirma yoéntemleri art arda
uygulanarak  gerceklestirilmistir. Deneysel sonuclarda,
istatistik tabanli smiflandiricinin, melez siiflandiricinin
etkinligini artirdigy, genel sorusturmaya dayali
siniflandiricinin, melez smiflandiricinin etkinligini her zaman
artirmadigl; bazen, daha koétii sonuclar alinmasina neden
oldugu, destek vektor makineleri siniflandiricinin yeterli pozitif
ve negatif oOrneklerin varliginda iyi sonuglar verdigi
gorilmustir.

Yessenalina ve dig. [12] calismalarinda, belge seviyesi goriis
madenciligi icin ok katmanh bir 6greticili yaklasim sunmustur.
Belirli bir metinde yer alan tiimcelerin goériis siniflandirmaya
iliskin ayirt ediciligi ya da bilgi vericiligi aym degildir. Bu
nedenle, bu yaklasim ile goriis madenciligi bakimindan bilgi
vericiligi/ayirt ediciligi yiiksek tiimcelerin belirlenmesi ve bu
tiimceler iizerinde goriis madenciligi yapilmasi amaglanmistir.
Bu yontemde, tiimce seviyesi etiketler sakli degiskenler olarak
kullanilmakta, bdylelikle tiimce-seviyesi aciklama ekleme
maliyeti ortadan kalkmaktadir. Onerilen yaklasim, “Movie
Review” veri seti lizerinde, destek vektor makineleri yontemi
ile uygulandiginda, %93.22 dogru siniflandirma yiizdesi elde
edildigi gozlenmistir.

Qui ve dig. [13] calismalarinda, ¢evrimici reklamcilik icin goritis
madenciligine dayali bir yontem sunmustur. Goriis madenciligi
ile reklamlarin hem konu bakimindan ilgili olmasi, hem de
kullaniar tutumlarm1 g6z o6niinde bulunduracak sekilde
konuslandirilmast  amaclanmistir.  Gelistirilen y6ntemde
oncelikle web sayfasindan konu sozciikleri elde edilmektedir.
Ardindan, tiiketicilerin ilgili konu sézciiklerine iliskin goriisleri,
goris siniflandirma araciligi ile elde edilmekte ve reklamciliga
iliskin anahtar kelimeler uygun reklamlar ile eslestirilmektedir.
Gelistirilen yodntemde, sozdizimsel ayristirma (syntactic
parsing), goris sozliigl ve kural tabanh siniflandirma

yontemleri kullanilarak konu sézciikleri ve tiiketici tutumlar:
belirlenmistir. Calisma, web forumlari {izerinden elde edilen
veri seti lizerinde uygulanmistir.

Zhao ve dig. [14] ¢alismalarinda, goriis siniflandirma igin iki
farkli 6znitelik yontemi dnermistir. Tlimcelerin goriislerinin
belirlenmesinde, her zaman tiimce ici Ozellikler yeterli
olmamaktadir. Tilimce seviyesinde goriis simiflandirma
performansinin  iyilestirilmesinde, tiimce dis1  bazi
ozniteliklerin de g6z oOnlinde bulundurulmas:1 yararh
olabilmektedir. Bu nedenle, bu ¢alismada, belge ici ve belgeler
arast Oznitelikler kullanilmaktadir. Ardindan, c¢izge-tabanh
algoritma  kullanilarak, bu ozniteliklerin  yayilimi
saglanmaktadir. Gelistirilen yontem, “Camera” veri seti
tizerinde uygulanarak, 6greticisiz, destek vektdr makineleri ve
maksimum entropi siniflandiricilan ile karsilastirilmis ve
%67.23 dogru smiflandirma orani elde edildigi gozlenmistir.

Bai [15] ¢alismasinda, goriis siniflandirma i¢in Markov model
siniflandiricilarina dayall  iki asamali bir algoritma
tasarlamistir. Markov model simiflandirict ile sézciikler
arasindaki baglantilar belirlenmis, goriis sozligi de
kullanilarak temel siniflandirma yontemlerinin
performanslarinda  iyilestirme  saglanmistir.  Soézciikler
arasindaki baglantilar Markov modeli ile modellendikten sonra,
Tabu arama algoritmasi  kullanilarak  algoritmanin
parametreleri en iyilestirilerek daha yiiksek bir c¢apraz
gecerleme dogruluk orani elde edilmektedir. Deneysel
calismalarda, “IMDb v1.0”, “IMDb v2.0”, “M&A News”,
“Financial News” ve “Mixed News” veri setleri kullanilmistir.
Gelistirilen algoritma, destek vektor makineleri, Naive Bayes ve
maksimum entropi gibi baslica siniflandirma algoritmalari ile
karsilastirdmistir. Algoritma ile film degerlendirmelerine
iliskin veri setinde %92.7 dogru siniflandirma basarimi elde
edilmistir.

Tablo 1'de bu bélimde sunulan 0Ogreticili 6grenme
yontemlerine iliskin karsilastirma sunulmaktadir. Burada, her
bir c¢alismada kullanilan temel yontemler, gelistirilen
yontemlerin uygulandiklar1 veri alanlari, degerlendirmede
kullanmlan temel olgiitler ve elde edilen en iyi sonuglar
6zetlenmektedir.

Chen ve Tseng [16] calismalarinda, goriis ifadelerinin
niteliklerinin belirlenmesi islemini siniflandirma problemi
olarak ele almistir. Siniflandirmada, iki farkh destek vektor
makinesi yontemi olan bire-karsi-tiim destek vektér makinesi
(one-versus-all support vector machine-SVM) ve tek-makine
cok-simifll destek vektor makinesi (single-machine multi-class
support vector machine-SVM) yontemleri kullanilmistir.
Smiflandirmada kullanilacak veri setinin 06zniteliklerinin
belirlenmesi icin bilgi niteligi catis1 (information quality
framework) kullamilmistir. Gelistirilen mimari, “Digital
Cameras” ve “MP3 Reviews” veri setleri {zerinde
uygulanmistir.

Wang ve dig. [17] calismalarinda, goriis siniflandirmaigin fisher
diskriminant oranina dayali bir 0Oznitelik secim yodntemi
onermistir. Deneysel ¢calismalarda, gelistirilen 6znitelik se¢im
yontemi, bilgi kazancina dayali 06znitelik yontemi ile
karsilastirlmistir. Siniflandirma algoritmasi olarak, destek
vektor makineleri yontemi kullamlmistir. Deneylerde Cince
goriis ifadelerine iliskin bir derlem olan “COAE2008” ve
otomobillere iligkin goriis ifadeleri iceren bir veri seti
kullanilmistir.
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Tablo 1: Ogreticili 6grenme yéntemlerinin karsilastirilmasu.

Degerlendirme
Referans Y1l Yoéntemler Veri Alan Olgiitii Deger
[4] 2002  Destekvektormakineleri, Naive Bayes, Film Degerlendirmesi Dogru %82.90
maksimum entropi, N-gram temsili Siniflandirma
[5] 2004 Tlimcelerin 6znel/nesnel olarak Film Degerlendirmesi Dogru 9%87.00
siniflandirilmasi Siniflandirma
Tutum bildiren kelime topluluklari ile Dosru
[6] 2005 anlamsal iliski temsili, Destek vektor Film Degerlendirmesi g %90.20
: : Siniflandirma
makineleri
7] 2005 Sozclik sirasi ve sfentvaks iliskilerine dayal Film Degerlendirmesi Dogru 9%93.70
temsil, agac¢ yapisi Siniflandirma
Viterbi algoritmasi, tiimce/belge seviyesi Cevrimigi Uriin Dogru o
(8] 2007 siniflandirma Degerlendirmesi Siniflandirma /82.80
Gorils kutbu etiketleri, kisilerden elde edilen . o . . Dogru o
9] 2007 ek aciklamalar, Destek vektor makineleri Film Degerlendirmesi Siniflandirma %92.20
Belge siklig1 6l¢iitii, ki-kare 6l¢titii, karsilikl
bilgi ve bilgi kazanci yontemleri, kitle
merkezi siniflandiricisi, k-en yakin komsu Cince Goriis F1 Olgiitii o
[10] 2008 siniflandiricisi, destek vektor makineleri, Degerlendirmeleri (Makro/Mikro) /86.64
Naive Bayes, Winnow siniflandirma
yontemleri
Kural tabani sinflandirmna, grecicl Filim ve Uriin F1 Olgita
[11] 2009 6grenme, makine 6grenmesi Deserlendirmesi (Makro,/Mikro) %91.00
(Destek vektor makineleri) &
Cok katmanli 6greticili mimari, Tiimce . < . . Dogru o
[12] 2010 seviyesi etiketler, Destek vektor makineleri Film Degerlendirmesi Siniflandirma %93.22
[13] 2010 Sozdizimsel ayristirma, goris sozliigi, kural Web forumlar: Dogru 9%55.00
tabanl siniflandirma Siniflandirma
Belge ici ve belgeler arasi 6znitelikler, Cizge-
[14] 2010 taba.nh yaylllm allgorltmasL de.Stik ve-k’.co.r Kamera Degerlendirmesi Dogru %67.23
makineleri, maksimum entropi, 68reticisiz Siniflandirma
6grenme
Markov model, Goriis s6zliigli, Tabu arama Dodru
[15] 2011 algoritmasi, Destek vektor makineleri, Naive  Film Degerlendirmesi & %92.70
: : Siniflandirma
Bayes, maksimum entropi
Bire-karsi-tiim destek vektor makinesi, tek- F1 Oleiitii
[16] 2011  makine cok-sinifli destek vektér makinesi,  Uriin Degerlendirmeleri oul %91.40
o (Makro/Mikro)
Bilgi niteligi catisi
Fisher diskirminat oranina, Bilgi kazancina Cince Goril Dodru
[17] 2011 dayali 6znitelik secimi, Destek vektor o orus & %86.61
: . Degerlendirmeleri Siniflandirma
makineleri
Siniflandiric topluluklari, Naive Bayes,
maksimum entropi ve destek vektor Dodru
[18] 2011 makineleri, sdzciik tipi bilgisi, s6zciik Uriin Degerlendirmeleri 5 %88.65
e T T Siniflandirma
iliskileri ve 6zellik agirliklandirma
yontemleri
Pozitif/Negatif
e e s e 1 . Restoran Sinif Dogru o
[19] 2012 Goriis Sozligi, iyilestirilmis Naive Bayes Degerlendirmeleri Simiflandirma %03.60
ylzdesi arasi fark
Dilsel 6zelliklere dayal 6znitelik ¢ikarimi, Dodru
[21] 2013 TF-IDF terim puanlama, destek vektor Sosyal Medya 5 %90.40
. ) Siniflandirma
makineleri
Destek vektdr makineleri, yapay sinir aglar;, . . o . . Dogru o
[22] 2013 bilgi kazanci 6znitelik ¢ikarimi Uriin Degerlendirmeleri Siniflandirma %90.30
Naive Bayes, maksimum entropi, karar agaci,
k-en yakin komsu, Destek vektor makineleri, Film ve Uriin Dogru o
(23] 2013 bagging, boosting ve random subspace Degerlendirmesi Siniflandirma %9220

yontemleri
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Gelistirilen yontem ile ilgili veri setleri ile sirasiyla %86.61 ve
%82.80 dogru siniflandirma oranlari elde edildigi gériilmiistiir.

Xia ve dig. [18] calismalarinda, goriis simflandirma igin
siniflandirict  topluluklar1  kullanilmasinin  etkinligini
incelemektedir. Smiflandirici  topluluklari, farkh 6zellik
setlerini ve siniflandirma algoritmalarin bir araya getirerek
ylksek siniflandirma basarimi elde edilmesini amag¢lamaktadir.
Calismada smiflandirma algoritmasi olarak Naive Bayes,
maksimum entropi ve destek vektér makineleri yontemleri;
ozellik secimi yontemi olarak, sozciikk tipi bilgisi, sozciik
iligkileri ve o6zellik agirliklandirma yontemleri kullanilmistir.
Deneysel sonuglar, “Movie”, “Book”, “DVD”, “Electronic” ve
“Kitchen” veri setleri lizerinde alinmistir. Deneysel sonuglar,
ozellik secim setlerinin bir arada kullanilmasinin tek bir
siiflandirma  algoritmasit ile genellikle smiflandirici
topluluklarinin kullanilmasina kiyasla daha iyi sonuglar
verdigini gostermektedir.

Kang ve dig. [19] c¢alismalarinda, restoranlara iliskin
degerlendirmeler iizerinde goriis siniflandirma yapmak lizere,
goris sozligi ve iyilestirilmis Naive Bayes algoritmasina dayali
bir yoéntem gelistirmistir. Siniflandirmada kullanilan veri
setinin, dengesiz sinif dagilimlar1 gostermesi, siniflandirma
performansini olumsuz olarak etkileyen faktorlerin basinda
gelmektedir [20]. Kang ve dig. [19] tarafindan restoran
degerlendirmeleri tizerinde gerceklestirilen ¢alismada, veri
dengesizligi problemini ortadan kaldirmak amaciyla Naive
Bayes yontemi iyilestirilmistir. Standart Naive Bayes yontemi
ile elde edilen pozitif sinif dogru smiflandirma yiizdesi ile
negatif sinif dogru siniflandirma ytizdesi arasi fark %28.5 iken,
veri temsilinde 1-gram ve 2-gram kullanilmast ile iyilestirilmis
Naive Bayes yontemi ile bu fark %3.6 oranina diistirtilmiistiir.

Li ve Li [21] calismalarinda, mikroblog platformlarindaki
gortslere iliskin sayisal bir 6zet sunan bir mimari sunmustur.
Gelistirilen mimarinin, goris siniflandirmaya ek olarak, giincel
konu belirleme, giivenilirlik degerlendirme ve sayisal bir 6zet
sunma islevleri bulunmaktadir. Veri setinden o6zelliklerin
cikariminda es anlaml sozciklere ve diger bazi dilsel
ozelliklere iliskin orlnti tanima yontemleri kullanilarak
anlamsal oriintiiler belirlenmis; ardindan, bu ériintiiler TF-IDF
terim puanlama yontemi kullanilarak siralanmistir. Gelistirilen
mimari, oOncelikle mikroblog ortamlarindan kullanici
gortslerine iliskin verileri toplamakta; 6nislem uygulanan veri
seti veri tabanlarinda tutulmaktadir. Giincel konu belirleme
bileseni, goriisler arasinda deginilen, yorum belirtilen konular:
belirlemektedir. Goriis siniflandirma bileseni ise destek vektor
makineleri siniflandiricisin kullanarak gorisleri
siniflandirirken, negatif ve pozitif goriislere ek olarak, goris
oznelligi ve giivenilirligi de dikkate alinmaktadir. Sistemin son
ciktist olusturulurken, goriis o6znelligi, goriis kutbu ile
gtivenilirlik degerini bir arada yansitan bir deger
olusturulmaktadir. Gelistirilen yodntem, destek vektor
makineleri smiflandiricis1 ile “Twitter” veri seti tizerinde,
1-gram veri temsil yontemi ve 5-kat capraz gecerleme yontemi
araciligiyla degerlendirildiginde %90.4 dogru siniflandirma
orani elde edilmistir.

Moraes ve dig. [22] calismalarinda, belge-seviyesi goriis
siniflandirmada destek vektdr makineleri ve yapay sinir aglari
yontemlerinin etkinliklerini deneysel olarak karsilastirmistir.
Siniflandiricilarin - degerlendirilmesinde  “Movie”, “GPS”,
“Books” ve “Camera” veri setleri kullanilmis; dogru
siniflandirma, geri ¢agirma, kesinlik ve  F-dlgiiti
hesaplatilmistir. Deneysel calismada, 10-kat capraz gecerleme

yontemi kullanilmistir. Oncelikle, veri seti, Snowball kék
ayirma yontemi (Snowball stemmer) kullanilarak, koklerine
ayrilmis; ardindan, TF-IDF terim puanlama yo6ntemi
kullamlarak siralanmistir. Ozellik seciminde, bilgi kazanci
yontemi kullanmilmistir. Deneysel sonuglara gore, bilgi kazanci
yontemi kullanilarak binden fazla terimin 6zellik olarak
secilmesi, dogru simiflandirma oraminda ciddi bir artis
saglayamamaktadir. Test senaryolarinin yariya yakininda
yapay sinir aglarinin destek vektér makineleri yonteminden
daha iyi sonuglar aldig1; ancak destek vektér makinelerinin
yalnizca iki senaryo igin yapay sinir aglarim1 gectigi
goriilmustiir. Dengesiz veri seti (imbalanced dataset) ile
gerceklestirilen deneyler, yapay sinir aglarinin, dengesiz ve
giiriiltili veriye karsi destek vektor makinelerine kiyasla daha
duyarl oldugunu géstermektedir.

Wang ve dig. [23] c¢alismalarinda, goriis madenciliginde
siniflandirici topluluklarinin etkinligini incelemek i¢in, on farkl
goriis madenciligi veri setini (“Camera”, “Camp”, “Doctor”,
“Drug”, “Laptop”, “Lawyer”, “Movie”, “Music”, “Radio”, “TV”) alt1
farkh bicimde temsil ederek, bes farkl siniflandirici ve ti¢ farkh
siniflandirici toplulugu ile deneysel calismalar
gerceklestirmistir. Temel siniflandirici olarak, Naive Bayes,
maksimum entropi, karar agaci, k-en yakin komsu ve destek
vektor makineleri yontemleri, smmflandirict  toplulugu
yontemleri olarak, Bagging, Boosting ve Random Subspace
yontemleri  kullanilmistir.  Deneysel  sonuglar, goriis
madenciliginde, temel siflandiricilar yerine, siniflandirici
topluluklarinin  kullanilmasinin ~ siniflandirma  basarimini
onemli olgiide iyilestirdigini gostermektedir. Karsilastirmada
kullamlan yo6ntemler arasinda en iyi sonuglar Random
Subspace siniflandirici toplulugu yontemi ile elde edilmistir.

Chalothom ve Ellman [24] ¢alismalarinda, Twitter verileri
tzerinde goriis siniflandirma uygulamasi gergeklestirerek,
destek vektdr makineleri, Naive Bayes yontemi ve siniflandirici
topluluklar1 yontemlerinin etkinliklerini arastirmistir. Bunun
yani sira, veri setinin temsilinde sozciik torbasi yontemine ek
olarak goriis s6zligii kullanildiginda daha iyi F-6lciitii sonuglari
elde edildigi gézlenmistir.

Zheng ve dig. [25] c¢alismalarinda, goriis madenciliginde
Oznitelik seciminin siniflandirma algoritmalarimin
performansinda etkinlikleri {izerine yogunlasmistir. Bu
dogrultuda, Cince gevrimici goriis degerlendirmelerine iliskin
veriler farkli N-gram temsil bicimleri ve sozcik tiri
birlesimleri ile incelenerek, en iyi sonuclarin 4-gram temsili ile
elde edildigi gézlenmistir. Bunun yani sira, deneysel ¢calismalar
diisik N-gram temsillerinin, yiiksek N-gram temsillerine
kiyasla daha yiiksek basarim elde ettigini gostermektedir.

3 Yari-6greticili 6grenme yontemleri

Yari-6greticili 6grenme yoOntemleri, oOgreticili 6grenme
yontemlerinin egitim verisi ile test verisi arasindaki dagilim
farkh oldugunda etkin sonuclar vermemeleri, alana 6zgi
olmalari; belirli bir alan icin olusturulan smiflandirma
modelinin, bagska bir alanda uygulanabilmesi igin
siiflandiricinin -~ yeniden egitilmesini  gerektirmesi  gibi
kisitlarimi ortadan kaldirmak amaciyla goriis madenciliginde
siklikla uygulanmaktadir [26]. Yari-Ogreticili 6grenmede,
biiyiik miktarda etiketsiz veri ile az sayida etiketli veri, egitim
amaciyla kullanilmaktadir. Web'’in alan ve icerik bakimindan
zengin yapisl, alana 6zgii etiketlemeyi ve derlem hazirlamay1
zorlastirmakta; goriis madenciligi icin yari-6greticili yontemler
gelistirme gerekliligini artirmaktadir. Goriis smiflandirmada
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yari-ogreticili 6grenme yontemleri, alan-transfer problemini
ortadan kaldirmak icin kullanilmaktadir. Alan-transfer
problemi, bir alanda egitilen bir siniflandiricinin, egitildigi
alandan farkl bir alana ait veri setini siiflandirmak igin
kullanildiginda performansimin 6nemli o6lglide diismesidir.
Gorilis madenciligi alaninda tlizerinde ¢alisilan problemlerden
biri de farkh dillerdeki gériis metinlerinin siniflandirilmasidir.
Bu problem, belirli bir dildeki etiketli veri seti kullanilarak
egitilen siniflandirma algoritmasinin, baska bir dildeki veri
setinin siniflandirilmasi amaciyla kullamlmasi durumunda
gorilmektedir. Goriis siniflandirmada yari-6greticili 6grenme
yontemleri, alan-transfer problemine ek olarak, farkl dillerdeki
goriis ifade eden metinlerin siniflandirilmasi i¢in de siklikla
kullanilan yontemler arasindadir.

Goris smiflandirmada yari-6greticili 6grenme yodntemlerine
dayali en temel ¢alismalardan biri Aue ve Gamon [27]
tarafindan gerceklestirilen ¢alismadir. Bu c¢alismada, yeterli
etiketli verinin bulunmadig alanlarda, siniflandirici egitimi i¢in
farkh stratejilerin etkinlikleri arastirllmistir. Bu stratejilerden
birincisi, siniflandiricinin egitilmesinde, etiketli verinin elde
edilebildigi baska bazi alanlardan verilerin kullanilmasidir.
ikinci stratejide, birinci stratejideki gibi, egitimde mevcut
etiketli verilerden tiimii kullanilmakta ancak 6zellik seti olarak
yalnizca hedef alanda goézlenen 6zellikler dikkate alinmaktadir.
Ugiincii stratejide, yeterli etiketli verinin elde edilebildigi
alanlarda egitilen siniflandiricilar, siniflandirict topluluklar:
araciligiyla bir araya getirilmektedir. Dérdiincii stratejide ise az
sayida etiketli veri, ¢ok sayida etiketsiz veri ile bir arada
kullanilarak  egitim  gergeklestirilmektedir. Deneysel
calismalarda, dort farkh alandan, “Movie”, “Book”, “Product
Support Services” ve “Knowledge Base” veri setleri
kullanilmistir. Veri setleri, 1-gram, 2-gram ve 3-gram
yontemleri araciligiyla temsil edilmistir. Deneylerde kullanilan
dort farkh stratejinin timiinde, beklenti-maksimizasyonu
(expectation-maximization) algoritmasinin en yiiksek dogru
siniflandirma oranini elde ettigi gézlenmektedir.

Tan ve dig [28] c¢alismalarinda, alan-transfer problemi
(domain-transfer problem) igin bir yontem gelistirmistir. Bu
calismada, bir alanda egitilen siniflandirici, yeni karsilasilan
alandaki en bilgilendirici n adet etiketsiz veriyi etiketlemek i¢in
kullanilmaktadir. Bu yontemde, kosinlis benzerlik olgiitiine
dayali olarak pozitif ve negatif benzerlikler belirlenmektedir.
Bir 6rnegin yliksek bir negatif benzerlige sahip olmasi negatif
sinifta; yiiksek bir pozitif benzerlige sahip olmasi ise pozitif
sinifta yer aldigini1 gostermektedir. Bu gozleme dayali olarak, iki
farkh siralama yontemi gelistirilmistir: benzerlik siralama
yontemi ve bagll benzerlik siralama yontemi. Benzerlik
siralama yonteminde, dncelikle tiim negatif benzerlige sahip
ornekler siralanmakta ve bu érneklerden ilk n/2 tanesi negatif
ornekler olarak alinmaktadir. Ayn islem, pozitif 6rnekler icin
de yapilarak n adet 6rnekten olusan veri seti olusturulmaktadir.
Bagil benzerlik siralama yonteminde ise orijinal benzerlik
degerleri standartlastirilarak kullanilmaktadir. Deneysel
calismalarda, ti¢ farkli alana ait “Computer Reviews”,
“Educational Reviews” ve “House Reviews” veri setleri
kullanilarak, bir alanda egitilen bir siniflandiricinin, énerilen
yontem dogrultusunda bir baska alanda uygulanmasinin
etkinligi arastirilmistir. Karsilastirmali ¢alismalarda, TSVM
(Transductive Support Vector Machine) yontemi kullanilmistir.
Deneysel sonuglar, dnerilen yontemler ile genellikle TSVM ile
kiyasla daha basarili sonuclar elde edildigini géstermektedir.

Blitzer ve dig. [29] ¢alismalarinda, alan-transfer problemi i¢in
yapisal yazisma 6grenme (structural correspondence learning)

yontemine dayali, kaynak alandaki etiketli verileri ve hedef ve
kaynak alanlardaki etiketsiz verileri kullanan bir yontem
gelistirmistir. Kaynak ve hedef alanlar arasindaki baglanti
temel Ozelliklere dayali olarak gerceklestirilmektedir. Bu
nedenle, bu temel 6zelliklerin secimi, 6grenme yOnteminin
etkinligi icin 6nemli bir faktoérdiir. Temel 6zelliklerin se¢imi iki
asamali olarak gergeklestirilmektedir. Oncelikle hem kaynak
hem de hedef alanda sik goriilen sozciikler, aday temel
ozellikler olarak belirlenmektedir. Ardindan, aday temel
ozellikler ve kaynak etiketleri arasindaki karsilikl bilgi (mutual
information) hesaplanarak, temel 6zellikler belirlenmektedir.
Gelistirilen yontem ile alanlar arasiadaptasyon bagil hata orani,
ogreticili temel siniflandirma algoritmasina kiyasla %46
oraninda azaltilmistir.

Mihalcea ve dig. [30] ¢alismalarinda, farkh dillerdeki gorts
metinlerinin siniflandinlmas igin, ingilizce icin gelistirilen
mevcut goris sozliigi ve derlemlerin kullamlabilirligini
arastirmistir. Calismada, mevcut Ingilizce goriis sozliigii ve
sozlik kullanilarak, yeni bir dil i¢in goriis s6zliigii olusturulup
olusturulamayacag incelenmistir. Ingiliz dili icin gelistirilmis
duygu analizi araglar1 ve paralel derlem kullanilarak, yeni bir
dil i¢in goriis aciklamalar1 iceren bir derlem tiiretilip
tliretilemeyecegi ve yeni bir dilde goriis smiflandirma
yapabilmek i¢cin bu otomatik kaynaklarin kullanilabilirligi
arastinlmistir. Calismada, Romancada goriis siniflandirabilmek
icin soézliik tabanl ve derlem tabanlh yontemler dnerilmistir.
Sézliik tabanh yéntemde Ingilizce goriis sézligii, Romancaya
cevrilerek  kural tabanli  smiflandirict  kullanilarak
siniflandirilmistir. Goriis madenciliginde kullanilan ipuglarinin
Romancada, orijinal sete kiyasla daha az giivenilir oldugu
goriilmiigtiir. Derlem tabanli yéntemde ise Ingilizce 6znellik
belirleme smiflandiricisi  ve manuel olarak c¢evrimi
gerceklestirilmis  paralel derlem kullanilarak  goris
siniflandirma islemi gergeklestirilmistir. Deneysel sonuglar,
derlem tabanli ydntemin, sozliik tabanl yonteme kiyasla daha
iyi sonuclar verdigini gostermektedir.

Li and Zong [31] ¢alismalarinda, ¢ok-alanli goriis simiflandirma
(multi-domain sentiment classification) icin iki farkli yontem
Onermistir. Bu yontemlerden birincisinde, farkl alanlardaki
ozellik setleri bir araya getirilerek, simiflandirma
algoritmasinin egitilmesinde kullanilmak tizere tek bir 6zellik
seti olusturulmaktadir. ikinci yéntemde ise, farkh alanlardaki
veri setleri ilizerinde egitilen temel siniflandiricilar meta
o6grenme algoritmasi kullanilarak birlestirilmektedir. Deneysel
calismalar, dort farkli alana ait “Books”, “DVDs”, “Electronics”
ve  “Kitchen  Appliances” veri  setleri  lizerinde
gerceklestirilmistir. Deneysel c¢alismalar, tek bir temel
siiflandiriciya kiyasla gelistirilen yontemler ile daha yiliksek
siniflandirma basarimi elde edildigini gostermektedir. Bunun
yani sira, smniflandiricilart  bir araya getiren yodntem
(ikinci yontem) genellikle oOzellikleri bir araya getiren
yontemden (birinci yontem) daha iyi sonuclar vermektedir.

Banea ve dig. [32] cahismalarinda, Ingiliz dili icin gelistirilmis
kaynaklar, farkli iki dilde (Romanca ve Ispanyolca) gbriis
oznellik simiflandirmasi  yapabilmek icin kullanabilmek
amaciyla makine c¢evirisine (machine translation) dayal bir
yontem Onermistir. Deneysel calismalarda ti¢ farkli senaryo
gerceklestirilmistir. Birinci senaryoda, kaynak dilde manuel
olarak goriis bildiren aciklamalar eklenmis derlem makine
cevirisi tekniklerine dayali olarak hedef dile ¢evrilmistir.
Burada kaynak dilde goriis bildiren etiketler c¢ikarilarak, bu
etiketler hedef dile cevrilmistir. Ikinci senaryoda, kaynak
dildeki metin, kaynak dildeki goris bildiren aciklama ekleme
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araci kullanilarak etiketlenmis, ardindan hedef dile ¢evirme
islemi gerceklestirilmistir. Ugiincii senaryoda ise hedef dildeki
metin, makine cevirisi teknikleri araciligiyla kaynak dile
cevrilerek, kaynak dildeki goriis bildiren agiklama ekleme araci
kullanilarak etiketlenmekte ve siniflandirma islemine tabi
tutulmaktadir. Deneysel ¢alismalar, Naive Bayes ve destek
vektor makineleri simiflandiricilar: kullanilarak
gerceklestirilmis, birinci senaryonun, ikinci ve {glincii
senaryoya kiyasla daha diisiik basarim gosterdigi; en yliksek
basarim oraninin ikinci senaryo icin %69.44 F-6l¢iitii degeri ile
ve Ui¢lincli senaryo i¢in %67.86 F-olciitli degeri ile elde edildigi
goriilmektedir. Deneysel sonuglar, makine gevirisinin, hedef
dilde goriis bildiren agiklama ekleme amaciyla kullanilabilecek
etkin yontemlerden biri oldugunu géstermektedir.

Live dig. [33] calismalarinda, yari-6g8reticili goriis siniflandirma
icin negatif olmayan matris faktorizasyonuna dayal bir yéntem
gelistirmistir. Burada o0grenme, alan bagimsiz goriis
sozliigliniin, alan bagimh etiketsiz veri ve az sayida etiketli veri
ile birlikte kullanimi ile gergeklestirilmektedir. Deneysel
sonuglar, dort farkli alana ait veri setleri ile gerceklestirilmistir
ve Ogreticili simiflandirma yontemleri ile karsilastirilabilir
sonuglar alindigin1 géstermektedir. Deneysel sonuglar, goriis
siniflandirmada alan bagimsiz ve alana 6zgii bilgilerin dikkate
alinmasinin, siniflandirma basarimini artirdigini
gostermektedir.

Dasgupta ve Ng [34] calismalarinda, spektral kiimeleme
(spectral clustering), aktif O6grenme (active learning) ve
transdiiktif 6grenme (transductive learning) yontemlerine
dayali bir yari-dgreticili yéntem gelistirmistir. Oncelikle,
spektral kiimeleme algoritmasi kullanilarak, temel (belirli)
gorts ifadeleri belirlenmektedir. Ardindan, aktif 6grenme
algoritmasi kullanilarak, belirsiz goris ifadeleri
etiketlenmektedir. Daha sonra, transdiikktif 06grenme
algoritmasi kullanilarak geriye kalan goriis ifadeleri
etiketlenmektedir. Deneysel calismalarda, bes farkl veri seti
kullanilmaktadir. Gelistirilen yontem, yari-6greticili spektral
kiimeleme, transdiiktif destek vektor makineleri ve aktif
o6grenme ile karsilastirllmistir. Deneysel sonuglar, kiimeleme
algoritmasi kullanilarak, etiketlenmesi gereken goriis ifadesi
sayisinin azaltilmasinin, yiiksek basarimli goriis siniflandirma
sistemleri gelistirmek icin etkin bir ydntem oldugunu
gostermektedir.

Wan ve dig. [35] ¢alismalarinda, goriis simiflandirma islemini
Cince degerlendirmeler iizerinde yapabilmek icin ingilizcedeki
gibi yeterince kaynak (derlem, sozliik vs.) olmamasi nedeniyle,
es-egitim (co-training) ©6grenme algoritmasina dayali bir
yontem gelistirmistir. Birinci yéntem, etiketli ingilizce goriis
ifadeleri kullanilarak siniflandirma algoritmasinin
egitilmesidir. Ardindan, Cince goris bildiren metinler makine
cevirisi kullamlarak ingilizceye cevrilmekte ve etiketli ingilizce
goris ifadeleri kullanilarak egitilen siniflandirici aracihgiyla
simiflandirilmaktadir. ikinci yéntemde ise 6ncelikle etiketli
ingilizce degerlendirme ifadeleri Cinceye cevrilmekte ardindan
siniflandiricinin - egitimi, Cinceye c¢evrilmis veri iizerinde
gerceklestirilerek, etiketsiz goris ifadelerinin siniflandirilmasi
icin kullanilmaktadir. Ancak, deginilen iki yontem tek baslarina
uygulandiklarinda, Cince i¢in yeterince yiiksek dogru
siniflandirma oram elde edilememektedir. Dolayisi ile bu
calismada, es-egitim algoritmasi uygulanarak, ingilizce ve Cince
ozellikle biitiinlesik bir yapida bir arada kullanilarak daha
yliksek bir dogru siniflandirma orani elde edilmektedir.

Li ve dig. [36] calismalarinda, goriis siniflandirma igin kisisel
goriise dayal ve kisisel goriise dayali olmayan iki farkli model
uygulamistir. Kisisel goriise dayali modelde, herhangi bir
kisinin belirli bir hedef nesneye iliskin duygu, tercih, tutum vb.
bildiren ifadeleri yer alirken; kisisel goériise dayali olmayan
modelde, nesnel alana-6zgii bilgi yer almaktadir. Deneysel
sonuglar, 6greticisiz 6grenme ile goriis siiflandirma igin iki
boyutlu (kisisel goriise dayali ve kisisel goriise dayali olmayan)
bir modelin uygulanmas: ile es-6gretim (co-training) yari-
Ogreticili 0grenme algoritmas1 ile o6nemli performans
iyilestirmeleri elde edildigini gostermektedir.

He ve Zhou [37] ¢alismalarinda, makine 6grenmesine dayali ve
sozliige dayali yontemlerin sirasiyla yliksek veri etiketleme
maliyetleri ve alan bagimhliklar1 problemlerini ortadan
kaldirmak amaciyla, kendi kendine egitim (self-training)
yaklasimina dayali bir yontem sunmuslardir. Bu yontemde,
siniflandirma ydntemi 6ncelikle veri s6zliiglinde 6nceden goriis
kutuplar1 atanmis sdzciiklere dayali olarak egitilmektedir.
Ardindan, kendi kendine egitim yaklasimina dayal o6zellik
¢ikarma yontemi kullanilarak, alana 6zgii ozellikler otomatik
olarak elde edilmektedir. Bir bagka siniflandirma ydntemi,
alana ozgii elde edilen ozellikler kullanilarak egitilmekte ve
modelin test edilmesinde kullanilmaktadir. Gelistirilen yontem,
“Movie Review” (MR) ve “Multi-domain sentiment” (MDS) veri
setleri kullanilarak degerlendirilmis ve mevcut yari-denetimli
o0grenme yontemleri ile karsilastirilabilir ya da daha iyi
sonuglar alindif1 gozlenmistir. Gelistirilen yontem ile veri
setlerinden, %70-75 araliginda dogru simflandirma yiizdeleri
elde edilmistir.

He ve dig. [38] ¢alismalarinda, goriis kutbu belirten konulari,
alan bagimsiz goriis sozligii kullanarak ortak goriis-konu
modeline (joint sentiment-topic model) dayali olarak
belirlemektedir. Gortlis-konu modeli, gizli Dirichlet tahsis
modeline (latent Dirichlet allocation model) dayanmaktadir ve
metinden es zamanh goriis ve konu belirlemede
kullanmlmaktadir. Goriis-konu modeli, siiflandirma islemini
gerceklestirebilmek i¢in yalnizca alan bagimsiz goriis soézligii
kullanilmasini gerektirmektedir. Alan bagimsiz goriis sézligii
kullanmimui ile goriis-konu modeli ile “Movie Review” veri setinde
%74, “Multi-domain sentiment” veri setinde %71 oraninda
dogru smiflandirma basarimi elde edilmektedir. Goriis-konu
modelinin egitim icin etiketli veriye gereksinim duymamasi,
yontemi goris siiflandirmada alan-transfer probleminin
ortadan kaldirilmasi icin uygun bir ydntem durumuna
getirmektedir. Bu calismada, dncelikle goriis kutbu belirten
konular goriis-konu modeli araciligiyla belirlendikten sonra,
orijinal belgelere goriis kutbu belirtilen konular eklenerek yeni
bir belge temsili elde edilmektedir. Ardindan, bu yeni veri
temsili maksimum entropi smiflandiricisi  kullanmilarak
siiflandirilmaktadir. Gelistirilen yontem, “Movie Review” ve
“Multi-domain  sentiment” veri  setlerindeki  dogru
siniflandirma oranini %90’lara ¢ikarmistir.

Tablo 2’de bu bélimde sunulan yari-6greticili 6grenme
yontemlerine iliskin bilgiler 6zetlenmektedir.

Hernandez ve dig. [39] calismalarinda, bir metni goriis kutbuna
dayali olarak yalnizca pozitif ya da negatif olarak iki sinifa
ayirmak yerine, birbiriyle iliskili Gi¢ farkli hedef degiskeninin
(6znellik, gortis kutbu ve etkileme durumu) belirlenmesini
amaglamistir. Bu nedenle, problem c¢ok boyutlu bir
siniflandirma problemi seklinde ele alnmis ve goris
madenciligi i¢cin Bayes aglar1 simiflandiricisina dayali ¢ok
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boyutlu bir siniflandirma modeli sunmustur. Bunun yani sira,
gelistirilen  siniflandirma  modelini  goriis madenciligi
alanindaki etiketsiz veri setleri ile uygulayabilmek icin
beklenti-maksimizasyonu (expectation-maximization)
algoritmasina dayali bir yari-denetimli 6grenme yodntemi
uygulanmistir.

Gorlis smiflandirma alanindaki kaynaklarin  énemli bir
béliimiiniin ingiliz dili igin gelistirilmis olmasi, farkh dillerde
goriis madenciligi yapmak i¢in otomatik makine ¢evirisine
dayali yontemlerin kullanilmasini yayginlastirmistir. Ancak,
ceviri araciligl ile elde edilen metin ile orijinal metin arasindaki
terim dagihmlann farklihgr ve ceviri kaynakh hatalar, bu
yontemlerin dogru siniflandirma basarim oranlarinin yeterince
yliiksek olmasini engellemektedir. Hajmohammadi [40]
calismalarinda, goriis siniflandirmada deginilen problemlerin
ortadan kaldirilabilmesi i¢in aktif 6grenme (active learning) ve
yari-0greticili es-egitim algoritmalarina dayali bir 6grenme
modeli gelistirmistir. Bu modelde, etiketleme maliyetini en aza
indirgemek i¢in, kaynak dildeki etiketli belgeler makine gevirisi
yontemi kullanilarak hedef dilde etiketli belgelere ve hedef
dildeki etiketsiz belgeler makine gevirisi yontemi kullanilarak
kaynak dildeki etiketsiz belgeler doniistiiriilerek iki farkl veri
modeli olusturulmaktadir. Yontemin 6grenme asamasinda, iki
siniflandiricy, daha once deginilen sekilde olusturulan veri
setleri ile egitilmekte ve ardindan karsilik gelen modeldeki
etiketsiz verilerin smiflandirilmast igin kullamlmaktadir.

Ardindan, uyusmazlik ve yogunluk analizine dayali olarak,
insan etiketlemesi ile siniflandirilan 6rneklerin karsilastirmasi
yapilmakta ve bu karsilastirma sonucunda daha bilgilendirici
olan ornekler secilmektedir. Es zamanl olarak, es-6grenme
algoritmasi dogru siniflandirilmis 6rnekler arasindan bazilarini
se¢mektedir. Bu iki farkli yontem ile elde edilen 6rnekler bir
sonraki dongilide egitim verisine eklenerek, egitim verisi
iyilestirilmektedir. Onerilen yéntem, “Book Review” veri
setinin ti¢ farkl dildeki gevirileri ile degerlendirilmistir.

Hajmohammadi [41] c¢alismalarinda, farkh dillerde gorts
madenciligi icin, Hajmohammadi [40]’da sunulan bir hedef ve
bir kaynak dil iceren veri modelini iki kaynak dil ve bir hedef dil
kullamlacak sekilde genisletmis ve yari-ogreticili 6grenme
algoritmasi ile biitiinlestirerek bir 6grenme modeli sunmustur.
Modelin egitim asamasinda, her bir siniflandirici, farkh bir veri
modelindeki egitim belgeleri ve etiketsiz belgeler kullanilarak
egitime tabi tutulmakta, ardindan bu siniflandiricilarin giktilari,
¢ogunlugun azinhgl egitmesi (majority teaching minority)
kuralina dayal olarak birlestirilmektedir.

Modelin test asamasinda, her bir siniflandirici farkl bir veri
modelindeki test belgeleri kullanilarak sinanmakta ve
siniflandiricilarin ¢iktilary, ¢ogunluk oylama (majority voting)
yontemi kullanilarak birlestirilmektedir. Deneysel calismalar,
gelistirilen yontemin, farklhh dillerde goriis madenciligi
uygulamak i¢in uygun oldugunu géstermektedir.

Tablo 2: Yar1-Ogreticili 6grenme yéntemlerinin karsilagtirilmas.

Referans Yil Yéntemler Veri Alan1 Dege_rle.r.ldnl rme Deger
Olgiitii
Bagka alandaki etiketli verilerin egitimde Film ve Uriin
[27] 2005 kullanilmasi, Siniflandirict Topluluklari, Beklenti- < . . Dogru Simiflandirma  %82.39
L Degerlendirmeleri
Maksimizasyonu
Kosiniis benzerlik 6lciitii, Benzerlik Siralama Bilgisavar. Esitim ve Ev
[28] 2007 Yontemi, Bagil Benzerlik Siralama Yontemi, ge“grle‘n d%rmeleri Dogru Siiflandirma  %89.93
Transduktif Destek Vektor Makineleri &
[29] 2007  Yapisal yazisma 6grenme, karsihkh bilgi 6lciitii ~ Uriin Degerlendirmeleri Dogru Simflandirma  %85.90
[30] 2007 Ingilizce goris so6zliigl, duygu analizi araclari, RoItlanca Qorug_ F-oliitii %72.68
paralel derlem Degerlendirmesi
Farkli alanlardaki 6zellik setlerinin bir araya
[31] 2008 getirilmesi, farkh alanlardaki veri setleri Uriin Degerlendirmeleri Dogru Simflandirma  %85.00
lizerinde siniflandirici egitimi, Meta Ogrenme
Makine Cevirisi, Aciklama Eklenmis derlem, Romanca Géri
[32] 2008 Goris Aciklamalar: Ekleme, Naive Bayes, Destek o . 5 F-olgtti %69.44
" . . Degerlendirmesi
vektdr makineleri )
[34] 2009 Spektral Kumeleme,ﬂ/?ktlf Ogrenme, Transdiktif Fllm ve _Urun _ Dogru Siiflandirma %76.20
. Ogrenme Degerlendirmeleri
[35] 2009 E§-eg1t1r.n., Inglll{ce gorts 1fadeler1, et_lketll VClnce G_oru;: _ Dogru Siniflandirma %8130
Ingilizce degerlendirme ifadeleri Degerlendirmeleri
[36] 2010 Hedef nesneye iliskin klﬁlse.l. dl_lygu, terc1.hv, tut_um Uriin Degerlendirmeleri Dogru Simflandirma  %86.75
ifadeleri, nesnel-alana 6zgii bilgiler, es-6gretim
. . . s v e N Film Degerlendirmesi,
[37] 2011 Kendi-kendine eglt.l.m, Verl S6zlugl, alana 6zgu Cok Alanli Gortis Dogru Simiflandirma  %75.00
ozellikler o . .
Degerlendirmesi
- et . Film Degerlendirmesi,
[38] 2011 Ortak gorus-konu moaie.l.l, gizi Derhlet. tahsis Cok Alanli Gortis Dogru Siiflandirma ~ %90.00
modeli, Es Zamanh Goriis ve Konu Belirleme o . .
Degerlendirmesi
Oznellik, Goriis Kutbu ve Etkileme Durumu
[39] 2013 Belirleme, Bayes Aglari, Beklenti Asomo veri seti Dogru Siniflandirma  %83.63
Maksimizasyonu
[40] 2014 AKktif Ogrenme, Yari-6greticili es-egitim Kitap Degerlendirmesi ~ Dogru Siniflandirma ~ %82.17
[41] 2014 Yar1-6greticili 6grenme, cogunlugun azinhg Kitap Degerlendirmesi ~ Dogru Siniflandirma ~ %81.55

egitmesi kural
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Hajmohammadi ve dig. [42] calismalarinda, ingiliz dili goriis
kaynaklarinin, diger dillerdeki goriislerin siniflandirilmasinda
da etkin bir bigimde kullamlabilmesi i¢in yari-6greticili
o6grenme ve kendi kendine egitim ilkelerine dayali bir yontem
gelistirmistir. Bu modelde, aktif 6grenme modelinin
olusturulmasinda etkin drneklerin secilebilmesi i¢in etiketsiz
verilerin yogunluk analizi géz onilinde bulundurulmustur.
Deneysel calismalarda ingiliz dilindeki kitap
degerlendirmelerine iliskin verilerin Cince, Japonca ve
Fransizca dillerindeki goriis siniflandirmada uygulanabilirligi
arastirllmistir. Deneysel sonuglar, bir dildeki goriis kaynaklari
kullanilarak bagka bir dile ait goriis ifadelerinin
siniflandirilmasinda hedef dile ait etiketsiz verilerin de
kullanilmasinin, simiflandirma basarimini  énemli 6lglide
artirdi@in, aktif 6grenmenin otomatik etiketleme ile bir arada
kullanilmas: ile 6grenme siirecinin  6nemli 6lglide
hizlandirildigini géstermektedir.

4 Ogreticisiz/Zayif ogreticili yontemler

Ogreticisiz/Zayif Ogreticili 6grenme yéntemleri, greticili ya da
yar1-0greticili goriis madenciligi yontemlerinde karsilasilan
alan bagimhligi problemini ortadan kaldirmak igin
kullanilmaktadir. Ogreticisiz 6grenme yontemlerinde, duygu
sozliigli, goris kutbu belirlemek amaciyla 6n bilgi olarak
verilmektedir. Alan bagimsiz duygu sozliikleri olusturmanin
alana 6zgii derlem olusturmadan daha az maliyetli olmasindan
faydalanilmaktadir.

Ogreticisiz 6grenme alanindaki en temel calismalardan biri
Turney ve Littman [43] tarafindan gergeklestirilen ¢alismadir.
Bu ¢alismada, belirli bir belgenin pozitif ya da negatif olarak
siniflandirilmasi, belgede gecen belirte¢ ve sifatlarin duygu
yonlerine dayali olarak gergeklestirilmektedir. Duygu
yonlerinin belirlenmesinde, yedisi pozitif (“good”, “nice”,
“excellent”, “positive”, “fortunate”, “correct”, “superior) ve
yedisi negatif (“bad”, “nasty”, “poor”, “unfortunate”, “wrong”,
“inferior”) toplam on dort sozciik dikkate alinmistir. Metinde
gecen herhangi bir sézciigiin duygu yonii, deginilen yedi pozitif
sozclige olan iligkinin, yedi negatif sozciige olan iliskiden
¢ikarilmasi ile hesaplanmaktadir. S6zciiklerin pozitif ve negatif
sozciikler ile iligkilerinin belirlenmesi i¢in noktasal karsilikli
bilgi (pointwise mutual information) ve gizli anlamsal
coziimleme  (latent semantic  analysis)  yontemleri
kullanilmistir. Noktasal karsilikli bilgi ve gizli anlamsal
coziimlemeye dayali duygu yonii belirlemede farkl derlemler
kullanilmistir. Deneysel sonuglar, gizli anlamsal ¢dziimlemeye
dayali duygu yonii belirlemenin, karsilikh bilgiye dayal duygu
yoni belirlemeye kiyasla veriyi daha etkin bir bicimde
kullandigin1 ve yeterli biyiikliige sahip bir derlem ile test
edildiginde, karsilikh bilgiye dayall duygu yonii belirleme ile
elde edilen %80 basarim oranmin asilabilecegini
gostermektedir.

Andreevskaia ve Bergler [44] calismalarinda, farkh alanlarda
tilmce seviyesi goriis aciklamalar1 eklemek icin, Ingiliz dilinde
gelistirilmis bir sézclik veri tabani olan WordNet iizerinde
egitilmis sozliik-tabanli bir sistem ile az miktarda etiketli, alana
ozgl veri ile egitilmis, derlem-tabanh siniflandiriciy1 bir araya
getiren bir model gelistirmistir. Deneysel calismalar, goriis
siniflandirma i¢in tek basina sozliik bilgisi ya da egitim
verisinin kullanilmasina kiyasla, s6zliik bilgisi ve derlem tabanlh
siniflandirici egitimi kullanimi ile daha iyi sonuclar alindiginm
gostermektedir.

Zagibalov ve Carroll [45] c¢alismalarinda, Cince {riin
degerlendirmelerine iliskin goriis ve nesnellik simiflandirma
icin ogreticisiz bir yontem sunmustur. Bu yoéntemde duygu
yonlerinin belirlenmesi, Cincede “iyi” anlamina gelen tek bir
sozciik iceren sozliik ile baslamaktadir. Bu sozliikte yer alan
sozciik sayis;, kademeli olarak yeniden egitim aracihigiyla
artirllmaktadir. Egitim stirecinde, yeni sozciiklerin soézliige
eklenmesinde, bu sézciiklerin mevcut egitim verisinin negatif
ve pozitif kisimlarindaki kismi siklik degerleri gzetilmektedir.
Herhangi bir metnin duygu yoni, duygu belirten sozciikler
araciligiyla hesaplanan duygu puan ile belirlenmektedir. Bu
yontemde, yeniden egitim siirecinin kag¢ kez tekrarlanacagi ve
baslangicta sozlilkte hangi kelimenin yer alacaginin
belirlenmesi 6nemlidir. Aksi takdirde, yontemin performansi,
sozlige uygun olmayan sozciiklerin eklenmesi ile 6nemli
Olciide diisebilmektedir. Bu yontem ile goriis kutbu belirleme
icin %87 F-0lciitli degeri elde edilmistir.

Zagibalov ve Carroll [46] c¢alismalarinda, Cince {riin
degerlendirmelerine iligkin goriis siniflandirma i¢in 6greticisiz
ve otomatik s6zciik se¢cimine dayali bir yéntem dnermistir. Bu
yontemde, otomatik sozciik se¢imi sezgisel bilgiye dayal olarak
gerceklestirilmektedir. Burada da [42]'de oldugu gibi sozliikte
yer alan sozciik sayisi, kademeli olarak yeniden egitim aracilig
ile artirllmaktadir. Tekrarlamali yeniden egitim siireci,
herhangi bir belgenin siniflandirmas: iki yineleme boyunca
ayni kaldig: takdirde sonlandirilmaktadir. Gelistirilen yontem
ile  ogreticili 6grenme  yontemlerine dayali  goris
siniflandirmaya yakin ya da daha yiiksek sonuglar elde
edilmistir. Bu yontem ile goriis kutbu belirleme i¢in elde edilen
en yliksek F-ol¢iitii %92'dir.

Qiu ve dig. [47] ¢alismalarinda, goriis siniflandirma i¢in derlem
tabanl ve soézliikk tabanl yaklagimlari biitiinlestiren bir
Ogreticisiz 6grenme modeli sunmustur. Bu modelde de
baslangictaki goriis sozliigliniin genisletilmesi tekrarlamal bir
slirece dayali olarak gerceklestirilmistir. Ancak, burada goriis
sozligl olusturulmasina daha 6nceki yaklasimlara kiyasla daha
cok sayida sézciik igeren bir Cince sézliik ile baslanmustir. lk
evrede siniflandirilan belgeler, destek vektér makineleri
siniflandiricisinin - egitilmesi amaciyla egitim seti olarak
kullanilmaktadir. Bu test verisi daha sonra ilk evrede elde
edilen sonuglarin goézden gecirilmesi i¢in kullanilmaktadir.
Gelistirilen yontem, on farkh alandaki degerlendirme verileri
tizerinde test edilmis ve daha dnceki calismalara kiyasla daha
ylksek basarim elde edildigi goriilmiistiir.

Rothfels ve Tibshirani [48] calismalarinda, Ingilizce film
degerlendirmeleri tizerinde otomatik goriis siniflandirmasi
gerceklestirmek icin dgreticisiz bir yontem gelistirmistir. Bu
calismada, [46] tarafindan Cince iirlin degerlendirmeleri
lizerinde uygulanan ydntem, Ingilizceye uyarlanmis ve film
degerlendirmeleri icin kullanilmistir. Cincede etkin sonuglarin
elde edildigi yontemin, ingilizce film degerlendirmelerinde
yeterli basarim oranini elde edemedigi goriilmistir. Bu, iki
dilin farkl ozelliklerinden ve alanlar aras1 farkliliktan
kaynaklanmaktadir. Basarimin artirilabilmesi i¢cin Turney ve
Littman [43] tarafindan oOnerilen noktasal karsilikli bilgiye
dayali duygu yonii belirleme ile sifat 6beklerinin kutuplar
belirlenip kademeli olarak yeniden egitime tabi tutuldugunda
%°50.3 olan dogru smniflandirma oraninin %65.5’e ciktig1
gozlenmistir. Tablo 3’te bu boéliimde verilen Ogreticisiz
o6grenme yontemlerine iliskin 6zet bilgiler sunulmaktadir.
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Tablo 3: Ogreticisiz 6grenme ydntemlerinin karsilastiriimasi.

Referans Yil Yoéntemler Veri Alam Degerlendirme Olgiitii Deger
Belgede gecgen belirteg ve sifatlara
[43] 2002 (11?;;2111]li?lnB?fé;rngkﬁ?;f:;l General Inquirer Lexicon Dogru Siniflandirma %80.00
Coziimleme
[44] 2008 WordNet sozciik veritabani, sozliik- Fl!‘l’l’l, Hab(lar, B]og' Dogru Siniflandirma 9%78.00
tabanli siniflandirma Degerlendirmeleri
Ogreticisiz 6grenme, Kademeli olarak Cince Gorii
[45] 2008 yeniden egitime dayali sozlitk o orus F-olgiiti %87.00
gelistirme Degerlendirmeleri
Ogreticisiz 6grenme, Otomatik sdzciik Cince Goril
[46] 2008 secimi, Sezgisel bilgi, Tekrarlamalali o oruy F-olgiiti %92.00
yeniden egitim Degerlendirmeleri
Derlem, Gériis Sozliigi, Ogreticisiz e . ) e
[47] 2009 Ogrenme Goriis Degerlendirmeleri F-ol¢titl %89.35
[48] 2015 Ogreticisiz 6grenme Film Degerlendirmeleri Dogru Siniflandirma %64.50

5 Sonuglar

Goriis madenciliginde 6greticili 6grenme yontemleri, yeterince
biiyiik veri setleri ile egitildiginde yiiksek dogru siiflandirma
oranlart elde edilebilmektedir. Bunun yam sira, goris
madenciliginde smiflandiric1 topluluklari kullanilarak, farkl
siniflandiricilarin giiglic yonlerini tasiyan ve yiiksek basarim
elde eden yontemler de gelistirilmektedir. Ancak, 6greticili
6grenme yontemlerinin alan bagimhhig ytiksektir. Belirli bir
alana ait veri seti ile egitilerek bir siniflandirma modeli
olusturan siniflandiricinin, baska bir alana ait veri seti
aracihigiyla test edildiginde performansinin énemli olgiide
diistiigli gozlenmektedir. Alan bagimhiligina ek olarak, belirli bir
alana ait 6zellikler bile zamanla degismektedir. Belirli bir alana
0zgl derleme goriis bildiren etiketlerin eklenmesi 6nemli bir
maliyet olusturmaktadir. Bunun yani sira, egitim verisi ile test
verisi arasindaki dagilimlar farkhlastiginda, 6greticili 6grenme
yontemleri ile etkin sonuglar alinamamaktadir. Bu nedenle,
goris madenciligi alanindaki ¢alismalarin 6nemli bir bélimii,
yari-ogreticili ya da 6greticisiz 6grenme yontemlerine dayal
bir yontem gelistirilmesine odaklanmaktadir. Yari-6greticili
o0grenme yontemlerinde, az sayida etiketli veri ile biiytlik
miktarda etiketsiz veri egitim icin kullanilmaktadir. Yar-
Ogreticili 6grenme yontemleri, goriis smiflandirmada
karsilasilan iki temel problemin ortadan kaldirilmasi igin
siklikla kullanilmaktadir. Bu problemlerden birincisi, bir alanda
egitilen bir siniflandiricinin baska bir alanda kullamlmasina
iliskin alan-transfer problemidir. Diger problem ise farkli
dillerde yapilan gériis siniflandirmadir. Ogreticisiz 6grenmeye
dayali yontemler ise alan bagimliligi problemini ortadan
kaldirmaktadir. Ogreticisiz 6grenme yéntemleri kullanilarak
goris siniflandirma yapihrken, alan bagimsiz goriis sozliikleri
kullanilmaktadir. Genel olarak degerlendirildiginde, dogru
siniflandirma basarimi agisindan en yiiksek sonuclarin
ogreticili 6grenme yontemleri ile elde edildigi, 6greticisiz ya da
yari-Ogreticili  6grenmeye dayalh yontemlerin  dogru
siniflandirma  oranlarimin  kismen daha diisik oldugu
gorilmektedir. Bilisim teknolojilerindeki ilerlemeler ile birlikte
Web, kullanicilarin birgok farkh alandaki bilgi ve goriislerini
etkin bir bicimde paylasabilecekleri sosyal bir ortam haline
gelmistir. Web, alan ve igerik bakimindan zengin bir ortamdir.
Sosyal ¢evrimici veri, heterojen, az yapilandirilmis ve hizli bir
bicimde degisen bir yapiya sahiptir. Sosyal veri hizli bir oranile
artmakta; kullamish ve yararh verilerin yani sira; bircok
kullanissiz ve gereksiz bilgi de icermektedir. Bu durumlar goz
oniinde bulunduruldugunda, alan bagimhligi diisiik ve biiytik

veriler iizerinde etkin bir bicimde c¢alisabilen goriis
siniflandirma yéntemlerinin gelistirilmesi 6nemli bir arastirma
alani konumuna gelmektedir. Bu dogrultuda, gériis madenciligi
alaninda, siniflandirma modelinin olusturulmasinda
kullanilacak egitim setindeki orneklerin etkin bir bigcimde
secilmesi, etkin 6znitelik se¢cim yontemleri gelistirilmesi ve
yari-denetimli ya da denetimsiz etkin 6grenme modellerinin
olusturulmasi 6nemli arastirma konulari haline gelmektedir.
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